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Prefacio

Este material foi preparado por Stuart Coles e estd sendo traduzido, adaptado
e expandido para utilizagdo no curso. O material podera ser atualizado durante o
curso - verifique sempre a data da dltima atualizacao mostrada abaixo. Em um pri-
meiro momento foi feita uma traducdo do texto. Na sequencia estdo sendo acres-
centadas figuras, c6digos, texto e exercicios.

PJ.RJr
Curitiba, 5 de dezembro de 2023
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Capitulo 1

Introducao

1.1 O que é inferéncia estatistica?

Antes de definir inferéncia bayesiana devemos considerar uma questdo mais
abrangente, “o0 que é inferéncia estatistica?”. Muitas defini¢Ges sdo possiveis mas
a maioria vai de encontro ao principio de que inferéncia estatistica é a ciéncia de
tirar conclusoes sobre uma “populagdo” a partir de uma “amostra” de itens retira-
dos desta populagao. Isto nos remete a diversas questdes sobre o que se que dizer
com “uma populacdo”, qual a relacao entre a amostra e a populacao, como condu-
zir a amostragem se todas as op¢oes sdo disponiveis e assim por diante. Mas vamos
deixar estes topicos de lado, e focar a discuss@ao em um exemplo simples.

Suponha que uma Unidade Florestal deseja estimar a proporcao de arvores aco-
metidas por uma determinada doenca em uma grande floresta. Nao é pratico ou
mesmo factivel examinar cada drvore, e entdo opta-se por selecionar uma amostra
de apenas n arvores. Reiteramos que ndo vamos discutir aqui como a amostra pode
ser escolhida e tomada, mas supomos que a amostra € aleatéria, no sentido que
se 0 é a proporcdo de arvores na floresta que tomadas pela doencga, entdo cada ar-
vore na amostra poderd ter a doenca, independentemente de todas demais arvores
na floresta, com probabilidade §. Denotando por Y a varidvel aleatéria que cor-
responde ao nimero de arvores doentes na amostra, a Unidade Florestal vai usar
o valor observado Y = y, para inferir sobre o parametro populacional 8. Esta in-
feréncia pode ser na forma de uma estimativa pontual (é = 0,10); um intervalo de
confian¢a (95% de confiancga que o intervalo [0,08;0,12] contém o valor de 8); um
teste de hipdtese (rejeita a hipotese de que 0 < 0,07 ao nivel de significancia de 5%);
uma predigdo (prevé-se que 15% das arvores estardo afetadas no ano seguinte); ou
decisao (decide-se identificar e remover todas arvores infectadas).

Em cada caso, o conhecimento do valor amostral observado Y = y estd sendo
usado para fazer inferéncias sobre a caracteristica 8 da populacao. Além disto, essas
inferéncias sao feitas especificando-se um modelo de probabilidades, f(y|0), que
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determina como, para um dado valor de 6, as probabilidades de diferentes valores
de X sao distribuidas.
No exemplo considerado aqui, sob as suposi¢oes feitas sobre a amostragem ale-
atoéria, nosso modelo seria
Y |0 ~ Bin(n,0).

A inferéncia estatistica resulta entdo na uma inferéncia sobre o parametro popu-
lacional 8 baseada na observacdo Y = y e, basicamente, infere-se que valores de 6
que conferem uma alta probabilidade para o valor observado y sdo “mais provéveis”
do que os valores que conferem uma baixa probabilidade — o principio da méxima
verossimilhanc¢a. Note que em um contexto mais amplo, inferéncia estatistica tam-
bém engloba as questdes de escolha de modelos, verificacao de modelos, etc, mas
restringe-se aqui a atencdo na inferéncia sobre os pardmetros de uma familia de
modelos paramétricos.

Antes de abordar inferéncia bayesiana em particular h4 alguns pontos a serem
considerados sobre a abordagem cldssica (frequentista) de inferéncia. O ponto mais
fundamental é o de que o parametro 6, ainda que desconhecido, é tratado como
uma constante ao invés de aleatério. Esta é a pedra fundamental da teoria cléssica,
mas que leva a problemas de interpretacdo. Seria desejavel que um intervalo de
confianca de 95% [0,08;0,12] significasse que ha uma probabilidade de 0,95 que 8
estivesse entre 0,08 e 0,12. Entretanto tal interpretacdo ndo é possivel uma vez que
0 nao é aleatorio. Sendo considerado constante, o valor de 6 estd ou ndo estd no
intervalo, ndo hé idéia da probabilidade associada a isto. O tnico elemento alea-
tério neste modelo de probabilidades é o dado. Portanto a interpretacdo correta
do intervalo é a de que, se o procedimento for aplicado “muitas vezes”, entdo, “em
uma longa sequéncia”’, os intervalos que serao construidos vdo conter o verdadeiro
valor de 8 em 95% das vezes. Todas inferéncias baseadas na teoria classica sdo for-
cadas a terem este tipo de interpretacdo de “frequéncia em longas sequéncias” (por-
tanto frequentista), muito embora, como no exemplo, tenhamos apenas o intervalo
[0,08;0,12] para interpretar.

1.2 O que é inferéncia bayesiana?

O contexto geral no qual a inferéncia bayesiana funciona é idéntico ao anterior:
hd um parametro populacional 6 a respeito do qual deseja-se fazer inferéncias, e um
mecanismo probabilistico f(y|6) que determina a probabilidade de observar cada
valor diferente de y, sob diferentes valores de 8. A diferenca essencial entretanto
é a de que 0 é tratado como um quantidade aleatoria. Isto pode parecer bastante
inécuo, mas de fato leva a abordagens substancialmente diferentes 8 modelagem e
inferéncia.

Essencialmente, a inferéncia vai ser baseada em f(6|y) ao invés de f(y|0); isto
é, a probabilidade do parametro condicional aos dados obtidos, ao invés da dos
dados, condicional o valor do parametro. Em muitas formas tal abordagem leva a
inferéncias muito mais naturais, mas para atingir isto serd necessdrio especificar,
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adicionando ao modelo, uma distribuicdo a priori de probabilidades, f(0), que re-
presenta crencas sobre a distribuicao de 6 antes de se considerar qualquer informa-
¢ao proveniente dos dados.

Esta nocdo de distribuicdo a priori para o parametro 6 estd no cerne do pen-
samento bayesiano. Dependendo se discute-se com um defensor ou oponente da
metodologia, tal fato é ou sua principal vantagem sobre a teoria clédssica, ou sua
maior armadilha’.

1.3 Distribuicdo a priori

Em quase todas situacoes, quado se tenta estimar um pardmetro 8, tem-se al-
gum conhecimento ou crenga sobre o valor de 8 antes de considerar os dados. Um
exemplo de O’'Hagan (1994) deixa claro isto em termos quantitativos.

Voce olha por sua janela e vé algo grande de madeira com galhos cobertos por
pequenas coisas verdes. Voce postula duas possiveis hipéteses: uma de que é uma
arvore, outra de que é o carteiro. E claro que voce rejeita a hipotese de que é o
carteiro porque carteiros em geral ndo se parecem com isto, enquanto que arvores
sim. Desta forma, em linguagem formal, denotanto A o evento de que voce vé uma
coisa de madeira coberta de coisinhas verdes, B; o evento que é uma arvore e, By o
evento de que é um carteiro, voce rejeita B, a favor de B; porque f(A|B;) > f(A|By).
Aqui voce estd usando o principio de maximizar a verossimilhanca.

Mas, voce pode considerar ainda uma terceira possibilidade, B3, de que a “coisa”
é uma réplica de uma arvore. Neste caso pode bem ser que f(A|B;) = f(AlB3) e
ainda assim voce rejeita esta hip6tese a favor de B;. Isto é, mesmo que a probabi-
lidade de ver o que voce observou seja a mesma para caso seja uma arvore ou uma
réplica, sua crenca a priori é a de que é mais provavel que seja uma arvore do que
uma réplica e entdo voce incluiu esta informacao para tomar sua decisao.

Considere um outro exemplo, onde em cada caso o modelo para os seus dados
é [Y]0] ~ Bin(10,0) e observamos y = 10 tal que (verificar!!) a hipétese Hy:0 < 0,5 é
rejeitada a favor de H; : 6 > 0,5 em uma das seguintes situacoes.

1. Uma mulher que toma ché afirma que pode detectar em uma xicara de cha
com leite se o leite foi colocado antes ou depois do cha. Ela o faz corretamente
em 10 xicaras que experimenta.

2. Uma especialista em musica afirma que pode distinguir entre uma partitura
de Hayden e uma de Mozart. Ela reconhece corretamente 10 pecas mostradas
aela.

3. Uma amiga que estd embriagada afirma que pode predizer o resultado do lan-
camento de uma moeda honesta e acerta todas as 10 tentativas efetuadas.

IEstes pontos ficardo mais claros através de exemplos especificos, mas é importante pontuar desde
ja, para estabelecer os varios argumentos a favor e contra a abordagem bayesiana. Deve-se ler e refletir
sobre tais discussdes e controvérsias novamente, a medida que avanca-se mais na teoria.
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Agora, considerando apenas os dados (10 resultados corretos em todos os ca-
sos) somos forcados a extrair as mesmas inferéncias em todos os casos. Mas nossa
conviccao anterior sugere que é provavel que sejamos mais céticos em relagdo a
afirmacdo da amiga embriagada, um pouco impressionado pela mulher que toma
ch4, e de forma alguma surpresos sobre a especialista em misica.

O ponto essencial é o seguinte: experimentos ndo sao dispositivos abstratos.
Invariavelmente, temos algum conhecimento sobre o processo sendo investigado
antes de obter os dados. E sensato (muitos diriam essencial) que inferéncias de-
veriam ser baseadas na informacdo combinada que o conhecimento a priori e os
dados representam.

Apenas para colocar um ponto de vista alternativo, é a esta mesma dependéncia
em crencas prévias que os oponentes da visdo bayesiana tém objecao. Crencas pré-
vias diferentes vao levar a diferentes inferéncias na visao bayesiana, e é exatamente
se isto é visto como algo bom ou ruim que determina a aceitagao ou ndao do ponto
de vista bayesiano.

1.4 Caracteristicas da abordagem bayesiana

De acordo com O’Hagan (1994) pode-se identificar quatro aspectos fundamen-
tais que caracterizam a abordagem bayesiana para inferéncia estatistica.

¢ Informacéo a priori (anterior) Todos problemas sdo tinicos e possuem con-
texto proprio. Este contexto provém de informacao anterior, e é a formulacao
e exploragdo deste conhecimento anterior que distingue a inferéncia bayesi-
ana da estatistica cldssica.

* Probabilidade Subjetiva A estatistica classica depende de uma definicao ob-
jetiva de “frequéncia em longas sequéncias” de probabilidades. Mesmo sendo
desejavel, o que é questiondvel, isto leva a inferéncias embaracosas. Em con-
traste, a estatistica bayesiana formaliza explicitamente a nocao de que todas
as probabilidades sdo subjetivas, dependendo de convic¢des e conhecimen-
tos individuais disponiveis. Deste modo, a andlise bayesiana é individuali-
zada, ou seja, é Unica para as especificacdes das convicgdes prévias de cada
individuo. A inferéncia é baseada na distribuicdo a posteriori f(01y), cuja
forma serd vista dependente (através do Teorema de Bayes) das particulari-
dades da especificacao da priori f(6).

¢ Auto consisténcia Tratando o parametro 6 como aleatério, emerge que todo
desenvolvimento da inferéncia bayesiana decorre naturalmente apenas da te-
oria de probabilidades. Isto tem muitas vantagens e significa que todas as
questoes inferenciais podem ser expressas por declaracoes probabilisticas so-
bre 6, que por sua vez sdo derivadas diretamente da distribuicdo a posteriori

f@emy.
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¢ Sem procedimentos “ad-hoc” Como em inferéncia classica ndo se pode fazer
declaracdes probabilisticas a respeito de 6, diversos critérios sdo desenvolvi-
dos para julgar se um particular estimador é “bom” em algum sentido. Isto
gerou uma proliferacdo de procedimentos, em geral conflitantes uns com os
outros. A inferéncia bayesiana esquiva-se desta tendéncia de inventar crité-
rios ad hoc para julgamento e comparacao de estimadores ao contar com a
distribuicdo a posteriori para expressar, em termos probabilisticos, e portanto

sem ambiguidade, a inferéncia completa sobre o 8 desconhecido.

1.5 Objecoes a inferéncia bayesiana

As principais objecoes a inferéncia bayesiana, como descrito acima, sdo que as
conclusoes vao depender de escolhas especificas de priori. Como enfatizado anteri-
ormente, argumenta-se por outro lado que esta é a beleza da abordagem bayesiana.
Este é (infelizmente) um debate que nao tem fim. Mas antes de deixar este tépico
de lado, deve-se destacar que mesmo em inferéncia cléssica, e de fato em investiga-
¢oes cientificas de modo geral, é implicito que convicgdes a priori sdo utilizadas. Al-
gum conhecimento anterior € usado para formular um modelo de verossimilhanca
adequado. Em testes de hipoétese, crencas a priori sobre a plausibilidade de uma
hipétese sdo geralmente ajustadas implicitamente (ou em geral de forma “secreta”
- ou implicita) alterando-se o nivel de significancia de um teste. Acreditando-se que
os dados devem conduzir a rejeicao de uma hipétese, pode-se assegurado a rejeicao
escolhendo-se um nivel de significancia suficientemente baixo para o teste! Entao,
de certa forma, pode-se argumentar que a incorporacdo de informacao anterior é
formalizada explicitamente na inferéncia bayesiana, o que é, em geral, feito “por
trds dos panos” na andlise classica.

H4 ainda uma outra forma de pensar sobre inferéncia bayesiana que parece evi-
tar qualquer dificuldade conceitual ou filos6fica com conhecimento a priori. Em in-
feréncia cldssica, estimadores de maxima verossimilhanca sdao obtidos escolhendo o
ponto no espaco paramétrico que maximiza a superficie de verossimilhanca. Uma
forma de pensar sobre inferéncia bayesiana é que ela equivale a fazer uma média
(ponderada ou integrada) sobre a superficie de verossimilhanca, ao invés de ma-
ximizar. Isto parece bastante sensato e sem controvérsias. A controvérsia surge de-
vido ao fato de que a média é ponderada de acordo com a distribuicao a priori. Mas,
mesmo em inferéncia cldssica, é bastante comum atribuir pesos diferentes a dife-
rentes pedacos de informacdo como, por exemplo, em regressao ponderada. Por-
tanto, novamente parece que os fundamentos da inferéncia bayesiana aos quais al-
guns se opdem, sdo simplesmente procedimentos que, implicitamente, sdo de fato
efetuados em estatistica cléssica.
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1.6 Revisao do Teorema de Bayes

Em sua forma bdsica, o Teorema de Bayes é simplesmente um resultado de pro-
babilidade condicional:

Teorema 1.1 (Teorema de Bayes em sua forma bdsica). Se A e B sdo dois eventos com
P[A] > 0 entao:
P[A|B]P[B]
P[B|A] = ———
P[A]
A prova é€ trivial. O uso do Teorema de Bayes, em aplicacdes de probabilidades,
€ o de reverter o condicionamento dos eventos. Isto é, o teorema mostra como a
probabilidade de [B| A] esta relacionada com a de [A|B] 2,
Uma pequena extensao do teorema é obtida considerando eventos Cy, Cy, ..., Ck
que formam uma parti¢do do espago amostral Q, talque C;NCj=@sei# je C U
CrU...UCr =Q. Entdo,

P[AIC;]P[Cy] .
P[C;|A] = T parai=1,...,k
ZjZIP[A|Cj]P[Cj]

Exemplo 1.1 Um procedimento de testes de diagnostico para HIV é aplicado a uma
populacdo de alto risco; acredita-se que 10% desta populagdo é positiva para o HIV.
O teste de diagndstico é positivo para 90% das pessoas que de fato sdo HIV-positivas,
e negativo para 85% das pessoas que ndo sdo HIV-positivas. Qual a probabilidade de
resultados falso-positivo e falso-negativo?

Notacao:

A:apessoa é HIV-positiva,

B:oresultado do teste é positivo.
Temos dados que P[A] = 0,1, P[B|A] = 0,9 e P[B|A] = 0,85. Entio:

P[falso positivo] = P[A|B]

_ P[BJA]P[A]

~ P[B]

B 0,15x 0,9 B
~(0,15%0,9)+(0,9%0,1)

’

274 adiantando, podemos vislumbrar como isto serd utilizado como a base para o procedimento de
inferéncia: a verossimilhanca nos informa sobre [y|0], mas deseja-se fazer inferéncias baseadas em [0]y].
O Teorema de Bayes é a chave para tal inversdo.
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De forma similar,

P[falso negativo] = P[A|B]
_ P[B|AIP[A]
- P[B]
0,1x0,1
T (0,1x0,1)+(0,85x0,9)

=0,0129

Nao hé controvérsia aqui. Mas vamos ver um segundo exemplo que antecipa um
pouco mais os tipos de questdes que serdo encontradas mais adiante.

Exemplo 1.2 Em uma sacola hd seis bolas de cores desconhecidas. Trés bolas sdo
retiradas sem reposigdo e verifica-se que sdo pretas. Encontre a probabilidade de que
ndo hajam bolas pretas restantes na urna.

Seguindo a notacdo de eventos utilizada na sessdo 1.6 denotariamos por C; o
ndmero de bolas na sacola e por A o evento que “foram retiradas trés bolas pretas” e
aprobabilidade de interesse seria P[Cs| A]. Entretanto, vamos conciliar esta notacao
de eventos com a notacdo genérica denotando por Y a varidvel aleatéria observada
e por 0 o parametro que serd adotada no préximo Capitulo. Sejam entdo:

Y : nimero de bolas pretas entre trés retiradas,
Y =3 valor observado de Y,

0 : nimero de bolas pretas na sacola,
0€{0,1,2,...,6},

e denotamos por 8; quando § =i,i =0,1,...6. Entao, pelo Teorema de Bayes:

P[Y|03]P[63]
Pi63] Y] = — - 10110
ZjZOP[YIHj]P[Hj]
Mas hd uma questao essencial aqui: quais valores atribuimos a P[6y],..., P[0s]? Es-

tas sdo as probabilidades dos diferentes nameros de bolas pretas na sacola, anftes (a
priori) de ter visto os dados (retirada de trés bolas pretas). Nao havendo nenhuma
outra informacdo, pode-se muito bem assumir que todos os niimeros de bolas pre-
tas sdo igualmente provaveis, tomando portanto que P[fy] = P[0,] = ... = P[] =
1/7. De fato, tal especificacao de priori sera utilizada no exemplo daqui em diante.
Mas, esta especificacao é a mais razodvel? Poderia-se tomar o ponto de vista de
que é bastante provavel que todas as bolas na sacola sejam da mesma cor, e conse-
quentemente dar maior probabilidade a P[6y] e P[07]. Ou entdo, poderia-se obter
a informacéao do fabricante que sdo produzidas bolas de 10 cores diferentes. A par-
tir desta informacao poderia-se adotar o ponto de vista a priori de que cada bola
é preta com probabilidade 1/10 e usar tal fato como base para calcular as proba-
bilidades a priori. O ponto que se quer fazer aqui é o de que é necessdrio pensar
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bem sobre como expressar opinides a priori e que a resposta que serd obtida oa final
podera depender do que acreditamos ao inicio.

Esta discussao vai ser retomada mais adiante. Por agora, usando a especificagao
mencionada de priori mencionada inicialmente, simplesmente aplicamos o Teo-
rema de Bayes para obter:

Pl03]Y] = P[Y03]P[65]
5Y] =
Y8, PIY16;1P[6;]
3,2 1 1
_ (5x5xa)x7
%[0+0+0+(%x%xi)+(%x%x?—l)+(%x%x%)+(gxgx%)]
1
" 35

Desta forma, os dados atualizaram a opinido prévia que P[f3] = 1/7 para a pro-
babilidade a posteriori P[f3] = 1/35. Isto é, o evento torna-se muito menos provavel
apds os dados serem obtidos.

Extendendo agora o exemplo pode-se calcular de forma anédloga a probabilidade
de haver uma, duas ou trés bolas pretas restantes na sacola, o que corresponde a que
houvessem quatro, cinco ou seis bolas pretas inicialmente, antes da retirada. Em
outras palavras, podemos calcular [0|Y] = P[0;|Y] Vi, a posteriori completa para
todos os possiveis valores de 6. Os resultados sdo mostrados na Tabela 1.1 e as dis-
tribuicdes priori [0] e posteriori [0|y] podem ser visualizadas na Figura 1.1.

Tabela 1.1: Posteriori de 6, o nimero de bolas pretas na sacola, no Exemplo 1.2

0 0o 1 2 3 4 5 6
POIlY=3] 0 0 0 0.0285714 0.1142857 0.2857143 0.5714286

priori
—— posteriori

0.5

Plely]
03 04
1

0.2
1

0.1

T T T T T T T
0 1 2 3 4 5 6

Figura 1.1: Distribui¢des priori e posteriori para o numero de bolas pretas que havia
inicialmente na urna no Exemplo 1.2.
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1.7 Exercicios

Exercicio 1.1 Extratos de rocha A e B sdo dificeis de distinguir no campo. Através
de estudos de laboratdrio detalhados foi determinado que a tinica caracteristica que
pode ser util para ajudar discriminar é a presenga de f6ssil de um determinado ani-
mal marinho (brachipodos). Em exposigoes de rochas de tamanho usualmente en-
contrados, as probabilidades de presenca do fossil sdo mostradas na tabela 1.2. Sabe-
se também que a rocha do tipo A ocorre com frequéncia quatro vezes maior do que do
tipo B na drea de estudo. Se uma amostra é tomada, e o fossil é encontrado, calcula-se

Extrato | Fdssil Presente  Fdssil ausente
A 0,9 0,1
B 0,2 0,8

Tabela 1.2: Probabilidades de presenca e auséncia de f6ssil em cada extrato.

a distribui¢do posteriori dos tipos de rocha.

Se um gedlogo sempre classifica como A quando o fossil é encontrado, e classifica
como B quando ausente, qual a probabilidade de que vd acertar a préxima classifi-
cagdo?

Exercicio 1.2 Repita o Exemplo 1.2 usando uma escolha diferente de distribuigdo
priori. De que forma esta mudanga de priori afeta a probabilidade a posteriori de
néo haver bolas pretas restando na bolsa?

Exercicio 1.3 Ainda sobre o Exemplo 1.2,
1. Escreva um cédigo para calcular a distribuicdo de probabilidades da Tabela 1.1
e o grdfico da Figura 1.1 da priori e posteriori.

2. Generalize o cédigo de forma a aceitar diferentes distribuicoes a priori. Compare
posterioris para diferentes opgoes de prioris.

3. Generalize ainda mais o cédigo de forma a aceitar diferentes niimeros de bolas
pretas entre as trés retiradas. Compare as posterioris para os diferentes niimeros
de bolas pretas retiradas.
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Capitulo 2

Atualizacao Bayesiana

2.1 Introducao

Como delineado no Capitulo 1, a esséncia da abordagem bayesiana é tratar o pa-
rametro desconhecido 8 como uma varidvel aleatdria, especificar uma distribuicao
a priori para 6 que represente as convicgdes sobre 8 antes de ver os dados, usar o
Teorema de Bayes para atualizar as convic¢oes a priori na forma de probabilidades a
posteriori e fazer inferéncias apropriadas. Portanto hd quatro passos caracteristicos
da abordagem bayesiana:

1. especificacdo da verossimilhanca do modelo L(0|y) = f(y16);
2. determinacdo da priori f(8);
3. célculo da distribui¢ado posteriori f(8]y), obtida pelo Teorema de Bayes;

4. extrair inferéncias da distribuicdo posteriori.

Neste Capitulo, o Teorema de Bayes serd reexpresso em uma forma adequada
para varidveis aleatérias ao invés de eventos e serdo considerados questbes que
emergem quando se tenta usar tal resultado no contexto da inferéncia sobre um
parametro 6. As questdes serdo abordadas em capitulos subsequentes. Serdo tam-
bém examinados diversos exemplos em que particulares combinacdes de prioris e
verossimilhancas produzem formas matematicamente convenientes para a distri-
buigao a posteriori.

2.2 Teorema de Bayes

O Teorema da Bayes expresso em termos de varidveis aleatérias, com densidades
denotadas genericamente por f(-), tem a forma:

FO)f(y10) fOf(y16)
01y) = = . 2.1
TOW=""50 TF©O)F(y16)do @1
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Esta notagdo serd usada em ambos os casos, com Y discreta ou continua. No caso
continuo f é afunc¢ado de densidade de probabilidade como usual, mas no caso dis-
creto, f é a funcdo de massa de probabilidade de Y (P[Y = y]). De forma similar,
0 pode ser discreto ou continuo mas, caso seja discreto, [ f(6) f(y16)d6 deve ser in-
terpretado como Zj fO)fy0)).

Pode-se entdo dizer que:

priorix verossimilhanca

posteriori = -
marginal

Note que o denominador no Teorema de Bayes é uma funcao apenas de y, resul-
tante de uma integracdo em 6 (ou seja, 0 foi "integrado fora"). Desta forma, uma
outra maneira de escrever o Teorema de Bayes é:

fO1y) o< f(O)f(yl0)

ou, em palavras, “a posteriori é proporcional a priori vezes a verossimilhanca’.

2.3 Topicos

2.3.1 Escolha do modelo de verossimilhanca

Isto depende do que se assume ser razoével sobre mecanismo gerador de dados
do problema em questdo, e é o mesmo problema encarado ao se usar inferéncia
classica — qual o modelo adequado para os dados? Em geral, o conhecimento da es-
trutura pela qual os dados foram gerados pode sugerir um modelo apropriado (por
exemplo, amostragem binomial ou contagem Poisson), mas em geral o modelo sera
definido hipoteticamente (Y é relacionado com X com erros normais independen-
tes, por exemplo) e sua plausibilidade é avaliada posteriormente no contexto dos
dados.

2.3.2 Escolhada priori

Esta questdo é fundamental para a abordagem bayesiana e serd discutida em
mais detalhes no Capitulo 3. Entretanto destacam-se desde ja alguns pontos.

1. Devido ao fato de que a priori representa sua a opinido sobre 6 antes de se ob-
servar os dados, segue-se que a andlise subsequente € tinica a voce, ou seja a
sua escolha de priori. Uma priori diferente de outra pessoa leva a uma analise
a posteriori diferente. Nesse sentido a anélise é subjetiva.

2. Seravisto adiante que, desde que a priori nao seja “completamente ndo razoa-
vel”, o efeito da priori tem menor influéncia uma vez que mais e mais dados
se tornam disponiveis. Desta forma, em certo sentido, uma ma especificagao
da priori deixa de ser importante desde que haja uma quantidade de dados
disponiveis suficientes para isto.
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3. Em geral, pode-se ter uma “ideia vaga” de como deve ser a priori (talvez a
média e variancia possam ser fornecidas), mas ndo se pode ser mais preciso
do que isto. Em tais situacdes pode-se usar uma forma “conveniente” para
a priori que seja consistente com a opinido prévia, mas que também torne o
tratamento matematico simples e direto. Alguns exemplos disto serdo vistos
logo adiante.

4. Por vezes, pode-se ter a sensa¢do de que nao hd conhecimento prévio sobre
um parametro. Em tais situacdes pode-se desejar usar uma priori que reflita
aignorancia sobre o parametro. Muitas vezes isto é possivel, mas hd algumas
dificuldades envolvidas. Isto sera discutido em mais detalhes no Capitulo 3.

2.3.3 Computacao

Embora extremamente simples a principio, na prética, a implementacao do
Teorema de Bayes pode ser dificil computacionalmente, principalmente devido a
constante normalizadora do denominador. Serd visto que para certas combinacoes
priori-verossimilhanca, a integracdo envolvida no célculo do termo do denomina-
dor pode ser evitada mas, em geral, técnicas especializadas sdo necessdrias para
simplificar tal calculo, o que serd tratado no Capitulo 8.

2.3.4 Inferéncia

A andlise bayesiana fornece a inferéncia mais completa possivel, no sentido de
que todo o conhecimento a respeito de 6, disponivel a partir da priori e dos dados, é
representado pela distribuicao posteriori. Isto é, f(8]y) é a inferéncia. Ainda assim,
muitas vezes deseja-se resumir a inferéncia na forma de uma estimativa pontual ou
intervalar. Isto serd discutido no Capitulo 5.

2.3.5 Tépicos avancados

Em estatistica cldssica discute-se em considerdvel detalhamento o papel de es-
tatisticas suficientes, ancilares, etc. Tais conceitos possuem papel andlogo em in-
feréncia bayesiana mas, em geral, sdo mais atraentemente intuitivos. Por exemplo,
em inferéncia bayesiana, a suficiéncia pode ser caracterizada dizendo que se parti-
cionamos os dados em y = (1, J2), entdo y; é suficiente para 8 se f(6]y) é indepen-
dente de y».

2.4 Exemplos
Exemplo 2.1 Quando uma mdquina em particular se torna defeituosa, a causa

pode ser atribuida a uma falha no motor ou a uma falha na transmissdo. A locali-
zagdo da falha s6 pode ser determinada desmontando-se a mdquina. Entretanto, a
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falha gera trés tipos de sintomas observdveis: apenas aquecimento (AQ), tragdo irre-
gular (TD), ou ambas. Registros anteriores foram usados para estabelecer as probabi-
lidades na tabela 2.1. Além disto, sabe-se que 60% das falhas em mdquinas deste tipo
sdo devidas a transmissao, portanto f(0,) = 0,60. Obtenha a distribuicdo a posteriori
f(61y) e interprete adequadamente os resultados.

Tabela 2.1: Tabela de probabilidades das causas de defeitos
Localizacdo dafalha | AQ (y1) TI(y2) ambas (y3)
Motor 0,10 0,40 0,50
Transmissao 0,50 0,30 0,20

Neste exemplo os valores do parametro e da varidvel sdo categoéricos e as and-
lises podem ser tabuladas como mostrado na Tabela 2.2 sabendo-se que f(y,0) =
fyOf©@ e f(y)=X3, f(1,00).

Tabela 2.2: Tabela de probabilidades das causas de defeitos
f©) fo0) | n )2 V3
0,4 0, 0,10 0,40 0,50
0,6 0, 0,50 0,30 0,20
Jil§A2)) 0, 0,04 0,16 0,20
0> 0,30 0,18 0,12
Ji€)) 0,34 0,34 032
7@y 0, 4734 16/34 20/32
0, 30/34 18/34 12/32

Agora, uma forma de interpretar esta andlise € verificando as “chances” (odds)
para cada um dos dois tipos de falhas. Antes da informacao sobre Y, as chances
eram de 3:2 a favor de 8, (uma vez que 60% das falhas eram na transmissao). Mas
tendo observado y, as chances mudaram para 15:2 a favor de 8, quando observa-se
que y = y1, 9:8 a favor de 6, se y = y», e 5:3 a favor de 6, se y = y3. Consequen-
temente, se o critério de decisdo € selecionar o diagnéstico de causa de falha mais
plausivel, observar y; ou y» levaria a decisao de que a falha é na transmissdo, mas
observando y3 levaria a decisio de que a falha seria no motor.!

Exemplo 2.2 (Amostragem binomial.) Suponha o modelo Y ~ Bin(n,0), e que
deseja-se fazer inferéncias sobre 0.
Portanto, a distribuicao de probabilidades dos dados é

fyl0) = (;)Hy(l—Q)"y, y=0,...,n,

INote-se que neste ponto esta se adotando um critério muito simples de decisdo. Na pratica, diversas
outras consideracoes relevantes podem ser levadas em conta. Por exemplo, desmontar a transmissao
pode ser muito mais trabalhoso do que o motor, e portanto a decisdao poderia ser desmontar o motor pri-
meiro, mesmo que a maiores chances a posteriori apontassem para falha na transmissao. Considerac¢oes
deste tipo serdo discutidas em andlise bayesiana de decisdo no Capitulo 5.
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e a verossimilhanca
LOIy)x 0Y1-0)"7, 0<0<1. (2.2)

E claro que, em geral, a escolha da especificacdo da priori para 0 vai variar de
problema para problema e, por definicdo, vai depender da extensdo do conheci-
mento prévio sobre a situacdo. Entretanto, procede-se aqui considerando uma pos-
sivel familia de distribuicdes a priori que, como serd visto, dara origem a compu-
tagdes simplificadas. Um ponto relevante a este respeito é que estd se assumindo
o seguinte: uma vez que a familia de distribuicdes de probabilidade seja bastante
vasta e inclua uma diversidade suficiente de formas possiveis, pode-se usar uma
priori desta familia que se aproxime das verdadeiras opini6es prévias. Se isto ocotrre,
consegue-se respostas, ou seja, expressoes da posteriori, calculadas de forma sim-
ples. Se, entretanto, ndo hé dentro desta familia uma priori que pareg¢a com o que
realmente se acredita, entdo tal abordagem deve ser evitada.

Desta forma, neste caso, suponha que pode-se representar as opinides a priori
sobre 0 por uma distribuicao Beta:

0 ~ Beta(p, q)
tal que

_Ip+g
I'(p)I'(q)
x 0Pl -g)9 1.

JiC) oP 1 (1-6)97! 0<6<1)

Entao, pelo Teorema de Bayes

f@ly) o< fO)f(y10)
x 6Y1-0)"7 x0P 1 (1-6)7"!
:9p+y—1(1_6)q+n—y—l'

Agora, como sabemos que f(8|y) é uma densidade de probabilidades prépria, a
expressao anterior permite identificar que

O0ly ~Beta(p+y;g+n—y). (2.3)

E importante notar que na expressio da verossimilhanca (2.2) pode-se identificar
o ntcleo de uma Beta(y + 1,n— y + 1). Desta forma, através de uma cuidadosa es-
colha, obtém-se uma distribuicdo a posteriori que pertence a mesma familia que a
distribui¢do a priori, e fazendo isto, evita-se o célculo de qualquer integral. O efeito
dos dados é simplesmente modificar os parametros da distribuicao priori Beta(p,q)
paraBeta(p+y,g+n-y).

Como um exemplo numérico, considere o conjunto de dados “CANCER” to-
mado do programa First Bayes.> O problema consiste em estimar a proporc¢ao de

2 First Bayes é um programa computacional, escrito por Tony O’Hagan, que ilustra uma variedade de
andlise bayesianas. Estd disponivel em http://tonyohagan.co.uk/1b/.
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sobreviventes, além de um periodo especificado, entre pacientes que recebem tra-
tamento segundo um novo protocolo para uma particular forma de cancer. Denote
por 6 a probabilidade de sobrevivéncia dos pacientes, que é o parametro de inte-
resse para inferéncia. Consultas com médicos especialistas, que sdo familiarizados
com ensaios clinicos similares os levam a expressar o conhecimento a priori que
E[6] = 0,40 e Var[f] = 0,02. Agora, se a distribuicdo beta é considerada razoével para
representar os conhecimentos prévios, entao deve-se escolher uma distribuicao a
priori 0 ~ Beta(p, g) tal que E[#] = 0,40 e Var[0] = 0,02. Tem-se entdo que:

p pq

prq p+@?p+q+1)

0,02.
E possivel verificar (faga isto!) que, fazendo m = E[0] e v = Var[f] as equagdes sdo
resolvidas por:

(1 - m)m?
== . m
v

2
:w_(l_m)’

q
0 que neste caso leva a p = 4,4 e g = 6,6. Isto especifica a distribuicdo da priori
para 6, sendo um exemplo simples de elicitacao de priori. Na pratica seria necessa-
rio assegurar que toda a distribuicao (e ndo apenas a média e variancia dados) seja
consistente com as opinioes anteriores.

Passando agora aos dados, tem-se que de 70 pacientes que receberam o trata-
mento, 34 sobreviveram além do periodo definido previamente. Presumindo-se que
apriori assim definida é adequada e a verossimilhanca é binomial, obtém-se a partir
de 2.3 a distribuicdo posteriori como sendo:

0 ~Beta(p+y=4,4+34=384;,g+n—y=6,6+70—-34=42,6).

Esta distribuicdo posteriori sumariza toda a informacao a respeito de 6 e repre-
senta a completa inferéncia sobre 6. Serd discutido posteriormente como, se neces-
sdrio, pode-se resumir esta inferéncia, mas por agora pode-se ver como os dados
modificam a opinido anterior comparando as esperancas da priori e posteriori:

_pPty
p+g+n’

E[0] = P e E[0y] =
p+q
No caso considerado:
E[6]1=0,4 eE[0]y]=0,474

e portanto, o efeito dos dados observados foi aumentar a estimativa a priori de 6 de
0,40 para 0,474. Por outro lado, um estimador natural para 8, baseado apenas nos
dados, seria y/n = 34/70 = 0,486, que é o estimador de méxima verossimilhanca.
A estimativa a posteriori € um compromisso entre a opinido prévia e a informacao
fornecida pelos dados. A Figura 2.1 ilustra os resultados. A funcdo de verossimi-
lhanca é padronizada por sua integral de forma a ter integral unitdria para poder
ser representada na mesma escalas das distribuicdes priori e posteriori. Neste caso
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~ ) priori
A\ - verossimilhanga
© A —— posteriori

PIBly]

T T T T T T
0,0 0,2 0,4 0,6 0,8 1,0
0

Figura 2.1: Priori, verossimilhanca e posteriori para o Exemplo 2.2.

a padronizagdo é trivial uma vez que o nucleo da verossimilhanca corresponde a
uma Beta(y+1,n—y+1).

De forma mais geral, se y e n sdo grandes em relacdo a p e g, entdo a esperanca
na posteriori é aproximadamente y/n, a estimativa de maxima verossimilhanca. Por
outro lado, se p e g sio moderadamente elevados, entdo terdo uma influéncia ra-
zoével na média a posteriori. Também pode ser verificado que a medida que y e n
aumentam — ou mesmo se valores elevados sdo atribuidos a p e g — entdo a varidncia
a posteriori diminui.

Exemplo 2.3 (Amostragem Poisson.) Suponha que Y3, ...,Y, sdo um conjunto de
varidveis aleatdrias independentes com distribuigdo Poisson Y |6 ~ P(6).

Tem-se que a verossimilhanca é obtida pela expressdo da distribuicdo conjunta
que neste caso €:

n _66}/1
LOly) = Hf(ylle) H—,

i=1 Vi

e gLy,

Aqui a expressao da verossimilhanca corresponde ao niicleo de uma distribuicao
Ga(l+X", yi,n).

Como no caso binomial, convic¢es anteriores sobre 8 irdo variar de problema
para problema, mas procura-se aqui por uma forma que acomode diferentes pos-
sibilidades, mas sendo também matematicamente tratdvel. Neste caso supde-se
que as convic¢des a priori podem ser representadas por uma distribuicdo Gama,
0 ~ Ga(p, q) e entdo

fe= m@’” Lexp{-q0} 6> 0).
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Assim, pelo Teorema de Bayes,

9" p-1 Sy
J@Oly) o Tp)ep exp{—q0} x 6% exp{—nb}

o« 0P LYVizlexpi—(g+n)0}

e consequentemente,

n
Oly ~Ga(p+)_ yi,q+n), (2.4)
i=1
uma outra distribui¢do gama cujos pardmetros, em comparag¢do com a priori, sao
modificados pelos dados através de " | y; e n. Note-se que os valores individuais
de y; ndo sao necessdrios, apenas a sua soma. Dizemos entdo que Z?:l y; é sufici-
ente para 6.
Como um exemplo numérico, novamente tomado do programa First Bayes, seja
6 o nimero médio de gansos de um bando dentro de uma determinada regido.
Supde-se que a média e varidncia a priori para 8 sdo 100 e 20, respectivamente.
Desta forma, usando o fato de que se 8 ~ Ga(p, q) entdo E[0] = p/q e Var[0] = p/qz,
resolvendo para p e g obtém-se p = 500 e g = 5, ou seja fica definida a priori
6 ~ Ga(500,5). Os dados provém de fotografias aéreas detalhadas de 45 bandos que
fornecem Z‘i‘i 1 Yi =4019. Portanto, a distribuigdo a posteriori obtida através de 2.4
é 0|y ~ Ga(4519,50). A Figura 2.2 permite visualizar a priori, verossimilhanca e pos-
teriori do Exemplo.

(=3
@ L
S priori
I - verossimilhanca
S —— posteriori
o
[
o
= 0
D T
T o
o
—
<)
wn
Q —
o
o
(S - SN
© T T T T T T T T
80 85 90 95 100 105 110 115

6

Figura 2.2: Priori, verossimilhanca e posteriori para o Exemplo 2.3.

Exemplo 2.4 (Média da normal.) Suponha que Y1,...,Y, sdo um conjunto de va-
ridveis aleatdrias independentes com distribuicdo N(0,0?%), em que o* é conhecido.

Entao,
(yi —0)? }
exp { 207 s

1
i10) =
f(ilo) oo
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e a verossimilhanca fica

LOly) = 2na®) 2 exp { -
202

{ z?_l(yi—e)z}
X eXpy———————

Zhgw—eﬂ}

202
Ap6s algum algebrismo € possivel mostrar que esta expressao pode ser escrita na

forma _
w—yﬂ}

L©O)y) x exp{—m

que corresponde ao niicleo de uma distribuicao N(y, 02/ n).

Agora, suponha que as convic¢des a priori sobre 8 podem elas mesmas serem
representadas por uma distribuicio normal 6 ~ N(b, d?). Novamente, esta escolha
visa obter uma andlise matemadtica simples, mas deve apenas ser usada se tal esco-
lha é de fato uma boa aproximacao a crenca a priori sobre 6. Entdo, pelo Teorema

de Bayes,
6 - b)? 6 -7)?
fOly) x exp{——zd2 }exp{—z(gzln)}
B 1{©0-b? ©-7)?
R I d? o%in
1[(1 1 ), b 3y
“exp{_il(ﬁ+02/n)6 _20(ﬁ+02/n) }
b, ¥ \?
1(1 1 21 2
x exp ——(—+—) 0-
{ 2\d? o2In [( %.,.ﬁ
Portanto, B
b, ny
= t=3 1
9|Y~N(i Ul,m) (2.5)
dZ 0—2 d2 0-2

Este resultado é expresso de forma mais concisa definindo-se “precisdao” como
sendo o reciproco da variéncia, i.e., seja T = 1/02 e ¢ = 1/d?. Entio,

cb+nty 1

. (2.6)

My~N( ,
c+nt c+nt

Antes de ver um exemplo numérico, algumas observacées podem ser feitas.

1. Observe-se que
E[0ly] =ynb+ 1 —yn)y

em que
c

n:
Yn= i
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ou seja, a média da posteriori é simplesmente uma média ponderada entre a
média da priori e y. Além do mais, o parametro ponderador y,, é determinado
pela forca relativa da informacéao na priori em comparacéo com a dos dados.
Isto é, se nt é grande relativamente a ¢, entdo y, = 0 e a média da posteriori é
préxima de y.

2. Observe que “precisdo a posteriori” = “precisdo a priori” + n x “precisdo de
cada dado”.

3. Quando n — oo, entdo (vagamente)

2
o
9|}’~ N(_Y» 7)

de tal forma que no limite a priori ndo tem efeito.

4. Quando d — oo, ou equivalentemente, ¢ — 0, novamente se obtém que

2
(o

5. Note-se que a distribuicdo posteriori depende dos dados apenas através de
Y. | yi endo através dos valores individuais dos y;. Novamente, como ocorria
no modelo Poisson-Gama, dizemos que .7, y; € suficiente para 6.

Os pontos 3 e 4 sdo sutis e serdo discutidos posteriormente com maiores detalhes.

Como um exemplo numérico, também tomado do programa First Bayes,
considera-se um conjunto histérico de dados de densidade do solo em uma regidao
registrados por Henry Cavendish no século XVIII. Agora, supde-se que, de experi-
mentos e medicOes prévios, a priori para 8, a densidade média do solo, é consi-
derada ser N(5,4;0,12). O pesquisador registrou 23 medidas da densidade do solo.
Para estes dados, y = 5,48 e supde-se aqui que a variancia de seu erro de medida
é conhecida e igual a 0,04. Entdo, temos que a posteriori é simplesmente obtida
através de 2.5 como sendo 6|y ~ N(5,468; 0,0382).

2.5 Tépicos gerais

Os principios e detalhes encontrados nos exemplos anteriores levantam uma
série de questionamentos que serao discutidos agora.

2.5.1 Atualizacdo sequencial

Foi visto que o Teorema de Bayes fornece um mecanismo pelo qual a informa-
¢ao anterior € atualizada pelos dados fornecendo a informacao a posteriori. Entao,
essa tltima serve como a “nova” informacao a priori antes de mais dados serem dis-
ponibilizados. Isto d4 origem a uma questdo em particular: se uma sequencia de
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priori
' - verossimilhanca
A\ —— posteriori

PIBly]

Figura 2.3: Priori, verossimilhanca e posteriori para o Exemplo 2.4.

dados € obtida, e a opinido é atualizada na chegada de cada novo dado individual-
mente, o resultado obtido ao final seria diferente do que o obtido caso se esperasse
até que todos os dados fossem disponibilizados e s6 entdo atualizar a priori, de uma
SO vez?

Para responder esta pergunta, considere o caso simples em que se observa y,, e
atualizando a priori pelo Teorema de Bayes obtém-se:

f@ly)=c1-fO) - f()110) x f(O)- f(3116)

em que c; é a contante normalizadora. Esta f(0]y;) se torna a nova distribuicao a
priori antes de y» ser observado. Entdo,

fOIy1,y2)=co- f(O)- f(3110) - f(y210)
x f(0)-f(3110)- f(3210)
=f0)- f(31,)210)

que é o mesmo resultado que seria obtido atualizando-se diretamente com base em
toda a informacao (yj, y2). Por indugao, o argumento estende-se para sequencias
de qualquer niimero de observacoes.

2.5.2 Suficiéncia

Em estatistica cléssica, a suficiéncia tem um papel central em ambos, desenvol-
vimentos teéricos e aplicacdes praticas. O mesmo ocorre em andlise bayesiana. Ja
foram vistos aqui exemplos em que a distribuicao a posteriori depende dos dados
apenas através de uma estatistica suficiente.

H4 uma caracterizacdo adicional natural de suficiéncia sob o enfoque bayesi-
ano, que, embora atrativa intuitivamente, ndo tem lugar em estatistica classica. Su-
ponha que os dados podem ser particionados em y = (y1, J2), entdo y; é suficiente
para 6 se f(0]y) é independente de y,, (neste caso y, é dito ser ancilar). Pode-se
provar que isto é equivalente a suficiéncia no sentido de inferéncia cldssica.
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2.5.3 O principio da verossimilhanca

O principio da verossimilhanca estabelece que se dois experimento produzem a
mesma verossimilhanca (proporcionalmente), entdo as inferéncias sobre § devem
ser a mesmas em ambos os casos. Em outras palavras, todos os aspectos de inferén-
cia devem ser baseados apenas na fun¢do de verossimilhanca. A principal virtude
da abordagem bayesiana é a de que técnicas bayesianas sdao inerentemente consis-
tentes com o principio da verossimilhanca, enquanto que diversos procedimentos
bésicos de estatistica classica (frequentista) violam tal principio.

Exemplo 2.5 Suponha uma urna com bolas pretas e vermelhas e deseja-se fazer
inferéncia sobre a proporgdo (0) de bolas pretas na urna. Vamos adotar a priori 6 ~
Beta(1,2; 1,2). Considere ainda que foram conduzidos dois experimentos distintos e
separadamente:

a) Foram retiradas oito bolas (com reposi¢cdo ou considera-se a urna com um ni-
mero muito grande de bolas) e constatou-se que duas eram pretas.

b) Definiu-se que seriam retiradas bolas da urna até obter a segunda bola preta.
Foram retiradas seis vermelhas.

No primeiro caso temos que a varidvel aleatéria observada Y, é o nimero de bolas
pretas, possui distribuicdao binomial Y, ~ B(n = 8,0) e o dado observado é y, = 2.
Temos entdo que:

8
fal0) = (2)62(1 -0)°

f(0|ya) o~ 02+1,2—1(1 _0)6+1,2—1 — 93,2—1(1 _ 0)7,2—1
0ly, ~Beta(3,2; 7,2)

J4 no segundo experimento, a varidvel observada Y se refere ao niimero de ver-
melhas até obter a segunda preta e portanto distribuicdo binomial negativa Yj ~
BN(r =2,0) e o dado observado é y = 6. e temos que

7
fypl0) = (1)92(1 -0)°

f(Gbe) x 02+1,2—1(1 _9)6+1,2—1 — 63,2—1(1 _6)7,2—1
0lyp ~Beta(3,2; 7,2)

Portanto, como os nucleos das verossimilhancas sdo iguais, ou seja, as verossimi-
lhancas sé diferem por termos constantes, as posterioris sdo idénticas e portanto as
inferéncias sobre 6 serdo exatamente as mesmas nos dois experimentos.

Um procedimento de teste de hipdtese frequentista, com inferéncia baseada
no p-valor, fornece resultados diferentes nos dois casos. Seja por exemplo testar
Hy: p =0,5 versus Hy : p <0,5. Terilamos que em cada um dos experimentos os
resultados seriam:
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a) p-valor= PginlY, <2|60 =0,5n=8]=0,145
b) p-valor= Pgn([Yp = 6|0 =0,5;r =2] =0,0352

ou seja, inferéncias claramente diferentes, violando o principio da verossimilhanca.
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Figura 2.4: Distribui¢des posteriori e amostrais para inferéncia sobre parametro do
Exemplo 2.5.
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E ainda interessante notar que, o que difere os dois experimentos é o critério
de parada levando a diferentes distribui¢cdes de probabilidades desconhecidas. Se
tivessemos um terceiro experimento que forneceu seis bolas vermelhas e duas pre-
tas, porém com critério de parada desconhecido (ou ndo usual) nao teriamos como
proceder o teste ndo bayesiano, enquanto que para a inferéncia bayesiana a veros-
similhanca ainda seria a mesma (exceto por alguma constante) levando a2 mesma
posteriori 6|y ~ Beta(3,2; 7,2).

2.5.4 Distribuicao marginal

Sendo uma priori f(8) e um modelo verossimilhanca definido por f(y|0) a dis-
tribuicdo marginal é obtida por

F) = f F(,0)d0 = fe FUI0)£(©)do. 27

Esta distribuicdo pode ser chamada de distribuicéo preditiva a priori uma vez que
é a distribuicao de uma quantidade observavel mas que ndo depende observacoes
prévia do processo.

Tal expressao pode ser reescrita ressaltando que a priori pode depender de hi-
perparametros que denotamos aqui por “a”. Temos entio que:

f(yla):ff(yﬂla)de=f6f(y|0,a)f(0|a)d0.

Tal notacao deixa claro que especificar a priori é equivalente a especificar a distri-
buicdo f(yla) para observacgdes. Isto é equivalente a especificagdo de modelos com
efeitos aleatorios.
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Em uma expressao alternativa, o Teorema de Bayes em 2.1 pode ser reescrito da

forma: FUIBLO)
f) = SO
f@1y
Em poucos casos a expressao de f(y) pode ser obtida analiticamente e levando a
alguma forma conhecida de distribuicdo de probabilidades. Além da interessante
intuicao, por vezes é possivel extrair resultados de interese pratico.
Seja o contexto do Exemplo 2.3 da distribui¢do de Poisson. Neste caso a = (p, q)
e utilizando (2.7) ou (2.8) obtém-se que:
1 y
)

.ﬂw=(p+;_j(T%Er

que é a expressdo de uma distribui¢do binomial negativa com niimero de sucessos
p e probabilidade de sucesso 4/(p+q). Por propriedades da distribuicdo binomial
negativa temos que:

(2.8)

Ya+q p
ElY|p,q] = ==,
Yip.g] pq/(1+q) q
Y+q) p
Var[Y|p,ql = p———— = = (1+¢q).
ar[Y|p,q] p(q/(1+q))2 qz( q)

Entretanto, na maioria dos casos a distribuicao marginal de Y ndo corresponde
a uma distribuicao conhecida ou ndo pode ser obtida analiticamente. Ainda assim
podemos calcular as médias e varidncias da marginal como se segue.

E[Y;|p,q] = Eg[Ey[Y;10]Ip,q]
=Ey[0Ip,q]
p

q
Var[Y;|p,q] = Eg[Vary [Y;|0]|p,q] + Varg [Ey [Y;10]| p,q]

=Eg[01Ip,q] + Varg(0|p,q]
p P

= — 4+ —
qa q°

=%u+m
=ElYilp,ql(1+q)

Como (1 + q) é sempre positivo a varidncia da marginal é maior que a média, di-
ferentemente da distribuicdo de Poisson que tem variancia igual a média. Desta
forma, ao atribuir a priori especificada, o modelo passa a incluir a possibilidade de
acomodar dados superdispersos. Quanto menor o valor de g na priori, maior sera
a superdispersdo e, quanto maior, mais a marginal se aproxima da distribuicdo de
Poisson.
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2.6 Cddigos computacionais

Exemplo 2.1: As operagdes para cdlculo da posteriori podem ser escritas na forma
de operagdes com matrizes

fth <- ¢(0.4, 0.6)

fy.th <- matrix(c(0.1, 0.5, 0.4, 0.3, 0.5, 0.2), nc = 3, dimnames = list(c("thl",
"th2"), c("yl", "y2", "y3")))

(fyth <- fth * fy.th)

#i yl y2 y3
## thl 0,04 0,16 0,20
## th2 0,30 0,18 0,12

(fy <- colSums(fyth))

# oyl y2 y3
## 0,34 0,34 0,32

(fth.y <- MASS:::fractions(t(t(fyth)/drop(fy))))

#i#t yl y2 y3
## thl 2/17 8/17 5/8
## th2 15/17 9/17 3/8

Exemplo 2.2: Os comandos a seguir permitem reproduzir a Figura 2.1. Note que a
expressao da verossimilhancga é o nicleo de uma distribui¢do Beta(y +1,n—y +1).

curve(dbeta(x, 38.4, 42.6), from = 0, to = 1, n = 1001, xlab = expression(theta),
ylab = expression(paste("P[", theta, "|y]")))

curve(dbeta(x, 4.4, 6.6), from = 0, to = 1, add = TRUE, col = 2, 1ty = 3, lwd = 1.5,
n = 1001)

abline(v = 34/70, lty = 2, col = 4)

curve(dbeta(x, 34 + 1, 70 - 34 + 1), from = 0, to = 1, add = TRUE, col = 4,
1ty = 2, n = 1001)

legend("topright", c("priori", "verossimilhancga", "posteriori"), lty = c(3,
2, 1), col = c(2, 4, 1), lwd = c(1.5, 1, 1))

Exemplo 2.3: Os comandos a seguir permitem reproduzir a Figura 2.2. Note que a
expressao da verossimilhanca é o ntcleo de uma distribuicao G(3_; y; + 1, n).

curve(dgamma(x, 4519, 50), from = 80, to = 115, n = 1001, xlab = expression(theta),
ylab = expression(paste("P[", theta, "|yl")))

curve(dgamma(x, 500, 5), from = 80, to = 115, n = 1001, add = TRUE, lty = 3,
lwd = 1.5, col = 2)

curve(dgamma(x, 4019 + 1, 45), from = 80, to = 115, n = 1001, add = TRUE, lty = 2,
col = 4)

legend("topright", c("priori", "verossimilhanga", "posteriori"), 1ty = c(3,
2, 1), col =c(2, 4, 1), lwd = c(1.5, 1, 1))
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Exemplo 2.4: Os comandos a seguir permitem reproduzir a Figura 2.3. Note que a
expressdo da verossimilhanca é o niicleo de uma distribuicao N (¥, 02/ n).

curve(dnorm(x, mpost, sqrt(vpost)), from = 5.2, to = 5.8, n = 401, ylim = c(0,
10), xlab = expression(theta), ylab = expression(paste("P[", theta, "|y]")))
curve(dnorm(x, mean = yb, sd = d), from =5, to =6, n = 401, add = TRUE, lty = 3,
lwd = 1.5, col = 2)
abline(v = 5.48, col = 4, lty = 2)
curve(dnorm(x, 5.48, sqrt(sig2/n)), from =5, to = 6, n = 401, add = TRUE, lty = 2,
lwd = 1.5, col = 4)
legend("topright", c("priori", "verossimilhanga", "posteriori"), 1ty = c(3,
2, 1), col =c(2, 4, 1), lwd = c(1.5, 1, 1))

Exemplo 2.5: Os comandos a seguir permitem reproduzir a Figura 2.4.

par(mfrow = ¢(1, 3), mar = ¢(3, 3, 0.5, 0.5), mgp = c(2, 0.8, 0))

curve(dbeta(x, 3.2, 7.2), n = 501, from = 0, to = 2, xlab = expression(theta),
ylab = expression(paste("f(", theta, "|y)")))

segments (0.5, 0, 0.5, dbeta(0.5, 3.2, 7.2), col = 2, lwd = 2)

plot(dbinom(0:8, 8, 0.5), type = "h", xlab = "y", ylab = expression(paste("P[",
Y[al, "|", theta == 0.5, "]"))

lines(dbinom(0:2, 8, 0.5), type = "h", col = 2, lwd = 2)

text(2.3, 0.12, expression(paste("P[", Y[a] <= 2, "|", theta == 0.5, "]")),
col = 2, cex = 1.2)

plot(dnbinom(0:12, 2, 0.5), type = "h", xlab = "y", ylab = expression(paste("P[",
Y[bl, "|", theta == 0.5, "]"))

lines(7:13, dnbinom(6:12, 2, 0.5), type = "h", col = 2, lwd = 2)

text(9, 0.1, expression(paste("P[", Y[b] >=6, "|", theta == 0.5, "1")), col = 2,
cex = 1.2)
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2.7 Exercicios

Exercicio 2.1 Em cada um dos casos a seguir, obtenha a distribuigdo posteriori:

1. y1,...,yn é uma amostra aleatoria de uma distribuicdo com fungdo de probabi-
lidades:
fy10)=60""1t1-6); y=1,2,...

com distribuig¢do a prioriBeta(p,q) com densidade:

0Pt -0)17!

,0<0<1.
B(p.q)

Q)

2. ¥1,...,¥Yn € uma amostra aleatéria de uma distribuicdo com fungdo probabili-
dades: 0
e "0y
fylo) = y ; ¥=0,1,...

y
!

com distribuicdo a priori
fO)=e?; 0<o0.

Exercicio 2.2 A proporgdo 0 de itens defeituosos em um grande carregamento é
desconhecida, mas uma avaliagdo especializada atribui a 0 a distribuigdo a priori
Beta(2,200). Se 100 itens sdo selecionados ao acaso do carregamento, e sdo encontra-
dos trés defeituosos, qual a distribuicdo a posteriori de?

Qual seria a distribuicdo a priori adotada por um outro estatistico que, tendo ob-
servado trés defeituosos, calcula a distribuicdo a posteriori como sendo uma beta de
média 4/102 e varidncia 0,0003658?

Exercicio 2.3 O diametro de um componente em uma longa sequencia de produgdo
varia segundo uma distribuigdo N(6,1). Um engenheiro especifica a distribui¢do a
priori de 0 como sendo N(10;0,25). Em uma sequencia de produgdo 12 componentes
sd@o amostrados e encontra-se que a média amostral é de 31/3. Use esta informagéo
para calcular a probabilidade de que o didmetro médio do componente é de pelo
menos 10 unidades.

Exercicio 2.4 O niimero de defeitos em um rolo de 1200 metros de uma fita magné-
tica possui distribuicdo Poisson(@). A distribuigdo priori para8 é Gama(3;1). Quando
cinco rolos deste tipo sdo selecionados ao acaso, o ntimero de defeitos encontrados em
cada um deles é: 2, 2, 6, 0 e 3, respectivamente. Determine a distribuicdo a posteriori
ded.

Exercicio 2.5 Suponha que o tempo em minutos necessdrio para atender um cliente
em um banco possui uma distribuicdo exponencial com pardmetro 0. A priori esta-
belecida para 0 é a distribui¢cdo Gama com média 0,2 e desvio padréo 1. Se o tempo
médio observado para atender 20 clientes é de 3,8 minutos, determine a distribui¢cdo
posteriori para0.
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Exercicio 2.6 Uma amostra aleatoria y,, ...,y é tomada de uma distribuigédo Pois-
son de média 0. A distribuigdo a priori para 8 é Gama com média . Se a média
amostral é j,,, mostre que a média da distribuicdo a posteriori de 0 vai ser uma mé-
dia ponderada da forma

Yn¥n+ A =Yn)to,

e mostre quey — 1 quando n — co.

Exercicio 2.7 Considere o Exemplo 2.3. Suponha que a amostra tenha sido coletada
em trés visitas a campo. Na primeira teriam sido avistados 11 bandos e um total de
1150 animais. Na segunda seriam 21 bandos e 1880 animais e finalmente na terceira
13 bandos com o total de 989 animais. Obtenha a distribuicdo a posteriori que pode
ser obtida apos coletar os dados de cada visita. Obtenha ainda a média e moda das
posterioris. Verifique a caracteristica de atualizagdo sequencial da abordagem baye-
siana: repare que os niimeros totais de bandos e animais somados sdo iguais ao for-
necidos no Exemplo 2.3 bem como a posteriori obtida ao final. Produza um grdfico
com a priori inicial e as posterioris.



Capitulo 3

Especificacao de prioris

3.1 Introducao

Foi visto que a diferenca fundamental entre estatistica cldssica e bayesiana é
que em estatistica bayesiana parametros desconhecidos sao tratados como varia-
veis aleatérias, e que o uso do Teorema de Bayes requer a especificacido de prioris
para tais parametros. Ainda que isto facilite a inclusao de convic¢ées anteriores ge-
nuinas sobre os parametros, por outro lado, a escolha da distribuicdo a priori nao
pode ser feita cegamente; deve haver um cuidado consideravel e hé alguns tépicos
bastante relevantes envolvidos. Neste capitulos sdo vistos alguns destes topicos.

3.2 Prioris conjugadas

As dificuldades computacionais na utilizagdo do Teorema de Bayes surgem
quando é necessdrio avaliar (calcular) a constante normalizadora do denominador,

F) = f F10)£(0)do.

Por exemplo, suponha que Yi,...,Y;, sdo varidveis aleatdrias independentes com
distribuicdo Poisson Y|6 ~ P(0) e a opinido prévia sobre 0 é a de que seus valores
definitivamente estdo no intervalo [0,1], mas que todos os valores neste intervalo
sdo igualmente provaveis; entdo, f(0) = 1;0 < 6 < 1. Neste caso a constante norma-
lizadora é

1
f e gLryigg,
0

e esta integral, que corresponde a uma fun¢do gama incompleta, ndo pode ser cal-
culada analiticamente e, portanto, s6 pode ser avaliada numericamente.

Portanto, nota-se que mesmo escolhas simples de prioris como a priori uni-
forme desse exemplo, podem os levar a problemas numéricos intrataveis. Entre-
tanto, foram vistos trés exemplos no capitulo anterior nos quais a escolha criteriosa
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dapriorileva a célculos da posteriori que ndo exigem nenhuma integracao. Em cada
um destes casos foi possivel identificar a distribuicao priori para a qual a distribui-
¢do posteriori seja da mesma familia de distribui¢des que a priori; tais prioris sao
chamadas prioris conjugadas. Considera-se agora ainda um outro exemplo em que
a priori conjugada pode ser encontrada.

Exemplo 3.1 (Amostragem Gama.) Yy, ..., Y, sdo varidveis aleatorias independen-
tes com distribuicdo Y ~ Ga(k,0), em que k é conhecido. (Note que o caso k =1 cor-
responde a distribui¢do exponencial).

Entdo a verossimilhanca é dada por

L©ly) x 0" exp{-0Y" y;}.

Agora, estudando esta forma, tomada como uma funcdo de 6, nota-se o nucleo de
uma distribuicdo gamma Ga(nk+1,}_ y;), o que sugere que pode-se tomar uma pri-
ori da forma

f(0) x 6P Lexp{—qb}

isto é, 0 ~ Ga(p,q), entdo pelo Teorema de Bayes
fO1y) < 0P " Lexpi—(g+Y y:)0},

aentdo 0|y ~ Ga(p + nk,q+Y y;).

3.2.1 Uso de prioris conjugadas

O uso de prioris conjugadas deve ser visto como o que realmente é: um ins-
trumento matematicamente conveniente. Entretanto, a expressao de convicgoes e
opinides anteriores na forma de uma distribuicao paramétrica sempre é uma apro-
ximac¢do. Em diversas situacoes, a familia conjugada de prioris é ampla o bastante
para que uma priori conjugada seja encontrada de forma a ser suficientemente pré-
xima as conviccoes prévias para que este nivel de aproximacdo seja aceitdvel. En-
tretanto, se este ndo for o caso, tais prioris ndo devem ser utilizadas apenas para
facilitar a matemadtica.

3.2.2 Obtencao de prioris conjugadas

Desde de nao estejam em conflito com as convicc¢oes prévias, e desde que tal fa-
milia possa ser encontrada, a simplicidade induzida pelo uso de prioris conjugadas
é muito atrativa. Isto leva a questdes sobre em quais situagdes a familia conjugada
pode ser encontrada. Surge que o tinico caso em que conjugadas podem ser facil-
mente encontrados sdo para modelos na familia exponencial. Isto €, a distribuicao
de Y é da forma:

f10) = h(y)g(0) exp{t(y)c(6)}
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para fungdes h, g e c tais que

ff(yle)dy=g(9)fh(y) exp{t(y)c(@)}dy =1.

Isto pode parecer restritivo, mas na realidade inclui distribuicdes frequentemente
utilizadas como a exponencial, a Poisson, a Gama com um pardmetro, a binomial e
a normal (com variancia conhecida).

Entdo, com uma priori f(f) e considerando-se uma amostra aleatéria

J’l,)/z;u-,J’nr
fO1y) x fO)f(¥160)
n n
=f©O) [[th(y}g"©®) exp{d_ t(yi)c©6)}
i=1 i=1
n
x f(0)8" O expl) t(yi)c®)}
i=1

Portanto escolhendo
f(©) x g%(6) expibc(0)}

obtém-se

fO1y) x g4 @) expic®)(Y t(y:) + b))
i=1

= g(0) exp{bc(O)},

0 que leva a uma posteriori na mesma familia da priori, porém com parametros
modificados.

Pode-se facilmente verificar que todos os exemplos de prioris conjugadas vistos
até aqui podem ser obtidos desta forma geral. Por exemplo, no caso binomial:

F10) = (")ey(l —g)nY
y
— ™ expiviog—2—) + nlogd —6))
=|,|eiyiogts— g :

Na notagdo da familia exponencial tem-se que h(y) = [;), gO)=1-0)", t(y)=y,e

c(@) = log(lf;g). A priori conjugada assume a forma:

0
F©) o< 10-0)"1 explblog(-—)}
= (1-@)"d-bgh

que é simplesmente um membro da familia beta de distribuicdes.
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3.2.3 Anadlises conjugadas usuais.

Tabela 3.1: Andlises conjugadas usuais. Para a geométrica e binomial negativa Y é
definida como o ntimero de “tentativas” até o r-ésimo sucesso.

Verossimilhanca Priori Posteriori
Y ~B(n,0) 0 ~Beta(p,q) 0]y ~Beta(p+y,qg+n—-y)
Y ~P(O) 0~Ga(p,q) |0ly~Ga(p+X’,yi,q+n)

Y ~N(@,77Y), (z conhecido) | 6 ~ N(b,c™) | 0]y ~N(Z2 1)
Y ~ Ga(k,0), (k conhecido) |6 ~Ga(p,q) |6ly~Ga(p+nk,q+ Z?zl Vi)
Y ~ Geo(6) 0 ~Beta(p,q) | 0|y ~Beta(p+n,qg+ L7, yi—n)

Y ~BN(r,0) 0 ~Beta(p,q) |0y ~Beta(p+r,qg+y—r1)

3.3 Prioris improéprias

Considere novamente a andlise da posteriori obtida ao estimar a média da nor-
mal com varidncia conhecida e usando a priori normal. Neste caso Yi,...,Y; ~

N@,771),0 ~N(b,c™!), levando a 0]y ~ N(dc’:z;y, Cer) A forga das opinides pré-
vias sobre 0 sdo determinadas pela variancia ou, equivalentemente, pela precisao
¢ da priori normal. Um valor grande de ¢ corresponde a convicgdes prévias muito
fortes, e por outro lado, pequenos valores de c refletem uma opinido prévia fraca de
6. Suponha agora que o conhecimento prévio sobre 6 é tdo pequeno que fazemos

¢ — 0. Neste caso bastante simples, a posterlorl passa a ser 0|y ~ N(_ -7), ou, em

uma notacao mais familiar, 8]y ~ N(y, ‘77). Portanto, aparentemente se obtem uma
distribuicdo posteriori perfeitamente vélida através deste procedimento limite.

Mas hd uma armadilha. Considere o que ocorre com a priori quando ¢ — 0. De
fato, obtém-se uma priori 8 ~ N(0,00), que ndo é genuinamente uma distribuicao
de probabilidades. Na verdade, quando ¢ — 0, a distribuicdo 8 ~ N(b,c™!) se torna
cada vez mais plana (flaz) tal que no limite

f0) x 1;0 €R.

Entretanto, esta nao pode ser uma funcao de densidade de probabilidades vélida
uma vez que

f £(6)do = .
R

Desta forma, a posteriori 8]y ~ N(y, %), obtida fazendo ¢ — 0 na andlise conjugada
usual, ndo pode surgir através do uso de qualquer distribuicao priori prépria. Mas,
de fato, surge se utiliza uma especificacdo de priori f(0) x 1, a qual é um exemplo
do que é chamado uma distribui¢ao priori imprépria.

Portanto, a questao que se coloca é: seria valido usar uma distribui¢cao poste-
riori obtida pela especificacdo de uma priori imprépria para refletir conhecimento
vago? Embora hajam algumas dificuldades adicionais envolvidas (ver a seguir), em
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geral o uso de prioris impréprias é considerado aceitdvel. O ponto é que, se esco-
lhermos c para ser qualquer outro valor positivo ndo nulo, uma priori perfeitamente
propria seria obtida e nao haveriam receios sobre as andlises subsequentes. Desta
forma, pode-se escolher c arbitrariamente préximo de zero (ou equivalentemente,
uma varidncia a priori arbitrariamente grande) e obter uma posteriori arbitraria-
mente préxima a obtida utilizando f(0) 1.

3.4 Representacoes de ignorancia

Na sessdo anterior foi visto que uma tentativa de representar “ignorancia” na
anélise conjugada padrdo da média de uma distribuicdo normal levou ao conceito
de prioris improéprias. Mas hd ainda problemas mais fundamentais. Se, digamos, for
especificada uma priori da forma f(0) « 1, e se considerar uma reparametrizacao
definida por ¢ = 62, entdo, pelo teorema de transformacao de variaveis,

do 1
NOENICHE

dp| > g’
uma funcado ndo uniforme e decrescente em ¢. Por outro lado, sendo “ignorante”
arespeito de 0, certamente se é também “ignorante” a respeito de ¢, e desta forma
deveria-se fazer igualmente a especificacao f(¢) o< 1. Portanto, aignorancia a priori
representada por uniformidade nas crengas a priori, ndo se propaga entre diferentes
escalas.

Um particular ponto de vista é o de que a especificagdo de ignorancia a priori
deve necessariamente ser consistente entre transformacgées 1-1 dos parametros. Isto
leva ao conceito de “priori de Jeffreys”, que se baseia no conceito da informacao de

Fisher: ) )
_ d”log f (y10) } _ {(dlogf(yle)) }
100) = E{—de2 =E —w I

E a priori de Jeffreys é definida como sendo:

fo®) o [16)]'2

A consisténcia entre transformacdes é verificada no seguinte sentido. Suponha que
¢ = g(0) sejauma transformacao 1-1 de 6. Pela regra de mudanca de varidvel tem-se
que:

do
d¢

do
_ 1120y | QY
‘I(m'w

f@)ox fo(H)-’

mas, por definicdo, I(¢p) = 1(0)-(dG/ d<p)2, e entao
F() o< |12

Desta forma, vé-se que a priori de Jeffreys para 6 se transforma naturalmente na
priori de Jeffreys para ¢p. Em outras palavras, é invariante sob reparametrizacgao.
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3.4.1 Exemplos

Exemplo 3.2  (Média da normal.) Supondo que Y1,...,Y, sdo varidveis aleatérias
independentes com distribuicdo N(0,0?), com o conhecido.
Entao, )
Y i—0)
f(y10) x exp{—%
20
logo,
er'lzl (yl - 0)2
e)
d*log f(y16)
10)=-E{————
©®) { 8/ }
n
--ef-2]
n
T o2

Por isso, fy(@) ox 1. Note que trabalhou-se aqui com a verossimilhanca completa,
para todas as observacoes. Alternativamente, poderia-se ter trabalhado com a ve-
rossimilhanca de uma tinica observacio y; obtendo I, (8) = 1/0? e usar a proprie-
dade de que, sob independéncia, 1,,(0) = nl;(0) = n/ o2, ondel el n sdo as informa-
¢oes de 1 e n valores independentes de y, respectivamente. Assim, obtém-se (como
esperado) a mesma priori de Jeffreys independentemente de quantas observacoes
fazemos subsequentemente’.

Exemplo 3.3  (Amostra binomial.) Supde-se que Y |0 ~ Bin(n,0).
Entao,
log(f(y10)) = ylog(8) + (n— y)log(1-6),

logo,
d’logf(yl0)  y (n-y)
ez~ 62 a-6?
ecomo E(y) = nb,
nd (n—no)
16 =%+ "g2
=ng'a-0)7"!

o quelevaa,
fo(e) o~ 0—1/2(1 _0)—1/2 — 61/2—1(1 _0)1/2—1

IEntretanto, diferentes experimentos podem levar a diferentes verossimilhancas e, consequente-
mente, a diferentes informacoes. Em tais situacoes, o uso da priori de Jeffreys viola o principio de ve-
rossimilhanca.
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que é uma distribui¢ao Beta(3, 3).

No gréfico da esquerda da Figura 3.1 sdo mostradas trés prioris para 0 discuti-
dos até aqui: a priori Beta(4,4;6,6) utilizada no Exemplo 2.2, a priori Beta(1;1) que
corresponde a uma distribuicdo uniforme no intervalo [0,1] e a priori de Jeffreys. a
direita podem ser visualizadas as respectivas posterioris.

0| ' ™~
N - -+ Beta(4,6;6,6)) ExR.2

- - Beta(1,1) Uniform © —

— Beta(1/2; 1/2) Jeffeys
e ]
N o
© <

o 5
o | @
—
~ -
w0
o o
o
= o -
I I I I I I I I I I I I
0,0 0,2 0,4 0,6 0,8 1,0 0,0 0,2 0,4 0,6 0,8 1,0
0 [*]

Figura 3.1: Diferentes prioris Beta para a verossimilhanca binomial (esquerda) e res-
pectivas posterioris (direita).

3.5 Mistura de prioris

Argumentos para o uso de familias conjugadas de distribuicdes a priori foram
delineados na sessdo 3.2. Entretanto, enfatiza-se novamente, que tais familias s6
devem ser utilizadas se um membro adequado da familia pode ser encontrado es-
tando de acordo com as opinides prévias. Em algumas situa¢oes a familia conjugada
natural como, por exemplo, as listadas na tabela 3.1 pode ser por demais restritiva
para que isto seja possivel. Uma possibilidade paara obter formas mais flexiveis
para especificacao de prioris é o uso de uma priori dada por uma mistura da dis-
tribuicdes. Vamos considerar aqui apenas o caso de uma mistura discreta e com
ndamero finito de termos.

Considere-se o seguinte exemplo, frequentemente citado na literatura. Quando
uma moeda é lancada, quase invariavelmente, hd uma chance de 0,5 de sair “cara”.
Entretanto, se ao invés de langada, a moeda é girada sobre uma mesa, em geral
tem-se que é mais provavel que pequenas imperfeicoes na borda da moeda facam
com que ela tenha uma tendéncia de “preferir” ou cara ou coroa. Levando isto em
consideracgao, pode-se desejar atribuir a probabilidade que a moeda mostre a face
“cara” uma distribuicdo que favoreca valores que sejam, por exemplo, 0,3 ou 0,7.
Isto é, nossas opinides prévias podem ser razoavelmente representadas por uma
distribuicdo bimodal (ou mesmo trimodal se desejarmos atribuir peso extra a al-
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gum outro ponto como, por exemplo, a possibilidade nao tendenciosa de 6 = 0,5.
O modelo de verossimilhanca para o nimero de “caras” em n giros da moeda sera
binomial: Y|0 ~ Bin(n,0) e, portanto, a priori conjugada estd na familia beta. En-
tretanto, ndo hd nenhum membro desta familia para o qual a distribui¢do seja mul-
timodal. Uma possivel solu¢do é usar uma mistura de distribui¢ées conjugadas.
Esta familia estendida serd também uma distribuicdo conjugada pela seguinte ra-
zao0. Suponha fi(0),..., f,(0) sdo todas distribui¢des conjugadas para 0, levando a
posterioris f;(01y),..., fn(6]y). Considere a familia de mistura de distribuicées:

k
fO)=) pifi ).
i=1
Entao,

f@ly) < fO)f(y10)

k
=Y pifi®) f(y16)
i=1
k
o« Y pifi6ly
i=1

e portanto a posteriori pertence a mesma familia de misturas que a priori. Note,
entretanto, que as propor¢des p; de mistura na posteriori serdo, em geral, diferentes
da priori.

A obtengédo dos pesos p; é obtida a partir dos pesos das prioris e ird depender
dos termos constantes da priori e posteriori de cada termo da mistura, como se
justifica a seguir.

Sejam as distribui¢cdes da priori e posteriori denotadas por f;(0) = C;K;(0) e
fi(01y) = C; K;(0ly), separando portanto os termos independentes do parametro
do restante das expressdes das distribuicoes.

k
fOI) < Y pifi@®f(y16)
i=1

k
o ) piCiK;(O)L©]y)
i=1

R
M=

piCiK;(0ly)

I
—

C.
p,-c—;fl-(my)

1

R
=

a1
—

o w; fi(01y).

Il
—
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Portanto, os pesos na posteriori sdo

* Wi piCi

; em que w; . 3.1
p; = T w; q i= lek (3.1)

Exemplo 3.4 (Amostragem binomial.) Suponha o modelo Y ~ Bin(n,0) e uma
priori dada por uma mistura de distribuicoes 0 ~ 0,2Beta(6, 14) + 0,8Beta(15,5). De-
sejamos obter a posteriori .

Supomos que obtivemos de um conjunto de dados com n =30 e y = 12. Vamos

ainda denotar a func¢ao beta por B(a, ) = rr((‘gi(ﬁﬁ)) Temos entdo que:

f©)=02B716,1461(1-0)""1+0,8B71(15,50% 1 1-0)"1,
L(G) o~ 012(1 _0)30—12

B(18,32
f6ly)x 0,2B~ (6 14)&9“12 1(1 9)14+(30 12)-1,

B(18,32)
0,.88°1(15, 5)3(27 23)915+12 1(] — g)5+B0-12)-1
B(27 23)
B(18, B(27
fOly) x 0,2 ——— 3G, 14) f1(9| )+ B(15 5) fz(0| ),

em que f1(0]y) ~ Beta(18,32) e f»(0ly) ~ Beta(27,23). Portanto,
01y ~ p}Beta(18,32) + p; Beta(27,23)

Em que cada um dos pesos na posteriori sdo calculados como p; = w;/}.; w; com

B(18,32) B(27,23)
LU1=0, ——— €Wy = ,8—.
B(6,14) B(15,5)
0 - <o+ priori
N —— posteriori
\ - = verossimilhanga

P[6ly]

Figura 3.2: Verossimilhanca e distribuicdes priori e posteriori para o Exemplo 3.4.

A Figura 3.2 mostra as funcdes de verossimilhanga, priori e posteriori. Nesse
exemplo os pesos calculados na posteriori sdo p; = 0,819 e p; = 0,181.
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Exemplo 3.5 (Amostra binomial com priori de mistura com trés componen-
tes.) Supoe-se que Y|0 ~ Bin(n,0) com priori sendo uma mistura de Beta(1,5;3,5),
Beta(2,5;2,5) e Beta(3,5;1,5) com pesos iguais de cada distribui¢do. Uma amostra
forneceuy =8 en=20.

Entdo temos a priori ilustrada na Figura 3.3 dada por

o= Z pifi(0)

emque k=3 e p; = p2 = p3s = 1/3, e portanto

1 1 1
fe = 5Beta(1,5;3,5) + 5Beta(2,5;2,5) + 5Beta(3,5; 1,5).

Ple]
1,0 15 2,0

0,5

0,0

0,0 0,2 0,4 0,6 0,8 1,0
Gl

Figura 3.3: Priori como mistura de distribuicao beta. Componentes da mistura (li-
nhas tracejadas) e a distribuicao resultante de mistura (linha sélida).

Para obtencdo da posteriori cada uma das distribuicoes Beta(a;,b;) da priori
possui a sua posteriori conjugada Beta(a;,b;) e a posteriori € da forma:

f@ly) = Z pifi0)f (1)

— p191,5 1(1_9)3,5 198(1_9)12+p;92,5—1(1_9)2,5—198(1_3)12+

+ p§93,5—1 1- 9)1,5—108(1 _ 0)12'
Os termos constantes (em relagéo a ) sao inversas das funcdes Beta:
G Bla" b [(a; +b;)
T a. ;)= ———————
' PO T(@)T (b))

€ 0S pesos sao:
p; =0,384 p; =0,42 p; =0,196.
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Portanto a posteriori vista na Figura 3.4 fica da forma:

k
fO1Y) =) pifi®f(y16)
i=1

=0,384 Beta(9,5;15,5) + 0,42 Beta(10,5; 14,5) + 0,196 Beta(11,5;13,5).

PN -
’ <+ priori

] N - - verossimilhanca

! \ —— posteriori

Figura 3.4: Priori, verossimilhanca e posteriori para o Exemplo 3.5.

Pode ser demonstrado que uma mistura finita de prioris conjugadas pode ser
definida para ser arbitrariamente préxima a qualquer distribuicdo. Entretanto, o
ndmero de termos necessarios na mistura pode ser grande, e pode ser que seja pos-
sivel representar as convicgdes prévias de forma muito mais sucinta usando outras
familias ndo conjugadas de prioris.

3.6 Elicitacao de prioris

N3ao hé respostas diretas sobre como melhor elicitar a informacdo prévia, mas o
ponto que deve ser mencionado aqui € que isto é algo importante. Deve-se lembrar
que ndo hd como fazer uma quantidade infinita (ou mesmo muitas) de avaliacoes
e atribuicoes de probabilidades. A especificacdo da distribuicao a priori deve ser
vista como uma tentativa de reconciliar as conviccoes que o analista tem de uma
forma unificada. Como visto, uma possivel abordagem é tomar uma particular fa-
milia de distribui¢coes (digamos, a familia conjugada), solicitar a informacao prévia
sobre aspectos que resumam esta distribuicdo, tais como a média e varidncia a pri-
ori, e entdo, escolher como uma priori o membro da familia conjugada que possua
tais valores em particular. No entanto, de forma geral, pode ser extremamente dificil
conciliar as opinides prévias de um especialista (ou mesmo de vérios especialistas)
na forma de uma distribuicao a priori.
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3.7 Cédigos computacionais

A Figura 3.1 é produzida com o c6digo a seguir.

par(mfrow = c(1, 2), mar = c(3, 3, 0.1, 0.1), mgp = c(1.7, 0.8, 0))

curve(dbeta(x, 4.4, 6.6), from =0, to =1, n = 1001, col = 2, lty = 3, lwd = 2,
xlab = expression(theta), ylab = expression(paste("f(", theta, ")")))

curve(dbeta(x, 1, 1), from = 0, to = 1, add = TRUE, col = 4, n = 1001, lty = 2,
lwd = 1.5)

curve(dbeta(x, 1/2, 1/2), from = 0, to = 1, add = TRUE, n = 1001)

legend(0.55, 2.5, c("Beta(4,6 ; 6,6)) Ex 2.2", "Beta(l,1) Uniforme", "Beta(l/2; 1/2) Jeffreys"),
lwd = c(2, 1.5, 1), 1ty = (3, 2, 1), col = c(2, 4, 1), cex = 0.7)

curve(dbeta(x, 34 + 4.4, (70 - 34) + 6.6), from =0, to =1, n = 1001, col = 2,
1ty = 3, lwd = 2, xlab = expression(theta), ylab = expression(paste("f("
theta, "[y)")))
curve(dbeta(x, 34 + 1, (70 - 34) + 1), from = 0, to = 1, add = TRUE, col = 4,
n = 1001, 1ty = 2, lwd = 1.5)
curve(dbeta(x, 34 + 1/2, (70 - 34) + 1/2), from = 0, to = 1, add = TRUE, n = 1001)

Os c6digos para o cdlculo dos pesos e graficos da mistura de prioris do Exem-
plo 3.4 sdo dados a seguir.

n <- 30

y <- 12

curve(dbeta(x, y + 1, (n - y) + 1), from =0, to =1, col =4, 1ty =2, lwd = 2,
ylim = ¢(0, 5.2), xlab = expression(theta), ylab = expression(paste("P[",

theta, "|yl")))

dbm2.f <- function(x, ws, th) ws[l] % dbeta(x, th[1l, 1], th[1, 2]) + ws[2] =
dbeta(x, th[2, 1], th[2, 2]

ps <- c(pl = 0.2, p2 = 0.8)

curve(dbm2.f(x, ws = ps, th = rbind(c(6, 14), c(15, 5))), from =0, to = 1,
col =2, Ity =3, add =T, lwd = 2)

Ci <- c(lbeta(6, 14), lbeta(15, 5))

Csi <- c(lbeta(y + 6, (n - y) + 14), lbeta(y + 15, (n - y) + 5))

wi <- ps x exp(Csi - Ci)

ppos <- wi/sum(wi)

curve(dbm2.f(x, ws = ppos, th = rbind(c(y + 6, (n - y) + 14), c(y + 15, (n -
y) +5))), from =0, to =1, lwd = 2, add = T)

legend("topright", c("priori", "posteriori", "verossimilhang¢a"), lty = c(3,
1, 2), col = c(2, 1, 4), lwd = 2)

3.8 Exercicios

Exercicio 3.1 Verifique cada uma das andlises conjugadas dadas na tabela 3.1.

Exercicio 3.2 Encontre a priori de Jeffreys para 8 no modelo geométrico:
fye)=0-67710; y=1,2,...

para uma amostra yi,..., Yn.
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Exercicio 3.3 Suponha queY tenha uma distribuigdo de Pareto Pa(a,0), em que a é
conhecido mas 0 é o pardametro desconhecido. Desta forma,

fle) = Baeyfgf1 ; (y>a).

Encontre a priori de Jeffreys e a correspondente distribuigdo posteriori para 0.
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Capitulo 4

Problemas com mauiltiplos
parametros

Todos os exemplos apresentados até o momento envolvem apenas um parame-
tro, tipicamente, a média ou a varidncia da populacao. Porém, a maioria dos pro-
blemas estatisticos envolvem modelos estatisticos que contém mais do que um pa-
rametro. Podem ocorrer casos em que apenas hd interesse em um parametro, mas
hé ainda outros parametros cujos valores sdo desconhecidos.

O método de analisar problemas multiparamétricos em estatistica Bayesiana é
muito mais direto, pelo menos a principio, do que os métodos correspondentes em
estatistica frequentista. De fato, ndo existe absolutamente nenhuma nova teoria
além do que j4 foi visto até o momento. Tem-se agora um vetor 8 = (0y,...,0,) de
parametros sobre os quais deseja-se fazer inferéncia. Especifica-se uma distribui-
¢do priori (multivariada) f(0) para 0 que, assim como no caso de um parametro, é
combinada com a verossimilhanca f(y|6) pelo Teorema de Bayes obtendo-se assim
como antes:

F©O)f(y10)
[ O f(y10)do’

em que agora f(0) e f(08]y) sao distribui¢des multivariadas com dimensdo dada pelo
ntimero de parametros. E portanto claro que a distribuicdo posteriori também sera
uma distribuicao multivariada. A simplicidade da abordagem bayesiana decorre do
fato de que a inferéncia sobre qualquer subconjunto de pardmetros dentro de 6 é
obtida por um resultado bésico de probabilidades que permite obter uma distribui-
¢do marginal diretamente s partir da distribuicdo posteriori conjunta. Por exemplo,
adistribuicdo posteriori marginal de 8, é obtida “integrando-se fora” os outros com-
ponentes de 6. Assim,

f@ly) =

f(01|y)=f f f@1y)do,...dbqy.
0, Jo,
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Resultados usuais de probabilidades para varidveis multidimensionais sao utili-
zados e, embora nenhuma nova teoria seja necesséria, o incremento de dimensao
dé origem a alguns problemas praticos:

Especificacdo da priori. As prioris sdo agora distribuicées multivariadas. Isso sig-
nifica que a distribui¢do priori precisa refletir ndo somente o comportamento de
cada parametro individualmente, mas também a dependéncia entre diferentes
combinagdes dos parametros. Por exemplo, se considera-se que um pardmetro
possui valor alto, é provavel que o outro parametro tenha um valor correspondente
baixo? Em outras palavras, é necessdrio avaliar como os parametros variam conjun-
tamente. Escolher adequadamente a familia de distribuices para a priori e resumir
desta forma as informacdes a priori de especialistas pode ser bem mais complicado
em compara¢do com o caso univariado. Portanto especificacdo da priori implica
em especificar a distribuicdo conjunta para o vetor de parametros 6:

fO) =f0,...,00).

Uma alternativa é especificar prioris para os termos da fatoracdo

FO)=f01,...,0a) = f(61)- f(02101) - f(0al61...04-1).

Uma simplificacao, muitas vezes adotada na pratica, embora ndao sem consequén-
cias e portando deve haver cautela em adotd-la, é supor independéncia e teriamos

fO)=fO,...,00) = f(01)- f(62)- f(Oa).

Neste ultimo caso pode-se considerar que cada 8; é um escalar ou, de forma mais
geral, que possam ser vetores. No dltimo caso a fatoracdo é feita entre grupos de
parametros independentes.

Computacdo. Mesmo em problemas de apenas uma dimensao viu-se que o uso de
familias conjugadas simplifica substancialmente as andlises usando o Teorema de
Bayes. Em problemas multivariados as integrais envolvidas na obtenc¢do da poste-
riori sdo mais dificeis de resolver. Isto torna o uso de familia de prioris conjugadas
ainda mais valioso, quando puder ser adotado. De forma mais geral, surge a neces-
sidade de métodos computacionais para obter inferéncias quando familias conju-
gadas ndo sao disponiveis ou adequadas.

Interpretacdo. Toda a inferéncia estd baseada na distribui¢do posteriori, que terd
tantas dimensoes quanto for o tamanho do vetor 6. A estrutura da distribuicao pos-
teriori pode ser altamente complexa, e isto pode exigir considerdvel habilidade e
um bom uso de recursos graficos do computador para identificar as relacdes mais
importantes que ela contém.

Apesar destes aspectos praticos é importante reenfatizar que exatamente a
mesma teoria que foi utilizada para problemas com um tinico parametro esta sendo
utilizada para problemas multipardmetros. A estrutura bayesiana implica que todas
inferéncias decorrem de regras elementares de probabilidades.
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4.1 Exemplos

Exemplo 4.1 Suponha que o funcionamento de uma determinada mdquina seja
satisfatério (y = 1) ou insatisfatério (y = 2). A probabilidade do funcionamento da
mdquina ser satisfatorio depende da temperatura do ambiente 0 = 0: frio; 0, = 1:
quente) e da umidade (0, = 0: seco; 02 = 1: umido). As probabilidades de y = 1 sdo
apresentadas na tabela 4.1. Além disto, a distribuicdo priori conjunta para (01,0,) é
dada na tabela 4.2.

Tabela 4.1: Probabilidades condicionais do funcionamento da méquina ser satisfa-

torio.
P[y=1|91,92] 9120 9121
0,=0 0,6 0,8
0,=1 0,7 0,6

Tabela 4.2: Priori das condicdes da sala.
P[0,,0:] [ 6,=0 0,=1
0,=0 0,3 0,2
0,=1 0,2 0,3

A distribuicao posteriori conjunta pode ser calculada, conforme apresentado na
tabela 4.3.

Tabela 4.3: Probabilidades a posteriori das condicdes da sala
0,=0 0,=1
Pr(y =1161,02) x Pr(6,,62) 6,=0 ] 0,18 0,16
6,=1 0,14 0,18
Pr(0,,6:ly=1) 0,=0 | 18/66 16/66
6,=1| 14/66 18/66

Assim, somando-se ao longo das margens, obtemos as distribui¢des posterioris
marginais:

Pr(0; =0) =32/66 , Pr(0; =1) =34/66

Pr(6, =0) =34/66 , Pr(0, =1) =32/66

Exemplo 4.2 Seja Y1 ~ P(af) e Y, ~ P((1 —a)P) com Y; e Y, (condicionalmente)
independentes, dados a e 3. Agora suponha que a informagdo priori para a e  pode
ser expressa como: & ~ Beta(p, q) e B ~ Ga(p+ q,1) com a e 3 independentes para os
hiperpardmetros p e q especificados. Note que a especificagdo da priori independente
é uma parte importante da especificagdo da priori.
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Como

—apf n
Yi ~ P@p) = fnlap) = %
e
e(—(l—lx)ﬁ) (a- a)ﬁ)h

y2!

2~P((A-a)p)= f(y2la,p) =

’

e sendo Y; e Y> independentes, a verossimilhanca é dada por:

e WPap)t  e-1-0P((1—q)p)2
X .

o yla,p) = y1! 7!
As prioris (marginais) escolhidas sdo:
Fp+q) , -1
a~Beta(p,q) = f(a) = ————aP (1-a)?
== g
1 1
~Ga(p+q,1)=> f(f)=—————pPHale P = P+a-1p=p
PrGalpra=1B= 1o ppara’ tpra’
e como supoe-se independéncia na priori tem-se que,
Lip+q) -1 1 +q-1 -
(@,f)= ———a’ " (1-a)9 " x pra-le=h
1@ P = 5o Tpr )’

1

S S S TR U LA e P
I'(p)I'(q)
Deste modo, pelo Teorema de Bayes, a posteriori é da seguinte forma:

f@, Bly1, y2) e~ aB-1-a)f-B 1 BV (1 —a)?pr aP 11— a)qflﬁpﬂlfl
- e—2ﬁﬁy1+y2+P+q—1aY1+P—1 (1—aq)r2+a1

Esta é a distribuicao posteriori conjunta para a e e contém toda a informacao

vinda da priori e dos dados. Segue-se que as distribuicdes posteriori marginais sao
obtidas por:

f(a’|)’1,y2) :j(; f(a,ﬁ|y1,y2)dﬁ(x a-y1+p_1(1_ a)}’2+q—1,

e

1
FBly1,y2) =f0 f(a, Bly, yo)da oc pry2+pra=1o-2p

Isto é, aly1,y2 ~Beta(y1 + p,y2 + q) e Bly1, 2 ~Ga(y1 + y2 + p+q,2).
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Exemplo 4.3  (Média da distribuicdo normal com varidncia desconhecida.) Seja

Y1,..., Y, um conjunto de varidveis independentes com distribuigdo normal N(6, ¢),

em que ambos, a média e a variancia, 0 e ¢, respectivamente, sdo desconhecidos.
Entao,

_ 1 _(y,—e)Z}
f(y1|9,¢)—\/me><p{ 20 |’

e a verossimilhanca é da forma:

n . —0)2

:(p‘”/zexp{ ﬁ(i +n(_y—0)2)}
i=1

=¢ M2exp{- 2% +n(y—9)2)}
em que SE=Y" (yi-7)%

E possivel fazer uma andlise conjugada completa neste modelo usando uma pri-
ori conjugada conhecida como a distribui¢do Normal-Qui-quadrado. Os detalhes
algébricos sdo levemente tediosos. Considera-se aqui o caso mais simples no qual é
adotada a priori de referéncia que corresponde a expressar a ignorancia. Em parti-
cular, toma-se:

f(9,qb)cx$ —oc0<B<o00;0<¢.

Essa é uma priori imprépria, pois sua integral ndo converge. Com esta priori, pelo
Teorema de Bayes, obtém-se:

_n_ 1
fO,0ly)x ¢ 2 1exp{—zp(sz + n(‘y—@)z)}.
Note que essa expressdo nao pode ser fatorada, entdo as distribui¢oes posteri-

oris marginais para 6 e ¢» nao sdo independentes. Elas podem ser calculadas como
mostrado a seguir. Para simplificar a notacio, seja A = S? + n(y —0)?. Entdo,

e A
P(Qly)mfo o7 exp{—%}d(p.

Fazendo a mudanca de varidvel: u = A/(2¢), tem-se que:

00 2
f(HIy)o<f ¢ 12 4y
0 A

2 nl/2 o0
— (Z) f un/Z—le—udu
0

2 nl2
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Desta, f(0]y) x A~? = {§? + n(y - 0)?}~"2. Essa nao estd na forma padrao, mas se

considerarmos: _
-y , S
em que, s

:s/\/ﬁ n-1

entao,

Fltly) o {(n—1)s% + (sp)2} "2

tg -nl2
x {1 + }
n-1
Essa é a densidade da distribuicao t-Student com n — 1 graus de liberdade, ou seja,

[ t|y] ~ Ip-1.
Similarmente,

f(qle/)o</ qb‘g‘lexp{—%p(Sz+n(7—9)2)}d9
o ¢—("+W2exp{—52/(2¢)}f (anb/n)_llzexp{——(@ V) }

2¢
_ ¢—(n+l)/2 exp{—SZ/(2¢)}

E portanto, $?/¢ ~ X%z—l-
Assim, em resumo, para um modelo Normal com média e varidncia desconhe-
cidas, tendo a prior de referencia p (8, ¢) xx 1/¢, tem-se que:

-y ~t
S/\/_ n-1
e
SIp~xi,.

4.2 Exercicios

Exercicio 4.1 A qualidade de um componente elétrico ou é excelente (y = 1), bom
(y = 2) ou ruim (y = 3). A probabilidade de vdrios niveis de qualidade dependem da
fdbrica onde é produzido (01 = 0: fdbrica A, 61 = 1: fdbrica B) e do tipo de mdquina
O, =0: mdquinal, 0, = 1: mdquinall, 0, = 3: mdquina IIl). As probabilidades de y =
3 sdo dadas pela Tabela 4.4. Além disso, distribuigdo conjunta de (01,0») é dada na
Tabela 4.5. Encontre a distribuigdo posteriori conjunta de 0,0,y = 3 e cada uma das
distribuicoes marginais. Tendo observado y = 3 qual a combinagdo fdbrica/mdquina
é a mais provdvel de ter produzido esse componente?
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Tabela 4.4: Probabilidade condicional y =3

Pr(y:3|91,62) 91:0 91 =1
0,=0 0,2 0,3
0,=1 0,4 0,1
0,=2 0,5 0,2

Tabela 4.5: Probabilidade a priori das combinacdes fabrica/maquina

Pr(61,92) 91 =0 91 =1
0,=0 0,1 0,2
0,=1 0,2 0,3
0,=2 0,1 0,1
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Capitulo 5

Resumindo informacao a
posteriori

5.1 Teoria dadecisao

Essa é uma drea extremamente importante. Porém, neste material abordam-se
apenas algumas questdes principais.

Muitos problemas do mundo real podem ser encarados como problemas de de-
cisdo: “Eu deveria votar em um partido politico ou em outro?”; “Deveria sair hoje
a noite ou concluir um trabalho?”; “Deveria aceitar um novo emprego ou fico na
esperanca de que apareca uma outra oportunidade de trabalho melhor?”.

A inferéncia estatistica também pode ser pensada como a tomada de decisdo:
apos ter observado um determinado conjunto de dados, qual o valor representara o
parametro estimado? Existem muitas abordagens para a teoria de decisdo, mas, de
longe, o mais coerente é uma abordagem baseada na anélise bayesiana.

De fato, pode ser mostrado que, se certos axiomas sao obedecidos (isto é, um
ndmero de regras de decisdao de bom senso sdo adotados), a andlise bayesiana é
a abordagem légica para tomada de decisdo. Isso é muitas vezes usado como um
argumento para justificar a preferéncia da inferéncia bayesiana em relagdo a infe-
réncia cldssica.

Os elementos necessarios para a construcdo de um problema de decisao sao os
seguintes:

1) Um espaco paramétrico ® que contenha os possiveis estados na natureza;

2) Um conjunto A de possiveis agdes que estao disponiveis para o tomador da
decisdo;

3) Uma fungdo perda L, em que L(8, a) é a perda decorrente de adotar a acdo a
quando o verdadeiro estado da natureza é 6.
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Estes termos sao ilustrados a seguir no contexto de um exemplo especifico:

Exemplo 5.1 Um oficial de satide piiblica estd buscando uma politica de vacinagdo
contra uma doenga relativamente branda que faz com que os funciondrios se ausen-
tem do trabalho. Pesquisas sugerem que 60% dos individuos da populagéo jd estéo
imunes, mas serdo realizados testes laboratoriais para detectar vulnerabilidade em
alguns individuos, jd que os processos para triagem em massa sdo muitos caros. Um
teste simples da pele foi desenvolvido, mas ndo é totalmente confidgvel. As probabili-
dades de resposta ao teste estdo resumidas na Tabela 5.1.

Reacao (y)
Imune | Desprezivel Leve Moderada Forte
Sim 0,35 0,30 0,21 0,14
Nao 0,09 0,17 0,25 0,49

Tabela 5.1: Probabilidades de reacdo dado o status imunolégico.

Estima-se que o equivalente em dinheiro por horas-homem perdidas, por deixar
de vacinar um individuo vulnerdvel é de vinte (20) unidades, e que o custo desneces-
sdrio de vacinar uma pessoa imune é oito (8) unidades, e que ndo hd nenhum custo
incorrido em vacinar uma pessoa vulnerdvel ou néo vacinar uma pessoa imune.

Entao, nesse caso particular, temos:

1) O espaco paramétrico © = {0;,0,}, em que 0, e 0, correspondem ao individuo
sendo imune e vulneravel, respectivamente.

2) O conjunto de acgdes A = {a;,a»} em que a; e ay correspondem a vacinar e
ndo vacinar, respectivamente.

3) Afuncdo de perda L(0, a) definida na Tabela 5.2.

L(G, Cl) 61 92
a) 8 0
ap 0 20

Tabela 5.2: Fungdo perda

Agora, voltando para a configuracao geral, depois de ter observado um dado y,
e também ter informacao prévia f(6), o objetivo é tomar a decisdo que minimiza
a perda esperada. Em primeiro lugar, o teorema de Bayes possibilita o célculo das
probabilidades posteriores f(y|6).

Entao, para qualquer agdo particular a, a perda esperada a posteriori é a perda
média da distribuicao posteriori em 6:

pla,y) =E[L@O,a)] = fL(H, a)f@1y)do,

que no caso de 0 discreto fica

p(a,y) =E[L©,a)] =) L©O;,a)fO;ly),
i
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Reacao (y)

f@)  f(yl0) | Desprezivel Leve Moderada Forte
0,6 0, 0,35 0,30 0,21 0,14
0,4 0 0,09 0,17 0,25 0,49

7O,y 0, 0,210 0,180 0,126 0,084
0, 0,036 0,068 0,100 0,196
f 0,246 0,248 0,226 0,280
FiClRD) 0, 210/246 1807248 1267226 84/280
0, 36/246 68/248 100/226 196/280
o(a,y) a, 1680/246  1440/248 1008/226  672/280
a 720/246 1360/248 2000/226  3920/280
d(y) a az a a

Tabela 5.3: Tabulacado dos célculos da anélise de decisdo.

Por exemplo, para y = Desprezivel:

(a1,y) =E[L(6, a1)] = L(B1,a1) P(011y) + L(B2, a1) P (02| )_SXE'FOXﬁ_ngO
plai,y) = ,a1)] = L(61,a1)P(6:1]y R T 246 246

(az,y) =E[L(O, ay)] = L(O1,a2)P(01]y) + L(02, a) P(0,] )—Ox&+20xﬁ—@
plaz,y) = ,az)l = 1,42 11y 2,02 21y) = 246 246 246"

Assim, tendo observado y, esta é a perda na qual espera-se incorrer tomando
medidas a. Obviamente que prefere-se minimizar as perdas, de modo que a regra
de decisdo de Bayes d(y) é a acdo que minimiza a perda esperada posteriori.

Pode-se dar um passo adiante e calcular o risco associado a certa politica, por
meio da incerteza nas observacoes y. Ou seja, define-se o risco de Bayes por:

BR(d) =E,[p(d(y), )]

sendo entdo BR(d) = Y.;p(d(yi),yi) f(y;) para varidvel Y discreta e BR(d) =
S pd),y) f(y)dy para o caso continuo. Todos os célculos para o exemplo em ques-
tdo sao indicados na Tabela 5.3.

Entdo, em resumo, se uma reacao desprezivel ou leve é observada, a decisao de
Bayes € a de ndo vacinar, enquanto que se uma reacao moderada ou forte é obser-
vado, a decisdo é para vacinar. O risco de Bayes associado a esta estratégia é

BR(d)=)_pdy),nfy)
720

1360 1008 672
=—x0,246+ —— x 0,248+ —— x 0,226+ — x 0,280 = 3,76
246 248 226 280

O valor do risco de Bayes pode ser comparado com o custo de estratégias alter-
nativas. Por exemplo, se adotamos uma politica de vacinacao para todas as pessoas,
entdo a perda esperada por individuo seria 0,6 x 8 = 4,8.
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5.2 Estimacao pontual

Destacou-se ao longo do texto que toda a distribui¢do posteriori é o resumo
completo da inferéncia sobre um paradmetro 6. Em esséncia, a distribuicéo a pos-
teriori é a inferéncia. No entanto, para algumas aplicacdes, é desejavel (ou neces-
sdrio) resumir essa informacao de alguma maneira. Em particular, por vezes dese-
jamos a “melhor” estimativa do parametro desconhecido. Note-se aqui a distin¢ao
com estatistica cldssica em que as estimativas pontuais dos pardmetros sdao a con-
sequéncia natural de uma inferéncia, e expressar a incerteza da estimativa a parte
mais problematica.

Assim, no ambito Bayesiano, como é que vamos reduzir a informac¢ao de uma
distribuicdo posteriori para dar a “melhor” estimativa?

Na verdade, a resposta depende do que queremos dizer com “melhor”, e este por
sua vez, é especificado por transformar o problema em um problema de decisdao. Ou
seja, especificamos uma funcao perda L(0, a) que mede a “perda” na estimativa de
6 por a.

Ha uma grande variedade de fun¢ées naturais de perda que podemos usar. A
escolha particular para qualquer problema especifico vai depender do contexto. As
mais usadas sao:

1) Perda quadratica: L(6,a) = (0 — a)%;
2) Perda erro absoluto: L0, a) =10 — al;

3) Perdalinear: para g,h>0

_ | gla-6) sea>0
L(H,a)—{ h@—-a) sea<®0

4) Perda0-—1:

sela-0|<¢

0
L(H,a)z{ 1 sela—60|>¢

Em cada um destes casos, minimizando a perda esperada a posteriori, obtém-
se formas simples para a regra de decisdo de Bayes, que é tomada como sendo a
estimativa pontual de 6 para aquela particular escolha da fun¢do de perda.
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5.2.1 Perda quadratica

Nesse caso, a perda esperada a posteriori é dada por:
pla. = [ L6, @10
= f ©-a)?f©ly)de
- [0-E@1 +EOW - 0 FOI0
= [0-E0I*r0Id0-+2 [0 -EOIEO - @ f 010

N f EO1) - )’ fO1y)do
=Var(@|y) + [E(@ly) - a)?

uma vez que a integral do segundo termo é zero e (E(0|y) — a) é uma constante.
Desta forma, a perda é minimizada quando a = E(0]y).

Assim, a decisao de Bayes € estimar 0 pela esperanca posteriori e, nesse caso, a
perda esperada minima é a variancia da posteriori.

5.2.2 Perda absoluta

Note que a minimizacdo de E[|0 — a| | Y] envolve uma funcao nao diferenciavel,
em todo ponto, com respeito a a. Portanto, é necessario manipular a equacao resul-
tante de forma a podermos minimizar E[|6@ — a| | Y] usando técnicas de derivacao.
Sendo assim, temos:

(0]

E(L®, |Y) = El0—al| Y] =f 10— alf(61Y)d6

a o0
:f (a—9)f(9|Y)d9+f O@-a)fO1Y)do
—oo a

=a

a o0 a
ff(emde—f f(QlY)dQ]—f 0f©01Y)do
+f 0f©01Y)do

a

=a

a a a
f f(@lY)dG—(l—f f(9|Y)d9)] —f 0£01Y)do
(e ¢] a a
+f 9f(9|Y)d9+f 9f(9|Y)d9-f 0f©1)do
a —00 —00

=a

2[ FO1Y)do -1

a
+E@|Y) —2[ 0f©O1Y)deo.
Como a funcao

a

a
2[ fO1)do -1

a
+E01Y) —2[ 0f@01Y)do
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é diferenciavel (em todo ponto) com respeito a a, segue:

%E(L(O,a)lY)z a +E(9|Y)—2f Hf(QIY)dH]

zf FO1Y)dO -1

+a2f(alY)-2af(alY)

= [2[ fO1Y)do -1
a—OO
= 2[ fO1Y)do - 1.

Dai, temos que a decisdo 6tima é a* = Mediana(0|Y).

5.2.3 Perdalinear

Note que o caso de perda erro absoluto é um caso especial de perda linear com
g =h=1(.e. funcao identidade). Prova-se a seguir o caso mais geral e que portanto
também resultar na perda em erro absoluto como caso particular.

h
Se g denota o quantil 7 da distribuicao posteriori, ou seja,

h
g+h

q
=f f@1y)do;

e supde-se (sem perda de generalidade) que a > g. Entao

glg—a) sef<g
L(Q,q)—L(Q,a):{ (g+hb-hg—-ga seq<B<a.
h(a-q) sea<0

Mas, para g <60 < a,

(g+M0—-hg—ga<h(a-q)

de forma que,

glg—a) sef<gqg
L(G,q)—L(G,a)s{ hia—q) seq<0

Entao,

h
E(L©®,q)-L©, @) < gg-a) +h(“—‘7)(1‘g+h):°

g+h

Isto é, p(a,y) < p(q,y)Va, entdo a regra de decisdo de Bayes neste caso é a = ¢, o

quantil da distribuicdo posteriori.

Note que, quando g = h =1, g é amediana da distribuicdo. Portanto, para perda
em erro absoluto, o estimador de Bayes é a mediana da distribui¢do posteriori.
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5.2.4 Perda0-1

Claramente, neste caso:
pla,y)=P(0—-al>ely) =1-P(0 —al <¢ly).

Consequentemente, se definirmos um intervalo modal de comprimento 2e,
como o intervalo [y —€, y + €], que tem maior probabilidade, entao a estimativa de
Bayes é até ponto médio do intervalo com maior probabilidade. Ao escolher € arbi-
trariamente pequeno, esse procedimento chegaré na estimativa de Bayes posteriori
com essa perda em particular.

5.2.5 Resumo

Em resumo, no ambito bayesiano, uma estimativa pontual de um parametro é
uma estatistica de resumo da distribuicao posteriori.

A metodologia de teoria da decisdo leva a escolhas 6timas de estimativas pon-
tuais ao definir a qualidade de um estimador através de uma func¢ao de perda. Em
particular, as opcoes mais naturais de fun¢ao de perda apresentadas levam a média,
mediana e moda posteriori, respectivamente, como estimadores pontuais ideais.

5.3 Intervalos de credibilidade

A idéia de um intervalo de credibilidade é fornecer um andlogo ao intervalo de
confianca obtido em estatistica frequentista. O raciocinio é que estimativas pon-
tuais ndo dao nenhuma medida de precisao, por isso é preferivel informar no re-
sultado das andlises um intervalo, dentro do qual é “provéavel” que o parametro se
encontre.

Isto provoca problemas na estatistica frequentista, uma vez os pardmetros nao
sdo considerados como aleatérios, de modo que nao é possivel dar um intervalo
com a interpretacao de que existe uma certa probabilidade de que o pardmetro per-
tenca ao intervalo. Em vez disso, os intervalos de confianca devem ter a interpre-
tacdo de que, se a amostragem for repetida inimeras vezes, hd uma probabilidade
especificada de que o intervalo por hora obtido deverd conter o parametro, ou seja,
é o intervalo que é aleatdrio e ndo o parametro.

Nao existe tal dificuldade na abordagem bayesiana, pois os parametros sao tra-
tados como aleatérios. Assim, uma regido Cy(y) é uma regido de credibilidade
100(1 — a)% para 0 se

f fOIdo=1-c.
Ca(y)

Ou seja, existe uma probabilidade de 1 — a, com base na distribuicao posteriori, que
0 esteja contido em Cy ().

Alguns bayesianos argumentam que intervalos de credibilidade tém pouco va-
lor, uma vez que é toda a distribuicao posteriori que contém as informacgdes para
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inferéncia, e que, os intervalos de credibilidade s6 foram propostos a fim de forne-
cer algo compardvel aos intervalos de confianca.

Uma dificuldade com o intervalo de credibilidade (que também ocorre com in-
tervalos de confianga), é que eles nao sdo unicamente definidos. Qualquer regiao
com probabilidade 1 — a é um intervalo valido. Uma vez que deseja-se um inter-
valo que contenha apenas os valores mais plausiveis do parametro, é habitual impor
uma restricao adicional, que a largura do intervalo seja tdo pequena quanto possi-
vel. Isso equivale a um intervalo (ou regido) da forma:

Ca()=1{0:fOly) =7},

em que y é escolhido para garantir que:

fOlydo=1-a.
ca(y)

Tais regides sdo chamadas de regides com “mais alta de densidade posteriori” —
HPD (sigla em inglés para highest posterior density). Tipicamente, estes intervalos
sdo encontrados numericamente, embora, para a maioria das distribuices posteri-
oris univariadas padrao, haja valores tabulados para diversos a. De passagem, note
que que ocorre o usual “perde/ganha” ao se escolher um a apropriado: um valor
pequeno de a resultard em um intervalo largo; enquanto que um valor grande de a
resultard em um intervalo para o qual o parametro tem uma baixa probabilidade de
a ele pertencer.

Exemplo 5.2 (Média normal.) Sejam Yi,...,Y, varidveis independentes de uma
distribuicdo N(O,02), (0® conhecido) com uma priori para 0 da forma8 ~ N (b, d3).
Com essas informacoes, obtém-se a posteriori:

b 1y 1

d? " g?
Oly~N{ T n’ 1

d? " o? d? ' o?

Agora, como a distribuicdo Normal é unimodal e simétrica, a regido HPD de 100(1 -
a)% para 6 é:

1

b , ny

i vy
T | £ 22| 7T
1,0 1,0
daz ' o? daz ' o?

em que z4/2 é 0 ponto com porcentagem desejada da distribui¢do normal padrao
N(0,1).
Note, além do mais que a medida que d — oo o intervalo se torna:

? t2q12—=,
Vvn
que é precisamente o intervalo de confianca para 100(1 — @)% de 0 obtido em infe-
réncia cldssica. Neste caso especial, o intervalo de credibilidadea e o intervalo de
confianga sdo idénticos, embora as suas interpretacoes sejam bastante diferentes.
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Exemplo 5.3 Sejam Y1,..., Y, varidveis independentes com distribui¢do N (0, ) (¢
desconhecido) e assumimos que a existe uma priori da forma:

f(Q,(P)O(%; —00 < 6 < 00,0 < .

Isso leva a distribuicdes posterioris marginais:

0-y
t= ~ Ip—
sivn ol

S2p~ Kros -
Entdo, devido a simetria da distribuicdo t-Student, o intervalo de credibilidade

100(1 — a)% para 0 é:
S

?i tn—l,alz ﬁ

em que f,_1,4/2 € 0 ponto com porcentagem desejada na distribuicdo #,—;.

Por outro lado, o intervalo de credibilidade para ¢ é ligeiramente mais proble-
matico. Como S%/¢ ~ y%_,, segue-se que ¢/S* ~ y,2,, a chamada distribuicao de
qui-quadrado inversa. Pontos criticos de intervalos de maior densidade posteriori
para uma variedade de valores de a estao disponiveis em tabelas, podendo ser ob-
tidos numericamente,

Exemplo 5.4 SuponhaY ~ Bin(n,0) com priori 0 ~ Beta(p, q).
Assim, temos a seguinte distribuicao posteriori
0|y ~Beta(p+y,g+n—-y).

O intervalo [a, b] com 100(1 — a)% de credibilidade e a maior densidade a poste-
riori, satisfaz a:

1
Blp+y,g+n-y)

b
f OPTY 11 -9t Y7 lgp =1 —-q,
a

1

Blp+y,g+n-y)
1

- Blp+y,g+n-y)

aPV 1 -@?tny =

bp+y71(1 _ b)q+n—y71 =y

De forma geral a solugdo é obtida numericamente. No caso especial y = 0 obtém-se
solucdo analitica.

Sejam os valores p =2, g =2, n =12 e y = 4. Neste caso 6|y ~ Beta(6,10) e o
intervalo de credibilidade de 95% obtido numericamente é [0,154 , 0,605], ou seja,
Py|,[0,154 < 6 < 0,605] = 0,95.
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15 20 25

1,0

0,0

T T T T T T
0,0 0,2 0,4 0,6 0,8 1,0

Figura 5.1: Distribuicao posteriori e intervalo HPD de 95% de credibilidade para o
Exemplo 5.4.

5.4 Teste de hipéteses

Testes de hip6teses sdo decisdes na forma de escolha entre duas hipéteses.
Hp:0 € Qpou H : 0 e Q. Vamos considerar o caso simples, em que Q; e Q, sdo
pontos individuais, de modo que o teste é da forma Hy : 0 = 6y contra H; : 0 =0;. A
abordagem classica para este problema é, geralmente, baseada no feste de razédo da
verossimilhanga:

1= fylo)
f(y160)

Grandes valores de A indicam que é mais provéavel que os dados observados y
tenham ocorrido se 0; é o verdadeiro valor de 6 do que teria com 8y. Na aborda-
gem bayesiana, testes de hipoteses sdo estruturados em funcdo de condicoes de
preferéncia que envolvem probabilidades/densidades a posteriori e uma regra de
decisao.

5.4.1 Testando hipéteses via regra de decisao

Considere um modelo estatistico f(y|f) com 6 € ©. Seja Oy e ©; uma parti¢ao
de ©, ouseja, ByUO; =O e ByNO; = @.
Agora, considere que estamos interessados em testar
Hy:0€0®gversusH; :0 € 0;.

Defina a seguinte estrutura de perda

Decisao

L®,a) 0e®y 0e€06;
66@0 0 a
6€@1 ﬁ 0
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sendo a, > 0. Sob essa formulagao, qual o estimador de Bayes associado?
Quando nos referimos ao estimador de Bayes, o objetivo é encontrar a decisao
a que minimiza E[L(f, a)|Y]. Logo, temos

E[L®6,a)|Y] =/

fe

L(e,a)f(mY)de:f L(@,a)f(HIY)d0+f LO,a) f(601Y)do
(€] 06@0 06@1

= algeon(@ [ fOIV1d0+ Pligeoy (@ [ f@IIdp.
0eOy 0€0,

Portanto
_ | aP(@e€0Og|Y), se decidimos por Hy,
E[L©, a)lY] = { BP0 € ©,]Y), se decidimos por Hy.

Assim, Hy é preferivel a H; quando BP0 € ©1]Y) < aP(0 € ©y|Y). Dai, segue que

BPO€O,|Y)<aPBeBylY) (&)
B1-P@eByY) <aP@BeBy|Y) (<)
B<aPOe®y|Y)+PPOeByY) ()

POe®y|Y)> i
a+p

Conclui-se assim que Hy é preferivel a H; quando P(6 € ©y|Y) > aLiﬂ

Exemplo 5.5 SuponhaY ~ Bin(n,0) com priori 0 ~ Beta(2,2). Deseja-se testar Hy :
0 < 0,35 versus H : 8 > 0,35. Suponha ainda a fungdo de perda como na tabela 22
coma =2 ef=3. Qual seria a decisGoparan=12 ey =42
Neste caso, como 6|Y ~ Beta(6, 10) prefere-se H; pois
p 3

P@e€®g|Y) =Py, <035 =044 < =——=0,60.
( Ol ) Hly( ) C(+ﬁ 2:3

Um questionamento sobre o procedimento descrito é que a e 8 sdo valores da-
dos pelo pesquisador. Logo, devido ao grau de subjetividade, pode ser interessante
trabalhar num contexto onde a tomada de decisdo nao dependa dessa atribuicao.

5.4.2 Teste de Hip6teses via Fator de Bayes

Consideremos, novamente, o teste de hipdteses Hy : 0 € ©g versus H; : 6 € ©,. O
fator de Bayes (FB) é definido como a razdo entre as probabilidades a posteriori de
Hy sobre H; e as probabilidades a priori de Hy e Hj, ou seja

_ P(H|Y)/P(H,]Y)
P(Ho)/P(Hy)

(56.1)

No caso especial onde Hy e H; correspondem a hipéteses simples, o teste base-
ado em Ap coincide com o teste da razdo de méxima verossimilhanca (a demons-
tracao fica como exercicio).
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A definicdo do Fator de Bayes sugere que, se Ap > 1, entdo Hy é preferivel. Em
particular, Jeffreys (1961) construiu a seguinte escala de evidéncia empirica, inde-
pendente de uma regra de decisdo, em favor de Hy:

* Selog,o(Ap) €10;0,5), a evidéncia em favor de H € fraca;

Selog,(AB) €10,5; 1), a evidéncia em favor de Hy é razodvel;

Selog,(AB) € [1; 2), a evidéncia em favor de Hy é forte;
* Selog,(AB) € [2; +00), a evidéncia em favor de Hy € conclusiva.

Logo, o procedimento de testar hip6teses se limita a calcular Ap e classificar a to-
mada de decisdo com base nessa relacao empirica.

O cendrio onde 0 é continuo e tem-se o interesse em testar Hy : 6 = 6 versus Hj :
0 # 0 sugere manipular o modelo a priori de forma a garantir que P(Hp|Y) > 0. Nao
entraremos em detalhes metodolégicos sobre essa abordagem, mas consideramos
ser importante que todos tenham ciéncia dessa particularidade envolvendo o fator
de Bayes.

Neste material ndao vamos além disto em testes de hip6teses embora hajam ou-
tras propostas e procedimentos descritos na literatura. Entre eles destacamos aqui
o procedimento chamado de FBST - Full Bayesian Significance Test proposto em
Pereira & Stern (1999) e também descrito e discutido em Pereira et al. (2008) que
procura oferecer um andlogo bayesiano aos procedimentos usuais baseados em
p-valores.

5.5 Cédigos computacionais

Os célculos do Exemplo 5.1 podem ser expressos por opera¢des matriciais con-
forme a seguir.

(th <- c(thl = 0.6, th2 = 0.4))

## thl th2
## 0,6 0,4

y.thl <- c(yl = 0.35, y2 0.3, y3 =0.21, y4 = 0.14)
y.th2 <- c(yl = 0.09, y2 = 0.17, y3 = 0.25, y4 = 0.49)
(y.th <- rbind(y.thl, y.th2))

#it yl y2 y3 vy4
## y.thl 0,35 0,30 0,21 0,14
## y.th2 0,09 0,17 0,25 0,49

(yth <- th x y.th)
#i# yl y2 y3 y4

## y.thl 0,210 0,180 0,126 0,084
## y.th2 0,036 0,068 0,100 0,196
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rownames (yth) <- c("ythl", "yth2")
yth

## yl y2 y3 y4
## ythl 0,210 0,180 0,126 0,084
## yth2 0,036 0,068 0,100 0,196
(y <- drop(crossprod(th, y.th)))

##t yl y2 y3 y4
## 0,246 0,248 0,226 0,280

colSums(th * y.th)

7 yl y2 y3 y4
## 0,246 0,248 0,226 0,280

(th.y <- t(t(yth)/drop(y)))

## yl y2 y3 vy4
## ythl 0,8536585 0,7258065 0,5575221 0,3
## yth2 0,1463415 0,2741935 0,4424779 0,7

rownames (th.y) <- c("thl.y", "th2.y")
th.y

## yl y2 y3 vy4
## thl.y 0,8536585 0,7258065 0,5575221 0,3
## th2.y 0,1463415 0,2741935 0,4424779 0,7

L <- diag(c(8, 20))

rownames (L) <- paste("a", 1:2, sep = "")
L
## [,1]1 [,2]

## al 8 0
## a2 0 20

(L.th.y <- L %x% th.y)

#i#t yl y2 y3 vy4
## al 6,829268 5,806452 4,460177 2,4
## a2 2,926829 5,483871 8,849558 14,0

D.f <- function(x) ifelse(x[1] < x[2], "al:Vacina",
apply(L.th.y, 2, D.f)

#i# yl y2 y3
## "a2:Nao Vacina" "a2:Nao Vacina" "al:Vacina"

apply(L.th.y, 2, min)

#i# yl y2 y3 y4
## 2,926829 5,483871 4,460177 2,400000

sum(apply(L.th.y, 1, min) * y)

## [1] 2,678166

"a2:Nao Vacina")

y4
"al:Vacina"
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Pode-se ainda comparar a estratégia anterior com outras estratégias. Por exem-
plo, decidindo adotar a estratégia vacina todo mundo a fun¢ao perda fica agora de-
finida pela matrix

8 0
t=( o)

e o risco de Bayes pode ser calculado.

LT <- diag(c(8, 0))

(LT.th.y <- LT %% th.y)
sum(apply (LT.th.y, 2, sum) * y)
sum(th * c(8, 0))

Por outro lado se estratégia fosse ndo vacinar ninguém a funcao perda fica agora
definida pela matrix
(0 0
L= 2]

e o risco de Bayes pode ser avaliado.

LN <- diag(c(0, 20))

(LN.th.y <- LN %% th.y)
sum(apply(LN.th.y, 2, sum) * y)
sum(th * c(0, 20))

Portanto, dentre as trés estratégias consideradas, (i) testar e vacinar quem tem
reacao moderada e forte, (ii) vacinar todos, (iii) ndo vacinar ninguém; a de menor
risco de Bayes é a primeira, para as condicdes informadas.

5.6 Exercicios

Exercicio 5.1 Considere o Exemplo 5.1 e calcule o risco de Bayes para as seguintes
estratégias:

a) Vacinar somente se a reagdo for Forte.

b) Nao vacinar somente se a reagdo for Desprezivel.

Exercicio 5.2 A confiabilidade dos julgamentos de dois especialistas em arte, A e B,
foram testadas de forma que cada um deles, separadamente, julgou como “genuina”
ou “falsificada” cada uma de um grande niimero de obras de arte de origem conhe-
cida. Os testes apontaram que A tem probabilidade 0,8 de detectar uma falsificagdo e
probabilidade 0,7 de reconhecer um objeto genuino; B tem uma probabilidade maior,
0,9, de detectar uma falsificacdo, mas infelizmente classifica um objeto genuino como
falso com probabilidade de apenas 0,4. Um objeto de arte é ofertado por um valor
que é uma verdadeira barganha, de apenas US$100. Entretanto, se ndo for genuino,
entdo ele ndo vale nada. Se for genuino, acredita-se que pode ser revendido imedia-
tamente por US$300. Acredita-se que hd chance de 0,5 de que o objeto seja genuino.
Os especialistas A e B cobram US$ 30 e US$ 40, respectivamente, por seus servicos. Hd
vantagem em pagar qualquer um deles para uma avaliacdo?
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Exercicio 5.3 Para o problema da média da Normal, descrito no Exemplo 2.4, en-
contre a estimativa pontual de 0 usando cada uma das quatro fungoes perda descri-
tas nesse capitulo.

Exercicio 5.4 Repita o exercicio anterior para a andlise conjugada da distribui¢cdo
Binomial com paramétro 6 desconhecido.

Exercicio 5.5 Uma amostra de 6 alturas de colheita sdo registrados como:
5,3; 5,6; 5,9; 6,1; 6,2; 6,5.

Assumindo um modelo Normal com uma priori “ndo informativa” (vaga), calcular a
regido HDR de credibilidade 90% para a média populacional, com:
a) avariancia populacional igual a 1;

b) a varidancia populacional desconhecida.
Exercicio 5.6 Suponha uma fungdo perda com as seguintes caracteristicas:

i) igual a distdncia entre@ e a, se a é menor do que0, e

ii) o triplo da distancia entre0 e a, se a é maior do que0.

a) Obtenha a expressdo matemdtica da funcéo perda.

b) Mostre que o estimador de Bayes de 0 é o primeiro quartil da distribuicédo a pos-
terioride0.

¢) Generalize o resultado em (b) considerando que a perda em (ii) é k vezes a dis-
tdncia entref e a.

Exercicio 5.7 Considere o modelo Y0 ~N(0,1), com n(0) < 1.

a) Identifique a distribuicdo a posteriori de0;

b) Indique quais sdo os estimadores de Bayes sob perda quadrdtica, absoluta e 0-1
(considere uma tinica observagdo da varidvel aleatoria Y ).

¢) Considere o teste de hipoteses: Hy:0 <0 vsHy : 6 > 0.

1. Utilize o método discutido da se¢do 5.4.2 com a = B, para os cendrios onde
@DY=-1,3G)Y =05, ()Y =2
2. Repita o item anterior usando fator de Bayes, e interprete.

Exercicio 5.8 Considere Y0 ~ Ber(0), e0 ~U(0,1).

a) Repita os itens a) e b) do exercicio 5.6;
b) Considere o teste de hipotesesHy:0 <1/2 vsHy : 60 > 1/2.

1. Considerando que o valor observado foi Y = 0, analise os cendrios @ = f3,
a = /4 ea =3p. Repita o exercicio considerando que o valor observado foi
Y = 1. (Utilize o método discutido da secdo 5.4.2)
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2. Repita o item anterior usando fator de Bayes, e interprete.

Exercicio 5.9 Considere um tinico experimento do modelo Y0 ~ Bin(n, 0), e assuma
a priori que 0 tem distribuicdo uniforme. Suponha que o valor observado foi Y = n.

Mostre que o intervalo HPD 100(1 — )% de credibilidade para0 é da forma c, 1], com
c<l1.



Capitulo 6

Predicao

6.1 Distribuicdo preditiva posteriori

Até agora, focou-se na inferéncia sobre o(s) pardmetro(s). Um modelo de proba-
bilidades foi especificado para descrever o processo aleatério que assume-se gerar
um conjunto de dados, e mostrou-se que, no contexto bayesiano, as informacoes
de amostras e informacdes prévias sao combinadas para obter inferéncia sobre o(s)
parametro(s) na forma de uma distribuicao posteriori. Por vezes, o objetivo ao ela-
borar um modelo estatistico é fazer previsdes sobre os valores futuros do processo.
Isso é abordado mais elegantemente na estatistica bayesiana do que na correspon-
dente teoria classica, conforme discutimos a seguir.

O ponto essencial do argumento é que, ao fazer previsdes sobre valores futuros
com base em um modelo estimado existem duas fontes de incerteza:

* a incerteza sobre os valores dos pardmetros que foram estimados com base
nos dados obtidos anteriormente;

¢ aincerteza devido ao fato de que qualquer valor futuro €, em si, um processo
aleatério.

Na estatistica cldssica é usual ajustar um modelo aos dados coletados e, em seguida,
fazer previsoes de valores futuros sob pressuposto de que este modelo ajustado é
correto, a chamada abordagem de “estimativa”. Nesta 6tica, apenas a segunda fonte
de incerteza estd sendo incluida na andlise, levando a predicées que julgam-se ser
mais precisas do que podem realmente ser. Ndo existe na abordagem cldssica uma
maneira completamente satisfatéria de contornar este problema, uma vez que o0s
parametros ndo sao considerados aleatoérios.

Sob o paradigma bayesiano é simples e direto considerar ambas fontes de incer-
teza. Simplesmente pondera-se a predi¢do sobre a incerteza acerca dos possiveis
valores do(s) parametro(s), informacdo que é completamente fornecida pela poste-
riori.
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Suponha que tem-se observacdes anteriores y = (yy,..., ) de uma varidvel com
funcao de densidade (ou verossimilhanca) f(y|6) e que deseja-se fazer inferéncias
sobre a distribui¢do de um valor futuro y, a partir deste processo. Com a especifi-
cacdo de uma distribuicao a priori f(0), o teorema de Bayes leva a uma distribuicao
posteriori f(0|y). Em seguida, a “funcdo de densidade preditiva” de y, dado y é
obtida por:

Fply) = f Fp,01)d6 = f FWpl0,y)f61y)do.

Sob independéncia condicional, ou seja, sendo Y e Y, independentes dado 0, tem-
se que

fply) = f Fpl0) fO1y)do. 6.1)

A densidade preditiva é portanto a integral da verossimilhanca (de uma tnica
observacdo) multiplicada pela posteriori, ou seja, a verossimilhanca da varidvel a
ser predita, ponderada pela posteriori. Novamente, é importante notar que esta de-
finicdo decorre simplesmente das leis usuais de manipulacdo de probabilidades e,
a partir propria definicdo, tem-se uma interpretacdo simples em termos de proba-
bilidades.

A abordagem correspondente na estatistica cldssica seria, por exemplo, inici-
almente obter a estimativa de méaxima verossimilhanca 0 de 0 e basear a inferén-
cia/predigdo na distribuicéo f (y, 16), a distribuicdo “estimada”!. Para enfatizar mais
uma vez, isso desconsidera a variabilidade (incerteza) decorrentes de se utilizar um
valor estimado de 6, dando assim uma falsa sensacao de precisdao, uma vez que a
densidade preditiva f(yp|y) € usualmente mais variavel por ponderar as predi¢des
ao longo da distribuicao posteriori de 6.

Na pratica distribui¢do preditiva f(y,|y) pode ser obtida de diferentes formas e
consideramos trés delas aqui.

¢ analiticamente
* por aproximacdo gaussiana
¢ por simulacao

A obtencdo analitica implica em resolver a integral em 6.1 chegando a alguma
distribuicdo conhecida. Esta é a forma mais precisa para inferéncias preditiva. En-
tretanto, nem sempre pode ser obtida. Pouco modelos permite que a obtengao de
tal expressao seja possivel.

A obtencdo por aproximagdo gaussiana consiste em supor que a distribui¢cao
preditiva pode ser aproximada por uma distribui¢do normal [Yy|y] ~ N(up, 0'%) com

{Tal procedimento é por vezes chamado na literatura de predicao plug-in, indicando-se que o valor
de 0 é plugado no lugar de 6
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os parametros sendo calculados por propriedades de esperanca e varidncia condi-
cionais como se segue.

Hp = E[Yply] = E0|y [EY[pr;y”y] = E0|y [EY[Yp|9]|y]
0% =Var([Y,|y] = Eg|, [Vary [Y,|0,y]ly] + Varg|, [Ey[Y,10,y1ly]
=Var[Y),|y] = Eg|y [Vary[Y,10,y]ly] + Varg, [Ey[Y,10,y11y].

A aproximacdo pode funcionar mal em alguns casos e gerar probabilidades fora do
dominio de Y. Além disto para Y discreto € necessario "agrupar"as probabilidades
nos pontos suportes de Y.

A obtencao por simulagdo é a mais versatil de todas no sentido de contornar
casos nos quais a solucdo analitica é intratdvel e sem impor a forma gaussiana para
a preditiva. A solugdo consiste aproximar a integral em 6.1 obtendo-se amostras
desta distribuicado, o que pode ser feito em dois passos:

1. simular um valor 6; da posteriori f(@]y),

2. simular um valor yp ;) da distribui¢do do modelo f(y|6;).

Repete-se os passos acima uma quantidade N arbitrdria de vezes. A partir destas
amostras pode-se obter inferéncias tais como graficos da distribuicao preditiva, es-
tatisticas resumo e intervalos.

6.2 Exemplos

Embora simples a principio, os célculos da distribuicdo preditiva podem tornar-
se dificeis na prética. No entanto, muitas das familias conjugadas padrao da forma
priori-verossimilhanca podem induzir formas tratdveis para a distribuicdo predi-
tiva.

Exemplo 6.1 (Amostra Binomial.) Suponha que tem-se uma observagédo de Y |0 ~
Bin(n,0) e a priori (conjugada) é 0 ~ Beta(p, q). Como jd visto anteriormente, a pos-
teriori para 0 é dada por:

01yl ~Beta(p +y,g +n—y)

Supoe-se agora que hd a intengdo de se fazer mais observagoes N no futuro, e seja z o
niimero de sucessos nestes N ensaios futuros, de modo que z|0 ~ Bin(N,0). Portanto
averossimilhanca para a observacao futura é

fz10) =cNor (1 -g)N=.
Entdo, paraz=0,1,...,N,
9p+y—1(1 _9)q+n—y—1
X

1
— CNHZI_QNfZ
fly) fo 2, 0°(1-0) Bptyatn-y

:CNB(z+p+y,N—z+q+n—y)
o B(p+y,g+n-y)
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2 ~ 2

Esta é expressdo é reconhecida como a densidade de uma distribuicdo Beta-
Binomial?.

Exemplo 6.2 (Amostra Gama.) Como no capitulo 2, suponha Yy, ..., Y, sao varid-
veis independentes com distribuicdo Y0 ~ Ga(k,0), em que k é conhecido. Adota-se
a priori conjugada 8 ~ Ga(p, q)

f©) o 07 expi—q6},

0 que pelo teorema de Bayes levaa0ly ~Ga(G=p+nk,H=qg+Y yi).
A verossimilhanga para uma observagdo futura y, é

Hkylig_l exp{-0yp}

I'(k)

f(yple) =

e entdo a distribuicao preditiva tem a forma

w0 0Fyslexpl-0yp)  HOOGexp(—
_ p p exp{—H0}
Fon= | 7 R T R
HGyllg—l
(y>0).

" Bk, G)(H +y,) 0k’

6.3 Exercicios

Exercicio 6.1 Uma amostra aleatoria y,,..., ¥, é observada de uma varidvel aleato-
ria com distribuigdo Y |0 ~ Po(0). A priori é60 ~ Ga(g, h). Mostrar que a distribuicdo
preditiva para uma observagdo futura, y,, desta distribuicdo Y0 ~ Po(0) é:

P(yply) = y”+G_1( ! )yp(l ! )G- =0,1
WI="6-1 \i+m 1+l T

para algum valor de g e h. Qual é essa distribuicdo?

Exercicio 6.2 Os pesos dos itens de um determinado processo de produgdo sao in-
dependentes e identicamente distribuidos, cada um com uma distribuigdo N(0;4).
O gerente de produgdo acredita que 0 varia de lote para lote, de acordo com uma
distribui¢do N(110;0,4). Uma amostra de 5 itens é selecionada aleatoriamente, pro-
duzindo as medigoes:

108,0 ; 109,0 ; 107,4 ; 109,6 ; 112,0.

1. Derivar a distribuicédo posteriori para0.

F(a) (b)

2Lembrando que a fungao beta é definida por B(a, b) = f a-l(q - ¥) )b 1dy = Tlath)
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2. Encontre também a distribuicdo preditiva para: (a) o peso de um outro item do
lote; (b) a média amostral do peso de m outros itens do lote.

3. O que acontece em (b) quando m — co?

Exercicio 6.3 A distribuicdo de falhas ao longo do comprimento de uma fibra arti-
ficial segue um processo de Poisson, de modo que o niimero de falhas de um compri-
mento | da fibra é Po(10). Pouco se sabe sobre 8. O niimero de falhas obtidos em 5 de
fibras de comprimentos de 10, 15, 25, 30 e 40 metros, respectivamente, foram de 3, 2,

7, 6 e 10. Encontre a distribuicdo preditiva para o ntimero de falhas em outra fibra
com 60 metros de comprimento.
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Capitulo 7

Propriedades Assintoticas

7.1 Introducao

Voltando para a andlise conjugada para a média 6 da distribuicdo normal, com
Yi,..., Y, ~N(@©,771), com uma priori  ~ N(b, c~!) obteve-se

cb+nty 1

Oly~N , .
c+nt c+nt

Com n — oo, a expresséo anterior resume-se a
0y ~N@,1/(n1)) = NF,0°/n).

Nota-se assim que, a medida que 7 se torna “suficientemente” grande, o efeito da
priori desaparece e a posteriori fica determinada unicamente pelos dados. Além
disso, a distribuicao posteriori se torna cada vez mais concentrada em torno de y,
o qual, pela forte lei dos grandes niimeros, converge para o verdadeiro valor de 6.
Estes argumentos sdo formalizados e generalizados como se segue.

7.2 Consisténcia

Se o valor real de 6 é 0, e a probabilidade a priori de 6y (ou, no caso continuo,
de uma vizinhanca arbitraria de 6y) nao é igual a zero, entdo, com quantidades cres-
centes de dados y, a probabilidade a posteriori de que 6 = 6y (ou em uma vizinhanca
de 6p) tende a unidade. Isto é provado como se segue.

Sejam yi,...,y, observacoes iid, cada uma com distribuicdo g(y|0). Entdo a
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densidade posteriori é

n
F@1y1,....yn) o< fO) [] g(yil6)

i=1

= f(0) exp { > logig(yi |6)}}

i=1

= f(0) exp{nL,(0)}.

Para um 6 fixo, L,(0) é a média das n varidveis aleatorias iid, e portanto converge
em probabilidade, para sua esperanca:

10) = f logig(¥10)}g(y18g)dy

Pode-se mostrar que a expressdo é maximizada quando 8 = 6. Assim, para 6 #
6o, segue-se que a razao exp{nL;,(0y,y)}/ expinL,(0,y)} = oo com probabilidade 1
quando n — oco. Isto é suficiente para provar a afirmacao, desde que f () # 0.

Assim, desde que a distribui¢ao a priori ndo dé peso zero para o verdadeiro va-
lor de 6, eventualmente a probabilidade a posteriori se concentrard no verdadeiro
valor.

7.3 Normalidade assintotica

Quando 6 é continuo, o argumento anterior pode ser estendido para obter uma
forma aproximada da distribuicao posteriori, quando » é grande. Pelo argumento
na sec¢do anterior, quando n aumenta, exp{nL, (0, y)}/ expinL,(0,y)} é desprezivel
exceto em uma vizinhanca 6, gradativamente menor. Desta forma, f(6) pode ser
considerado constante nesse intervalo e obtém-se:

fO1y1,..., yn) < exp{nL©®)}
Além disto, expandindo-se L(6) ao redor de 8y por uma série de Taylor,
L) = Ly, — (0 -00)*/(2v)
em que,
v==1/L (60) = [I,(60)] "
areciproca da informacao para . Assim, finalmente, obtém-se a aproximacao

FO1y1,..., yn) o expi—(0 —00)*/ 2v)},

isto é,
01y ~ N (0o, I, (00))
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Entdo, com n — oo a distribuicdo posteriori é aproximadamente normal, ao re-
dor do verdadeiro valor de 8, e com variancia dada por [I,,(8y)]~'. Observe-se mais
uma vez, que este resultado é verdadeiro independentemente da especificacdo a
priori, desde que a priori ndo seja nula para verdadeiro valor de 6.

Esse resultado tem diversos usos. Em primeiro lugar, ele pode ser usado dire-
tamente para obter probabilidades a posteriori aproximadas em situagdes em que
os célculos para se obter a distribuicdo posteriori sao dificeis. Em segundo lugar,
a aproximacao pode fornecer valores iniciais tteis para calculos numéricos usados
em situacoes para as quais solucdes analiticas sdo intratdveis. Entretanto, o talvez
mais importante, é que se mostra formalmente que uma vez que obtenha dados
suficientes, a preocupacgao com a sele¢cao da priori torna-se irrelevante. Dois indi-
viduos podem especificar formas bastante distintas para as suas crencas anteriores,
mas, eventualmente, uma vez que uma quantidade suficiente de dados se torne dis-
ponivel, as inferéncias a posteriori de ambos serdo as mesmas.

Portanto a aproximacao assintética posteriori por uma normal segue os seguin-
tes passos:

(i) obter a expressao da log-verossimilhanca (sem a necessidade da constante nor-
malizadora),

(ii) obter o MLE 0, estimador de maxima verossimilhanca,

(iif) obter a curvatura H dalog-verossimilhanga (hessiano) ao redor da moda e por-
tanto a informacao observada I,(0) = -H

(iv) aproximar a distribuicao por N@; I;,1(9))

O passos acima devem produzir para grandes amostras resultado similar a aproxi-
macao da posteriori que seria obtida por:

(i) obter alog-densidade da posteriori (sem a necessidade da constante normaliza-
dora),

(ii) obter amoda () desta log-densidade,
(iii) obter a curvatura H da log-densidade (hessiano) ao redor da moda,
(iv) aproximar a distribuicdo por N(é i —H1 (é))

Os passos (ii) e (iii) podem ser obtidos analiticamente em alguns casos, mas de
forma geral se utilizam algoritmos numéricos.

7.4 Exemplos

Exemplo 7.1 (Média da Normal.) Seja Y1,...,Y, um conjunto de varidveis inde-
pendentes com distribuicdo N(0,0?%), com o® conhecido.
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De forma usual, a verossimilhanca é dada por:

Assim, pode-se tomar
log(f (1)) = — = Z (yi-0?°
e entao, .
dlog(é;(yIG)) iz Z
e

d*log(f(y10) _ n
dz20 - o2
Consequentemente, o estimador de maxima verossimilhangaé =yel,0) =n/ o2
Assim, assintoticamente, com n — oo,

0y ~ N(,0°/n).
O resultado é valido para qualquer distribuicao priori com probabilidadades nao

nulas na vizinhanca do verdadeiro valor de 6.

Exemplo 7.2 (Amostra Binomial.) Considere novamente o modelo de verossimi-
lhanga Y ~ Bin(n,0).

Entao,
f(y|0)=(Z)6y(l—8)"_y, y=0,...,n
Assim,
log(f(y10)) < ylogf + (n— y)log(l —0).
Desta forma,
dlog(f(y10)) _y (n—y)
do 6 (1-0)
e
d*logl®) _ y (n-y)
d2e 62 (1-0)2
Consequentemente,
=7
n’
nO n(1-0 n
L="2,20-0_

6 (1—6)2 Te1-6)

Entdo, quando n — oo,

n

_Z
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7.5 Exercicios

Exercicio 7.1 Encontre a distribuigdo assintdtica posteriori para 0 para os dois mo-
delos no exercicio 2.1.

Exercicio 7.2 Encontre a distribui¢do assintotica posteriori para b no modelo de Pa-
reto do exercicio 3.3.
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Capitulo 8

Outros topicos

Ao longo deste texto foram mencionadas as principais ideias de inferéncia baye-
siana, indicando a simplicidade por trds da metodologia, a facilidade de interpreta-
¢do e a importancia de ser capaz de explorar todas as fontes de informacao. Téc-
nicas bayesianas sdo cada vez mais utilizadas em uma variedade de situacoes que
envolvem modelagens estatisticas complexas, e isto requer, de alguma maneira, téc-
nicas mais avancadas do que as vistas até aqui. Neste capitulo algumas destas ideias
sdo brevemente resumidas.

8.1 Bayes Empirico

Esta é uma forma de usar a informac¢ado da amostra para auxiliar na especificacao
da distribuicao priori. Desta forma, tal procedimento nao é estritamente bayesiano,
uma vez que, em um procedimento genuinamente bayesiano, a priori deve ser for-
mulada independentemente dos dados. Entretanto, métodos bayesianos empiricos
tem sido largamente utilizados na pratica de andlises bayesianas.

Como ilustracao, considere o exemplo a seguir.

Exemplo 8.1 Sejam observacoes y1,¥2,...y, tomadas de v.a. independentes, cada
uma com distribuicdo N(8;,1) com 0T = 01,05,...,0,,). A priori assumida para 0
é tal que os 0; sdo considerados independentes com distribuicdo N(u, 1), para um
hiperpardametro desconhecido L.

Na andlise bayesiana completa, o valor de u deve ser especificado usando outras
fontes de informacao que nao os dados, por exemplo, a opinido de algum especia-
lista. Na abordagem bayesiana empirica, a propria amostra é usada para estimar (.
O estimador 6bvio é a média amostral j, com o qual a priori passa a ser N(3,1), o
que entao, da forma usual, leva a posterioris

yity 1)

0;ly ~N )
ily ( 2 2
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independentes para cada ;. Desta forma, a estimativa dada pela moda da poste-
riori de cada 6; passa a ser éi = (y; +¥)/2. E interessante notar que as estimativas
de maxima verossimilhanca seriam 6; = yi e portanto as estimativas bayesianas po-
dem ser vistas como uma suavizagdo destas tltimas.

8.2 Estimacao Linear Bayesiana

E claramente dificil formular alguma informacao a priori de forma muito acu-
rada, e pode ocorrer que seja possivel especificar com alguma convic¢do apenas
médias, varidncias e covariancias. Entretanto, a posteriori vai depender da com-
pleta especificacdo da distribui¢ao priori. O estimador linear bayesiano de um pa-
rametro é um estimador cujo valor depende apenas das médias e covaridncias, sem
requerer uma completa especificacao da priori.

8.3 Robustez

H4 uma vasta literatura no assunto, que, de certa forma, € um problema mais sé-
rio em inferéncia estatistica bayesiana do que em inferéncia estatistica frequentista.
Em estatistica frequentista é necessario assegurar que as inferéncias feitas ndo sao
indevidamente sensiveis ao modelo pressuposto, que é imposto de forma possivel-
mente arbitréria. Isto é, as inferéncias devem ser robustas a aspectos da escolha de
modelos, sobre 0s quais temos pouca convic¢do. Isto também ocorre no contexto
bayesiano, mas ha um tépico adicional sobre robustez também a escolha da priori.
A investigacao deste tépico especifico é por vezes chamada na literatura de andlise
de sensibilidade. A distribuicdo posteriori serd sempre o que de fato é relevante para
inferéncias, para qualquer especificacao da distribuicao priori. Entretanto, espera-
se que prioris que nao sejam muito dissimilares levam a posterioris que sdo também
razoavelmente similares. Portanto, é indesejavel que a anélise dependa demais de
uma especifica escolha de priori, uma vez que a priori é, na melhor das hipéteses,
apenas um resumo grosseiro da reais convic¢des anteriores que se possa ter.

8.4 Computacao

Um dos maiores obstdculos a implementagdo de técnicas bayesianas no pas-
sado era a dificuldade nas computacdes envolvidas no procedimento. Como visto,
o uso de prioris conjugadas pode simplificar substancialmente as computagdes e
andlises, mas estas podem ser inadequadas ou indisponiveis em problemas com
alguma complexidade.

Uma abordagem para contornar tais dificuldades tem sido o desenvolvimento
de técnicas altamente especializadas para integragdo numérica e que podem le-
var em consideracao especificidades da estrutura computacional necesséria para
a andlise a posteriori. Mas, mesmo tais técnicas, possuem limitacdes para modelos
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multidimensionais de alta complexidade. Desenvolvimentos nas dltimas décadas
tem reconhecido que técnicas de simulacao podem ser usadas para gerar amostras
cuja distribuicao é a posteriori. Isto nao é simples, uma vez que as distribuicoes
posterioris podem ser de alta dimensdo, com forma analitica indisponivel e com-
plexas estruturas de dependéncias. Devido a tais fatos, uma diversidade de técnicas
tém sido desenvolvidas utilizando técnicas de Cadeias de Markov via Monte Carlo
(MCMC - sigla em inglés para Monte Carlo Markov Chain). A técnica MCMC talvez
mais simples e mais utilizada é o amostrador de Gibbs cujo algoritmo em sua forma
bésica, é descrito a seguir.

8.4.1 Amostrador de Gibbs

Suponha que o vetor de parametros de um modelo seja 6 = (01,02,...,0,)7 e
deseja-se simular da distribui¢do conjunta f(0]y). O “truque” é escolher um valor
inicial 0© = (650],9§0),...,02)))T para o vetor de parametros e entdo simular da se-
guinte maneira.

1. Simular 6 de [91|yv9§0)’9é0)r~"92))]'
2. Trocar 050) pelo valor simulado 6.

3. Simular 0, de [leyﬁﬁo’ﬁém»---ﬁff]]-
4. Trocar 0;0) por 0,.

5. Continuar ciclando o algoritmo para 6,,65,...,8,4, um grande ntimero de ve-
zes.

Sob condicbes bastante gerais a sequéncia de 6’s obtidos desta maneira forma
uma cadeia de Markov (dado o valor atual, o valor subsequente de 6 é independente
de todos os valores anteriores), e a distribui¢ao estacionaria da cadeia é a verdadeira
distribuicdo a posteriori.

Desta forma, em uma aplicacdo tipica, a cadeia € inicializada, rodada por um
longo periodo até que a amostra resultante pareca ter atingido a distribuicao esta-
ciondria, e, a partir deste ponto, conhecido como aquecimento (burn-in) da cadeia,
a sequéncia subsequente de amostras é analisada como sendo uma amostra da dis-
tribuicao a posteriori.

O algoritmo de Gibbs requer que seja possivel simular das distribui¢ées con-
dicionais de cada parametro dadas as observacdes e os valores atuais dos demais
parametros na cadeia, o que da origem e uma diversidade de técnicas de simula-
¢do. Em notacdo, o algoritmo consiste em simular de cada distribui¢dao condicional
CA y,Hg)] em que 0; é o i-ésimo elemento do vetor de parametros que estd sendo
simulado, y sdo os dados e 9(_0; é o estado atual da cadeia para os demais elementos
do vetor de parametros. Em situagdes mais gerais, em que nao é possivel simular de
diretamente de [0;]y, 9(_01.)], pois a distribuicao pode nao tem forma analitica, aproxi-
macdes e/ou outros métodos mais gerais de MCMC sdo necessarios.
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8.5 Exemplos

Para demonstrar o uso do amostrador de Gibbs, considere-se um problema um
pouco intrincado, que consiste em um modelo para o ponto de mudanca em um
processo de Poisson.

Exemplo 8.1 (Ponto de mudanga em processo de Poisson.) Considere um pro-
cesso de Poisson em tempos discretos com taxa Ay em ty,... t, e taxa A, em tyiy,... I,
Assume-se prioris Gamma independentes, com pardmetros diferentes para as taxas
Poisson e hiperprioris para as taxas das prioris. O objetivo é montar o amostrador de
Gibbs.

Para contextualizar o problema considera-se dados referentes a uma série com
os registros dos niimeros anuais de desastres em minas de carvao britanicas no pe-
riodo de 1851 a 1962. Os dados sdao mostrados na Tabela 8.1 e representados grafi-
camente na Figura 8.1.

Tabela 8.1: Ntimero de desastres por ano
0 8
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Figura 8.1: Nuimero anual de desastres em minas de carvao.

O gréfico sugere que pode pode ter havido uma redugédo na taxa de desastres
no periodo. Carlin et al. (1992) analizam os dados adotando um modelo que tem a
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seguinte forma:

Y;|0 ~Po@) ; i=1,...,k
YiIA~Po(Ad) ; i=k+1,...,n,

ou seja, o modelo é para um nimero anual de desastres segundo a distribuicdo de
Poisson, com uma taxa média de 6 até o k-ésimo ano (considerado como o ano da
possivel mudanca), e uma taxa média de A dai em diante. Desta forma, se k = 1, em
que n corresponderia ao tltimo ano da série, a conclusao seria a de que néo haveria
ocorrido mudanca na taxa de desastres.

A especificacao bayesiana do modelo é completada de forma hierdrquica com
prioris independentes para os pardmetros do modelo,

0 ~Ga(ay;by) ; A~Ga(az; b)) e k~Uy(1;112).

Seguimos aqui Carlin et al. (1992) que assume ainda as seguintes hiperprioris, tam-
bém independentes,

b1 ~InvGa(cy;dy) e by ~InvGa(cy;dy) .

Este modelo € dito ser hierdrquico com trés niveis, o primeiro especificando as dis-
tribuicdes para as quantidades observadas, o segundo especificando distribuicdes
para os parametros das distribuicdes do primeiro nivel, e o terceiro para os parame-
tros no segundo nivel.

N3ao é muito dificil verificar que tal especificacdo de prioris leva as distribui¢coes
condicionais a seguir.

9|Y,ﬂ,,b1,b2,k~ Ga

k
a1+ZYi; k+1/b1)
i=1

n
/IIY,H,bl,bz,k~Ga(a2+ Y Yi;n—k+ 1/b2)
i=k+1
bﬂY,/l,B,bz,kN Ga(m +C1; 0+ I/dl)
b2|Y,A,9,b1,k~Ga(d2+C2 A+ l/dz)

e
L(Y;k,0,1)
[le,A,g,b )b ]: VTR ERN
P PO S L 6.0
com

L(Y;k,0,4) = exp{k(A— 0)}(O/ )iz i

Todas as condicionais sdo conhecidas, e pode-se obter valores simulados direta-
mente, segundo os passos do amostrador de Gibbs. Na Figura 8.2 sdo mostradas as
sequéncias de valores para 8, A e k, simulados em 1100 iteragées do algoritmo. As
prioris e hiperprioris foram especificadas com a; = a, =0,5,¢c; = ¢, =0,d; =d» = 1.
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Figura 8.2: Cadeias geradas para os parametros 6, 1 e k.

A convergéncia para a distribuicdo estaciondria parece rdpida, ap6s a compen-
sacdo para a escolha “ruim” para o valor inicial dos parametros. Desta forma, opta-
se por descartar os 100 valores iniciais, e basear as anélises subsequentes nos 1000
pontos restantes. O gréafico de frequéncias da distribuicdo posteriori de k é dada na
Figura 8.3.

o
o
=}
=
= o
F!.f
o
s |. ‘l ‘||.|.
o I 1T T T T 17T 17T 17T 17T 1T 1T T T T1
30 33 35 37 39 41 43 45 47
k

Figura 8.3: Distribuicado a posteriori de k.

Baseando-se nesta estimativa, é praticamente certo que o ponto de mudanca
de fato ocorreu, com a estimativa de moda a posteriori sendo k = 41, o que corres-
ponde a um ponto de mudanca no ano de 1891.

Estimativas suavizadas das distribui¢cdes posteriores de 6 e A sdo fornecidas nos
gréficos a esquerda e no centro da Figura 8.4.
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Figura 8.4: Posterioris de 6, A e de (6 — A).
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E claro por estes graficos que A é quase certamente menor que 8, uma vez que
assumem valores em intervalos claramente distintos. Mas isto pode ser investigado
de forma ainda mais objetiva obtendo-se a distribuicdo a posteriori (marginal) para
diferenca dos dois pardmetros, [(6 — A)|y]. Um aspecto importante do amostrador
de Gibbs (e, de forma geral, dos métodos que produzem simulagdes da posteriori) é
que, praticamente sem esforco adicional algum, contrastes de interesse envolvendo
os parametros pode ser examinados de direta e simples. Isto é, observando-se a
sequéncia de valores (8 — 1);, obtida simplesmente aplicando esta operacao nos va-
lores simulados, obtém-se a distribuicao posteriori marginal desejada [(68 — A)|y].
A distribuicao assim obtida é portanto marginalizada (numericamente integrada)
em relacdo aos demais parametros do modelo, no caso (k, by, by). Nenhuma teoria
complicada de transformacdo de varidveis é portanto necessaria para obtencao de
tal posteriori, uma vez que se esté trabalhando diretamente na amostra. Uma es-
timativa suavizada de [(6 — A)|y] produzida desta forma é mostrada no grafico da
direita da Figura 8.4. O valor zero, que indicaria que ndo houve mudanca na taxa,
estd claramente fora do intervalo de valores de (0 — 1), o que permite concluir que
de fato houve reducéo na taxa.

Desta forma, o amostrador de Gibbs possibilitou conduzir a inferéncia bayesi-
ana em um problema um pouco complexo, o qual ndo seria tao facilmente tratado
usando qualquer procedimento de inferéncia cldssica (frequentista).

8.6 Exercicios

Exercicio 8.1 Revisite a inferéncia sobre os pardmetros da distribuigdo normal no
caso que ambos sdo considerados desconhecidos. Assuma alguma distribui¢do a pri-
ori conveniente para a qual a posteriori seja disponivel em forma analitica. Obte-
nha as distribuicoes condicionais e implemente computacionalmente o amostrador
de Gibbs. Compare os resultados (distribuicdo posteriori e resumos pontuais e inter-
valares) por simulagdo com os obtidos analiticamente.

Exercicio 8.2 Implemente computacionalmente o amostrador de Gibbs para o mo-
delo dos desastres em minas de carvdo discutido neste capitulo.
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