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1 Introdução

Como se sabe, a escolha do modelo para a análise de dados longitudinais deve
levar em conta a natureza da variável resposta e os objetivos do estudo. Nesse contexto,
a literatura freqüentemente apresenta os modelos marginais, de transição e de efeitos
aleatórios como três propostas independentes e de objetivos espećıficos. Uma discussão
comparativa desses modelos pode ser vista em Zeger e Liang (1992). Embora a inter-
pretação dos parâmetros e inferências decorrentes difiram de um modelo para outro, na
prática, essa segmentação estrutural dos três modelos não é tão restritiva quanto parece.

Considere um estudo longitudinal e seja, yi o vetor de variáveis respostas do i-
ésimo indiv́ıduo, de dimensões ni×1, isto é, yi = (yi1, yi2, . . . , yini

)′, de tal forma que numa
ocasião t, a observação yit esteja associada um vetor de variáveis explicativas (p× 1). De
acordo com Diggle et al. (2002), um modelo de transição de Markov especifica um modelo
linear generalizado para a distribuição condicional de Yit dadas as respostas passadas e
um conjunto de covariáveis. Seja hit = (yi1, yi2, . . . , yi,(t−1)) o vetor de dimensão q das
respostas prévias e xit = (xit1, . . . , xitp)

′ o vetor de variáveis explicativas, um modelo de
transição caracteriza-se por:

g(µC
it) = ηit = x′itβ +

s∑

r=1

fr(hit; α) e vC
it = v(µC

it)φ, (1)

em que g(µC
it) e v(µC

it) denotam a função de ligação e a função de variância, respec-
tivamente. As respostas prévias ou funções delas mesmas são tratadas como variáveis
explicativas adicionais. Os parâmetros de interesse, a priori, podem ser representados
pelo vetor δ = (β, α), em que β está associado às covariáveis e α às respostas prévias.
Logicamente, assim como no caso dos modelos marginais, esses parâmetros referem-se a
efeitos fixos e em decorrência disso têm interpretações para a média populacional, isto é,
são modelos da classe PA (population-averaged).

No entanto, não há razões para se restringir apenas aos efeitos fixos, nem ao menos
para se escolher entre o uso do modelo de tranisção ou de efeitos aleatórios, quando se sabe
que o modelo ideal para a interpretação dos resultados é aquele que considera na estrutura
do preditor linear (1) a propriedade markoviana com a inclusão de fatores aleatórios
convenientes. Apesar da idéia de modelos de transição com efeitos aleatórios não ser
usual (em geral são modelos definidos para efeitos fixos), essa técnica foi considerada sob
o enfoque de séries temporais, nos trabalhos de Korn e Whittemore (1979) e Stiratelli,
Laird e Ware (1984). Nesse trabalho considera-se a estrutura de medidas repetidas com
variáveis categorizadas e propõe-se um modelo de transição com a inclusão de efeitos
aleatórios.
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2 Métodos

2.1 Definição do modelo de transição misto

Sob um modelo de transição de Markov misto, as variáveis aleatórias Yi condi-
cionadas à história do processo (hi) e aos efeitos aleatórios (di) seguem um modelo linear
generalizado. A parte sistemática do modelo inclui as respostas prévias como efeitos fixos,
variáveis explicativas associadas exclusivamente aos efeitos aleatórios ou a efeitos fixos e
aleatórios. O intercepto do modelo também pode ser um parâmetro fixo ou aleatório, de-
pendendo das pressuposições estabelecidas. Assim, de um modelo geral, para uma cadeia
de ordem q, tem-se como preditor linear:

ηit = x′itβ +
s∑

r=1

fr(hit; α) + z′itdi,

em que β, α são os parâmetros associados aos efeitos fixos, zit é a i-ésima linha da matriz
do modelo associada ao vetor de efeitos aleatórios, di(k × 1). Sendo usual a escolha da
distribuição normal multivariada para esses efeitos aleatórios, ou seja, di ∼ Nk(0, G).

2.2 Aspectos computacionais

A implementação computacional para o ajuste de um modelo de transição misto
requer que estrutura estocástica no preditor linear, a função de ligação e a distribuição
dos efeitos aleatórios sejam corretamente especificados. Dessa forma, os programas desen-
volvidos nos softwares estat́ısticos para o ajuste de modelos generalizados mistos, podem
ser adaptados para o modelo de transição, a fim de se estimarem os parâmetros referen-
tes aos efeitos fixos e aleatórios, bem como a variância desses efeitos. Como uma das
opções computacionais dispońıveis, para sua implementação no SAS, pode-se combinar a
macro DROPOUT (Molenberghs e Verbeke, 2005), para o arranjo do conjunto de dados
de acordo com a ordem de cadeia necessária e, a macro GLIMMIX, para o ajuste do
modelo de transição misto. Nesse caso, a integral da função de verossimilhança é feita a
partir da aproximação dos dados. Nos procedimentos NLMIXED e no glmML do R, a
solução da integral se dá por quadratura gaussiana (Lara, 2007).

3 Exemplo de motivação

Considere um estudo longitudinal sobre doença respiratória, em que os indiv́ıduos
em cada uma das ocasiões são qualificados em bom (1) ou ruim (0) quanto a sua condição
de saúde, tendo ainda associadas as covariáveis de tratamento, idade e sexo. O obje-
tivo é estimar as probabilidades de transição, que são as probabilidades de os indiv́ıduos
passarem de uma categoria para a outra em ocasiões sucessivas, bem como avaliar a in-
fluência do tratamento e das demais covariáveis sob essas probabilidades. Sob um modelo
de transição de Markov misto, pode-se considerar que o efeito do tratamento tem o mesmo
peso nas probabilidades de transição para o estado de doença de qualquer paciente, assim
como o estado do indiv́ıduo na ocasião (t − 1), contribui com peso fixo para o estado
do indiv́ıduo na ocasião t. Entretanto, pode-se considerar que cada indiv́ıduo tem uma
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propensão para a doença, refletindo suas predisposições genéticas e influências não men-
suráveis de fatores ambientais. Assim, as probabilidades de transição são determinadas
não somente por efeitos fixos, mas também por um componente aleatório (intercepto).
Assumindo dependência de ordem 1, o modelo loǵıstico de transição misto tem, então, a
seguinte estrutura funcional:

ηit = (β0 + di0) + x′itβ + αyi(t−1), (2)

em que x′it engloba a covariável referente ao efeito de tratamento e yi(t−1) é a covariável da
suposição de Markov. O termo di0 representa a propensão individual para a probabilidade
de doença respiratória. Da mesma forma podeŕıamos considerar a inclusão dos efeitos de
sexo e idade no modelo. Para simplificar a notação, considere δ o vetor de parâmetros de
efeitos fixos, incluindo β, α e x∗it a i-ésima linha da matriz de planejamento associada a
esses efeitos:

ηit = x∗
′

itδ + z′itdi.

A função de verossimilhança para δ e G no caso estacionário é proporcional a:

L(δ,G; y) ∝
N∏

i=1

∫ ni∏

t=2

[µit(δ,G)]yit [1− µit(δ,G)]1−yitf(di; G)d(di), (3)

em que µit(δ,di) = E(Yit | di; δ).
Nota-se que a forma da função de verossimilhança (3) é equivalente à definida

para os modelos mistos, a menos pelo fato de que os produtórios não envolvem a primeira
observação, devido à suposição da cadeia de Markov. Focalizando a atenção sob função
de ligação canônica e supondo distribuição normal para o efeito aleatório, di, a expressão
(3), reduz-se a:

N∏
i=1

∫
exp

[
δ′

ni∑
t=2

x∗ityit + d′i

ni∑
t=2

zityit −
ni∑

t=2

ln{1 + exp(x∗
′

it δ + z′itdi)}
]
(2π)−1|G|−1/2 exp

(
−d′iG

−1di

2

)
d(di),

em que G é matriz de covariâncias dos efeitos aleatórios, di.
Uma vez ajustado o modelo de transição com intercepto aleatório, estimam-se as

probabilidades de transição como nos modelos com efeitos fixos, ou seja, por meio de:

πab(t) =
exp(ηit)

1 + exp(ηit)
,

Matricialmente, pode-se escrever:

P (t) =




π00(t) =
1

1 + exp(β0 + x′itβ)
π01(t) =

exp(β0 + x′itβ)

1 + exp(β0 + x′itβ)

π10(t) =
1

1 + exp(β0 + x′itβ + α)
π11(t) =

exp(β0 + x′itβ + α)

1 + exp(β0 + x′itβ + α)




,

em que x′itβ representa o efeito das variáveis explicativas referentes aos efeitos fixos, exceto
os termos intercepto (efeito aleatório) e covariável da suposição de Markov.
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4 Considerações finais

O modelo de transição misto pode ser útil em situações em que se deseja incluir
efeitos aleatórios pertinentes no modelo. Certamente, isso muda o foco da interpretação
dos resultados, uma vez que o modelo usa tanto a informação da resposta média po-
pulacional como a distribuição imposta para os efeitos aleatórios para se estimarem os
parâmetros desejados. A própria matriz de probabilidades de transição, nesse sentido,
poderia ser interpretada individualmente, ou seja, uma matriz para cada indiv́ıduo. Evi-
dentemente, se faz necessário avaliar a necessidade da inclusão de um efeito aleatório ou
ainda testar a existência desse efeito no modelo. Um teste de razão de verossimilhanças
pode ser feito para discriminar entre o modelo de efeitos fixos e aleatórios. A hipótese
nula nesse caso será de que o modelo tem somente efeitos fixos.
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