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1 INTRODUÇÃO

A modelagem estat́ıstica é um conjunto de ferramentas muito importante em

diversos campos do conhecimento, que utilizam essas técnicas para tentar descrever o com-

portamento de um ou mais atributos que não possuem um modelo determińıstico. De uma

forma geral, esse tipo de estudo tenta explicar, o máximo posśıvel, a variabilidade dos proces-

sos estocásticos através de uma ou mais variáveis explanatórias e a parte da variabilidade que

não é captada pelo modelo é atribúıda ao acaso proveniente do processo amostral envolvido,

essa variação ao acaso recebe o nome na literatura de erro aleatório ou rúıdo branco.

Os primeiros modelos estat́ısticos propostos foram os lineares univariados, que

assumem erros aleatórios independentes e identicamente distribúıdos de uma distribuição

de probabilidade gaussiana, além disso, todas as variáveis explanatórias eram consideradas

fixas, ou seja, não existem distribuições de probabilidades associadas às covariáveis. No

entanto, essas simplificações não são válidas na maioria dos processos naturais, logo, surgiu

a necessidade de desenvolver técnicas mais sofisticadas para tentar modelar processos que

possuem estruturas mais complexas de variabilidade.

Um campo de pesquisas que teve grande evolução nos últimos tempos foi a

estat́ıstica espacial, que é formada por três grandes áreas de estudo: geoestat́ıstica, dados

de área e processos pontuais, que são utilizadas conforme o tipo de dado em questão, este

plano irá considerar apenas a primeira. A geoestat́ıstica é um conjunto de técnicas que tenta

modelar um ou mais atributos que possuem localizações espaciais e pontuais conhecidas,

sendo assim, essas ferramentas são úteis para capturar a correlação entre as observações dos

atributos sob estudo, onde existe uma forte suspeita de que pontos espaciais mais próximos

possuem valores observados dos atributos mais parecidos, ou seja, a estrutura de correlação

entre as observações do processo estocástico é determinada através das distâncias entre os

pontos espaciais amostrados.

Como dito acima, as pesquisas de diversas áreas podem possuir mais de uma

variável resposta de interesse, se esses atributos sob estudo forem independentes deve-se

propor um modelo estat́ıstico para cada um deles, no entanto, se há evidências de que

esses processos sejam dependentes, modelos multivariados devem ser propostos, ou seja, os

modelos estat́ısticos devem capturar ao máximo a correlação entre as variáveis respostas,
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para tal, algumas técnicas têm sido utilizadas, assim como, distribuições de probabilidades

conjuntas e cópulas.

Com a evolução computacional das últimas décadas, mistura de diversas téc-

nicas têm sido implementadas, neste contexto, um exemplo para aplicação de técnicas de

modelos geoestat́ısticos multivariados são os estudos de agricultura de precisão, onde se tem,

por exemplo, interesse em estudar as propriedades de solo em uma determinada região, que

é medida através de duas variáveis resposta de interesse dos pesquisadores, sendo que es-

sas variáveis respostas são fortemente correlacionadas, sendo assim, após estabelecer toda

a estrutura de correlação entre as variáveis é posśıvel começar a coletar cada vez menos

informações sobre uma das variáveis que seja mais cara, barateando, assim, os custos desses

tipos de pesquisa, que em alguns casos se arrastam por muitos anos.
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2 REVISÃO BIBLIOGRÁFICA

Neste tópico serão apresentadas algumas técnicas e conceitos de modelagem

espaço-temporal, de modelos multivariados e de técnicas de estimação.

2.1 Campos Aleatórios

Um campo aleatório ou função aleatória é algum atributo sob estudo que existe

em algum espaço real d-dimensional, geralmente bi ou tri-dimensional, os valores reais da

função aleatória não são conhecidos, sendo assim, é necessário fazer uma amostragem de

pontos espaciais e nas localizações amostradas o atributo de interesse será medido, com os

valores observados pode-se propor algum modelo ao problema e fazer predições aos pontos

não observados, abaixo segue a notação de campos aleatórios:

{Z(s) : s ∈ G ⊂ Rd}, (1)

sendo Z(s) a notação para o campo aleatório na localização s do espaço sob estudo G.

Segundo Schmidt e Sansó (2006) e Le e Zidek (2006), a descrição de um campo

aleatório é obtida através das distribuições acumuladas finito-dimensionais F se, para qual-

quer conjunto de pontos nas localizações s1,s2,...,sn pertencentes à região G e qualquer inteiro

n:

FS1,S2,...,Sn(z1, z2, ..., zn) ≡ P (Z(s1) ≤ z1, Z(s2) ≤ z2, ..., Z(sn) ≤ zn)

Uma das distribuições de probabilidades mais utilizadas na literatura é a gaus-

siana, que devido as suas propriedades, é relativamente, a mais fácil de estabelecer dis-

tribuições conjuntas e fazer inferências. Sendo assim, um processo espacial, como em (1)

é dito ser gaussiano se Z(s) segue uma distribuição Normal n-variada, logo, devido às pro-

priedades da distribuição em questão, a cada atributo Z(si) é associada uma distribuição

normal univariada.

Como um processo gaussiano segue uma distribuição normal n-variada, ele é

completamente especificado pelo vetor de médias e pela matriz de variâncias e covariâncias.

O vetor de médias é especificado pela presença ou ausência de covariáveis ao processo, se

for considerado que não existe nenhuma tendência sobre a média do processo é dito que o
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processo gaussiano possui média constante, e o vetor de médias possui n valores iguais, por

outro lado, se há evidências de que existe alguma tendência na média do processo devida

à presença de covariáveis, é necessário propor algum modelo estat́ıstico para capturar essa

tendência, o que aumenta o número de parâmetros a estimar. A matriz de variâncias e

covariâncias deve ser positiva definida, o que não é de fácil elaboração, por conta disso,

algumas funções de correlação já conhecidas, que produzem matrizes positiva definidas, são

muito utilizadas na prática.

Em uma pesquisa de geoestat́ıstica não é posśıvel ter mais de uma realização do

processo devido aos custos envolvidos ou outros problemas,sendo assim, outras suposições

devem ser impostas para que seja posśıvel a realização de inferências. Na literatura e na

prática a restrição mais utilizada é que o processo é estacionário, ou seja, a distribuição

da função aleatória não depende da grandeza de escala das coordenadas, sendo assim, a

distribuição conjunta dos (Z(s1), Z(s2), ..., Z(sn)) é igual a distribuição conjunta de (Z(s1 +

h), Z(s2 + h), ..., Z(sn + h)), para qualquer incremento h.

Outra definição menos restritiva é que uma função aleatória Z(s) é dita ter

estacionariedade fraca se E[Z(s)] = µ e Cov[Z(s), Z(s + h)] = C(h).

Com as definições acima, se tem que a média é igual em toda a região sob

estudo e que a covariância entre atributos em locais diferentes só depende da distância entre

os mesmos. Esse tipo de estacionariedade é conhecido na literatura como estacionariedade

fraca ou de segunda ordem, uma observação importante é que a primeira restrição implica

na segunda, no entanto, o contrário não é válido, a não ser que o processo espacial seja

gaussiano, que produz equivalência entre as duas restrições. No entanto, nem sempre é fá-

cil verificar as restrições de estacionariedade forte ou fraca, logo, outra possibilidade menos

restritiva é assumir que os incrementos [Z(s) − Z(s + h)] possuem estacionariedade. Esta

caracteŕıstica é denominada de estacionariedade intŕınseca (SCHANBENBERGER; GOT-

WAY, 2005). Sendo assim, um campo aleatório é dito ser intrinsecamente estacionário se

E[Z(s)]=µ e V ar[Z(s) − Z(s + h)] = 2γ(h), em que γ(h) é denominado semivariograma, e

a relação γ = C(0)− C(h) é válida.

Por conta da relação entre as covariâncias e o semivariograma, a variabilidade

de campos aleatórios intrinsecamente estacionários pode ser estudada por qualquer uma das
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medidas da relação, comumente na literatura de geoestat́ıstica utiliza-se o semivariograma.

Outra abordagem que pode ser adotada é quando o processo não possua nen-

hum tipo de estacionariedade, ou seja, ou a média varia ao longo da região sob estudo ou a

variância não é constante. Como dito anteriormente, quando a média não apresenta constân-

cia em toda a região sob estudo, algum modelo pode ser proposto para capturar essa variação,

geralmente adota-se modelos lineares com as coordenadas como covariáveis. Com relação a

variância e covariâncias não constantes no campo aleatório, pode-se tentar uma abordagem

mais simples com uma transformação nos dados originais, geralmente a famı́lia de transfor-

mações de Box-Cox é utilizada. No entanto, devido a complexidade do problema, pode-se

adotar outras abordagens como modelos de deformações espaciais (SAMPSON; GUTTORP,

1992, SCHMIDT; O’HAGAN, 2003) ou convoluções espaciais (HIGDON, 2002, FUENTES;

SMITH, 2001). Uma outra caracteŕıstica que pode surgir em eventos da natureza é que o

processo possui algum tipo de estacionariedade, mas mesmo assim a função de covariân-

cia depende da direção, assim a função aleatória será considerada anisotrópica, ou seja, a

variabilidade é constante em todo o campo, porém há diferenças nas correlações conforme

a direção em que a distância está, esse tipo de problema é muito comum em estudos de

poluentes na atmosfera, onde a direção dos ventos gera uma distorção na correlação entre

pontos com a mesma distância. Quando existe anisotropia nos dados, basta incluir mais

parâmetros na estrutura de correlação, não há dificuldade em modelar esse problema, porém

a identificação de tal padrão a partir dos dados não é fácil. A forma mais comum de tratar

a anisotropia é fazer transformações nos sistemas de coordenadas, utilizando geometria para

tal. Na literatura geoestat́ıstica quando um processo possui anisotropia ele é chamado de

processo estacionário heterogêneo e caso contrário processo estacionário homogêneo.

2.1.1 Propriedades da função de covariância

Encontrar funções que estabeleçam a estrutura de covariância, que seja válida,

não é trivial, ou seja, não é fácil achar funções de correlação que possuam um comportamento

emṕırico, onde se espera que quanto maior a distância entre os pontos menor a correlação

entre os atributos e que sejam positivas definida, logo, na literatura existem algumas famı́lias

de funções de covariâncias que são conhecidamente válidas. No entanto antes de apresentar
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tais famı́lias de funções válidas, seguem as propriedades das funções de covariância de um

processo estacionário de segunda ordem:

(i) Cov[Z(s), Z(s + 0)] = V ar[Z(s)] = C(0) ≥ 0;

(ii) C(h) = C(−h);

(iii) C(0) ≥| C(h) |;
(iv) C(h) = Cov[Z(s), Z(s + h)] = Cov[Z(0), Z(h)];

(v) Se Cj são funções de covariância válidas, então
∑

j bj Cj(h) e
∏

j Cj(h) são funções

válidas;

(vi) Se C(h) é válida para um espaço d-dimensional, então C(h) é válida para todo espaço

menor que d.

2.1.2 Famı́lias de funções de covariância

A Famı́lia Matérn

Essa famı́lia de correlações foi proposta por Berfil Matérn (1986) e possui a

seguinte função:

C(h) = 2κ − Γ(κ)−1(h/φ)κKκ(h/φ),

os parâmetros dessa função são φ > 0 e κ > 0, que são vinculados a escala com a dimensão

de distância e suavidade do processo e Kκ(.) é a função Bessel de ordem κ.

A Famı́lia Exponencial Potência

C(h) = exp (h/φ)κ,

essa famı́lia também possui dois parâmetros, com mesmas interpretações da famı́lia Matérn,

no entanto agora κ limitado no intervalo [0, 2]. Cabe ressaltar que a famı́lia Matérn com

κ=1/2 é igual a função exponencial com κ=1.

Na literatura de geoestat́ıstica existem diversas outras famı́lias que são válidas.

2.1.3 Estimação dos Parâmetros

Estabelecidas às estruturas paramétricas, o próximo passo é fazer a estimação

dos parâmetros. Se o campo aleatório é intrinsecamente estacionário pode-se trabalhar uma
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estimação para o semivariograma, abaixo segue a expressão de uma estimativa emṕırica para

o semivariograma através dos estimadores de momentos:

γ̂(h) = (
∑

|N(h)|
(Z(si)− Z(sj))

2)/2|N(h)| (2)

em que |N(h)| é o número de pontos abrangidos pela distância h. Se o processo for intrin-

secamente estacionário o estimador de (2) é não viesado para γ. Já se o campo aleatório

possui estacionariedade fraca o estimador do semivariograma informa sobre a função de cor-

relação do processo, ou seja, a relação γ = C(0)− C(h) estabelece a relação entre a função

de correlação e o semivariograma.

Devido a relação entre o semivariograma emṕırico e as funções de correlação

válidas, muitos trabalhos aplicados de geoestat́ıstica utilizam um modelo em função dos

parâmetros da função de correlação que se ajuste aos valores do semivariogramas emṕıricos,

isso pode ser feito através do método de mı́nimos quadrados ponderados ou por meio de

métodos “AD-HOC”, no entanto, essas duas abordagens para estimar os parâmetros da

função de correlação podem não ser muito precisos, pois os valores dos semivariogramas

emṕıricos podem se afastar muito do semivariograma real e desconhecido , devido ao tamanho

e acaso amostral.

Por outro lado, se assume-se que o campo aleatório possui estacionariedade

forte, pode-se optar por estimadores de Máxima verossimilhança e Máxima Verossimilhança

Restrita, que se baseiam no logaritmo da função de verossimilhança abaixo:

l(θ; Z1, Z2, ..., Zn) = −(ln(|Σ(θ)|) + n ln(2π) + (Z(s)− 1µ)tΣ(θ)−1(Z(s)− 1µ))/2. (3)

A função de verossimilhança em (3) é baseada na distribuição gaussiana asso-

ciada ao campo aleatório. Os estimadores de máxima verossimilhança são muito utilizados

por conta das suas propriedades assintóticas. No entanto em geoestat́ıstica, como tem-se

distribuição normal multivariada associada aos campos aleatórios, a matriz de variância e

covariância pode possuir dimensão muito grande, o que gera elevado tempo computacional

ou até inviabiliza a estimação dos parâmetros. Uma abordagem muito utilizada nesse con-

texto é a Bayesiana, o que requer métodos computacionais intensivos, como por exemplo

MCMC.
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2.1.4 Krigagem

A krigagem nada mais é do que o processo de predição para os valores do campo

aleatório que não foram amostrados. Ou seja, na prática os pesquisadores amostram alguns

pontos dentro do espaço de interesse e realizam medição do atributo sob estudo. No entanto,

existe interesse em conhecer como o atributo se comporta em todo o espaço, logo, utilizando

os valores estimados para os parâmetros do modelo estabelecido é posśıvel descrever o campo

aleatório predito, cont́ınuo no espaço. O nome krigagem é uma homenagem ao pesquisador

sul-africano D.G. Krige que foi um dos pioneiros em estudos de predição espacial.

Os dois tipos de krigagem mais encontrados na literatura são a ordinária e

simples, que se diferenciam quanto a pressuposição ou não de conhecimento sobre os pa-

râmetros. Os dois tipos de krigagem são baseados nos estimadores de mı́nimos quadrados.

Todos os valores observados são função da média do campo aleatório com uma correção

gerada pelos parâmetros de variância e covariância do campo aleatório. Segue a expressão

para a krigagem simples:

ρ(z; s) = µz + σ2r′Σ−1(z − µz),

sendo ρ(z; s) o valor predito para o campo aleatório sob estudo na posição s do espaço de

interesse, µ é a média de Z, σ é a variabilidade devida ao processo espacial, r′ é o valor da

correlação e Σ a matriz de variância e covariância do campo aleatório Z.

Diggle e Ribeiro (2006) e Elmatzoglou (2006), discutem com mais detalhes os

métodos e propriedades dos processos de krigagem.

2.2 Campos aleatórios multivariados

O campo aleatório possui, agora, mais de uma variável resposta de interesse,

ou seja, existem vetores Y (si) de dimensão p x 1 , observados na posição espacial si do

espaço de interesse d-dimensional G, a dimensão p é igual ao número de variáveis resposta

sob estudo. Sendo assim, o modelo geoestat́ıstico deve capturar a correlação entre os valores

dentro de cada atributo e a correlação entre os atributos.

Um campo aleatório multivariado Z possui uma matriz de covariância ΣZ de

dimensão np x np, sendo n é o número de posições amostradas no espaço G, uma vez que, ΣZ
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deve ser positiva definida, o maior problema nesse tipo de estudo é encontrar uma função de

covariâncias (C(s, s′))ι,ν = Cov(Z(s)ι, Z(s′)ν) válida, sendo Z(s)ι o valor do campo aleatório

para a variável ι na posição s e Z(s′)ν o valor observado do campo aleatório para a variável

ν na posição s′, para todo ι, ν, s e s′ .

Na literatura três abordagens são utilizadas para encontrar estruturas de co-

variâncias cruzadas válidas para modelar campos aleatórios multivariados, são elas modelos

separáveis, convolução de Kernel e convolução de modelos de covariância, a utilização dessas

técnicas depende das configurações associadas ao campo aleatório, quanto a estacionariedade

e isotropia.

A abordagem mais utilizada na literatura para encontrar funções de covariân-

cias válidas, devido a sua maior simplicidade, é de modelos separáveis, que possui, de forma

geral, a seguinte expressão para a matriz de covariância:

ΣZ = C(s, s′) = ρs,s′T,

sendo T uma matriz positiva definida de dimensão p x p e ρ uma função de correlação uni-

variada válida. Segundo Mardia e Gooddall (1993) e Banerjee e Gelfand (2002) a expressão

definida em (9) é uma matriz de covariância válida.

Como os modelos separáveis consideram estacionariedade do processo estocás-

tico, tem-se que as associações entre os valores dentro de cada variável e entre as variáveis

são atenuadas conforme a aumenta distância entre os pontos espaciais amostrados. Se, além

de estacionário, o processo for isotrópico, a matriz ΣZ = R⊗ T , sendo R uma matriz n x n

com (R)i,j = ρ(s, s′).

Detalhes sobre as técnicas de convolução para encontrar funções de correlação

válidas são apresentados por Gelfand et al. (2005).

Com relação a campos aleatórios que não são estacionários, Brown et al. (1994)

e Sun et al. (1998) apresentam especificações para esse tipo de configuração de funções

aleatórias multivariadas.

2.2.1 Modelo Bivariado proposto por Diggle e Ribeiro Jr.

O tipo de modelagem abaixo foi proposto por Diggle e Ribeiro Jr. (2007):

Y1(s) = µ1(s) + σ01R0 + σ1R1 + ε1
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Y2(s) = µ2(s) + σ02R0 + σ2R2 + ε2

sendo Y1(s) e Y2(s) os valores observados dos atributos nas localizações s, σ01 e σ02 os desvios

padrões associados a parte comum das correlações, R0, entre os processos aleatórios, e σ1 e

σ2 os desvios padrões associados as correlações dentro de cada variável, R1 e R2 e ε’s rúıdos

brancos. Cabe ressaltar que os R’s são mutuamente independentes.

O modelos acima possui o seguinte conjuno de parâmetros a ser estimado:

θ = (µ1, µ2, σ01, σ02, σ1, σ2, φ0, φ1, φ2, τ1, τ2)

sendo φ0, φ1 e φ2 os parâmetros associados as matrizes de correlações R0, R1 e R2, respec-

tivamente. Sendo que agora é posśıvel estruturar a matriz de covariância associada ao vetor

empilhado dos valores de Y1(s) e Y2(s). Logo ficará pronto a estrutura paramétrica associada

a distribuição normal np variada e é posśıevl pensar na estimação dos parâmetros.

2.2.2 Modelos de co-regionalização

Como visto anteriormente, existem vetores Y (si) de dimensão p x 1 , observa-

dos na posição espacial si do espaço de interesse d-dimensional G, a dimensão p é igual ao

número de variáveis resposta sob estudo. Para modelar Gelfand et al. (2005) propuseram o

seguinte modelo:

Y (s) = X(s)β + Z(s) + ε(s),

X(s) uma matriz np x q contento q posśıveis covariáveis, β um vetor q x 1 de parâmetros

associados as covariáveis, Z(s) o campo aleatório , um processo latente, que existe mas não

pode ser medido, esse fator do modelo é responsável por capturar a estrutura de covariância

cruzada entre as respostas e ε(s) é o rúıdo brando associado ao processo de amostragem,

geralmente esse erro aleatório é assumido como normalmente distribúıdo com vetor de médias

nulo e matriz de covariância p x p.

A idéia dos modelos de co-regionalização, assumindo alguma estacionariedade

do campo aleatório, é decompor o termo Z(s) do modelo estat́ıstico acima da seguinte

maneira:

Z(s) = Aω(s),
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sendo A uma matriz p x p de posto completo, que captura as variâncias associadas às

variáveis aleatórias em cada posição espacial e ω(s) são processos espaciais independentes e

identicamente distribúıdos, e cada ωj(s) possui média zero, e sob estacionariedade, variância

1 e função de correlação ρ(s−s′), assumindo-se que essa correlação só depende das distâncias

entre as observações.

Sendo assim, E(ω(s)) é vetor nulo e esse processo latente possui matriz de

covariâncias cruzadas ΣZ(s) = C(s− s′) = ρ(s− s′)AA′, ou seja, considerando que AA′ = T ,

existe equivalência com modelos separáveis e a função de covariância é válida.

Com a estrutura do processo latente definida, o próximo passo é pensar na

modelagem de toda a estrutura do modelo estat́ıstico proposto por Gelfand et al. (2005),

ou seja, é necessário atribuir distribuições ao rúıdo branco e às variáveis do campo aleatório.

Devido as propriedades da distribuição gaussiana, ela é a mais utilizada na literatura.

Assumindo que o rúıdo branco possui distribuição gaussiana multivariada com

vetor de médias nulo e matriz de covariância D de dimensão p x p e com todos os elementos

de covariância nulos, ou seja, uma matriz diagonal, além disso, se o campo aleatório possui

distribuição gaussiana multivariada com vetor de médias nulo de dimensão np x 1 e matriz

de covariância cruzada
∑p

j=1 Rj ⊗ Tj, sendo Rj uma matriz n x n (Rj)ii′ = ρj(si − s′),

então a distribuição de probabilidade de Y (s) dado os parâmetros de média, de variância e

covariância e de erro aleatório é definida como:

f(Y (s)|θ) = N(µ,

p∑
j=1

Rj ⊗ Tj + Inxn ⊗D), (4)

sendo θ o vetor de todos os parâmetros associados ao modelo.

Com a distribuição conjunta de Y (s) estabelecida em (9), pode-se pensar agora

em utilizar os estimadores de máxima verossimilhança e máxima verossimilhança restrita

para fazer a estimação dos parâmetros, o que pode ser computacionalmente inviável, uma

vez que, a dimensão da matriz de covariância do campo aleatório cresce exponencialmente

com o aumento do número de variáveis respostas. Logo, métodos Bayesianos e métodos

computacionais intensivos são muito utilizados nesse tipo de abordagem, onde utiliza-se

alguma informação a priori sobre a distribuição dos parâmetros.

Uma abordagem concorrente a da distribuição conjunta dos valores observa-
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dos do campo aleatório multivariado é a utilização de distribuições condicionadas entre as

respostas. Para simplificar, considerando que o campo aleatório possui duas variáveis de

interesse, deve-se pensar na seguinte modelagem aos dados:

Y1(s) = XT (s)β1 + σ1ω1(s) (5)

Y2(s)|Y1(s) = XT (s)β2 + α2|1Y1(s) + σ2ω2(s) + ε(s) (6)

sendo que a primeira variável não possui rúıdo branco associado e explica uma parte da

variabilidade da segunda variável, fato que explica a entrada da primeira variável como

covariável da segunda.

Com a estrutura definida em (10) e (11), tem-se a seguinte função de verossi-

milhança:

L(θ|Y (s)) = f(Y1(s)|θ1)f(Y2(s)|Y1(s), θ2),

sendo θ1 e θ1 os vetores de parâmetros associados aos modelo para Y1(s) e Y2(s)|Y1(s),

respectivamente, e a união dos dois vetores é o vetor θ que contém todos os parâmetros do

modelo.

A vantagem da abordagem condicional é que se for assumido que a distribuição

a priori para θ é igual ao produto das distribuições a priori de θ1 e θ2, ou seja, independentes,

o condicionamento resulta na fatorização de dois modelos e assim, cada um deles pode ser

ajustado em separado.

Todos os resultados apresentados até aqui para campos aleatórios multivaria-

dos foram espećıficos para estruturas de covariâncias estacionárias, no entanto, na prática

podem ocorrer problemas em essa suposição não é válida. Sendo assim, quando um processo

espacial multivariado não possui estacionariedade da matriz de covariância, deve-se pensar

na seguinte modelagem para o campo aleatório:

Z(s) = A(s)ω(s),

e similarmente a processos com função de covariância estacionária, pode-se pensar na notação

T (s) = A(s)A(s)T e assim a matriz de covariância possui as seguintes entradas:

C(s, s′) =
∑

j

ρj(s− s′)aja
T
j (s′), (7)
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sendo aj(s) a j-ésima coluna de A(s), Tj(s) = aj(s)a
T
j (s) e assima

∑
j Tj(s) = T (s).

Com as definições estabelecidas em (12), novamente o problema é modelar uma

matriz de covariância para o campo aleatório válida, as mesmas técnicas com pressupostos

de estacionariedade podem ser utilizadas, e agora pode-se modelar esse tipo de problema

utilizando a distribuição de Wishart, Gelfand et al. (2004) apresentam maiores detalhes

sobre esse tipo de ferramenta.

2.3 Cópulas

Segundo Gomes (2007) cópulas são funções que fornecem um meio de relacionar

funções de distribuições multivariadas com funções de distribuição marginais e apresentam

enorme flexibilidade na escolha das marginais, flexibilidade que não é muito utilizado em es-

tudos geoestatisticos multivariados clássicos, pois pode gerar em problemas para determinar

as distribuições conjuntas associadas ao processo espacial.

Seja Yj uma variável uma variável aleatória com função de distribuição

marginal cont́ınua Fj, j = 1, 2, ..., k, a função de distribuição conjunta será da forma:

F (y1, y2, ..., yk) = Cα(F1(y1), F2(y2), ..., Fk(yk)),

em que Cα(F1(y1), F2(y2), ..., Fk(yk)) é a cópula do vetor aleatório (Y1, Y2, ..., Yk), tendo como

resultado da inferência estat́ıstica que Fj(Yj) ∼ U(0, 1) para todo j.

Utilizando a abordagem de cópulas, o parâmetro ou conjunto de parâmetros α

descreve completamente a dependência entre as variáveis aleatória. Na literatura, as cópulas

Archimedianas uniparamétricas são muito utilizadas em modelos bivariados, dois tipos de

cópulas Archimedianas que são muito utilizadas é a de Frank e a de Clayton, Gomes (2007)

apresenta maiores detalhes sobre as formas dessas cópulas. Uma observação importante é

que cópulas só devem ser utilizadas se existir uma forte suspeita de que as variáveis sob

estudo são fortemente correlacionadas.

Introduzida por Frank (1979), a cópula para um problema geoestat́ıstico bi-

variado é:

Hα(s, s
′
) = − 1

α
log

[
1 + (exp(−αF1(y1(s)))−1)(exp(−αF2(y2(s

′
)))−1)

exp(−α)−1

]

onde α → 0 ⇒ F12(y1(s), y2(s
′
) = F1(y1(s))F2(y2(s

′))
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A outra famı́lia de Cópulas a ser estuda foi Obtida por Clayton (1978) e para

um problema geoestat́ıstico bivariado é:

Hα(s, s
′
) =

[
F1(y1(s))

−α + F2(y2(s
′)−α − 1

]− 1
α

Note que se α → 0, obtem-se F12(y1(s), y2(s
′
)) = F1(y1(s))F2(y2(s

′
)).
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SCHMIDT, A.M.; SANSÓ, B. Modelagem bayesiana da estrutura de covariância de pro-
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