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VEROSSIMILHANÇA NA SELEÇÃO DE MODELOS PARA PREDIÇÃO ESPACIAL(1)

Cristiano Nunes Nesi(2), Andressa Ribeiro(3), Wagner Hugo Bonat(4) & Paulo Justiniano 

Ribeiro Júnior(5)

RESUMO

Na  modelagem  estatística  da  variabilidade  espacial,  estimam-se  os  parâmetros  da 

dependência espacial, que são utilizados na interpolação de valores em locais não amostrados. 

Para tal, o processo de modelagem deve ser realizado com critérios estatísticos que garantam 

predições confiáveis e representem a real variabilidade local. Este trabalho avaliou diferentes 

formulações do modelo geoestatístico gaussiano para reconstituir a superfície que representa 

o fósforo (P) na área, a partir de medições dos teores de P em 48 parcelas experimentais 

localizadas em Xanxerê, SC, destacando o método utilizado nas análises. A combinação da 

presença de covariáveis no modelo e a necessidade de transformação para normalidade dos 

dados definiram quatro alternativas para modelagem. Utilizou-se a função de correlação de 

Matèrn, avaliada nos valores 0,5; 1,5; e 2,5 para parâmetro de suavidade. Os modelos foram 

comparados pelo valor maximizado do logaritmo da função de verossimilhança e também por 

validação  cruzada.  O  modelo  selecionado  foi  o  que  incorporou  a  variável  resposta 

transformada, as coordenadas da área como covariáveis e o valor 0,5 para o parâmetro de 

suavidade.  As  medidas  de  validação  cruzada  pouco  acrescentaram  aos  resultados  de 

comparação  por  verossimilhança,  que  evidenciaram  que  na  modelagem  geoestatística,  o 

cuidado com observações globais ou locais atípicas, além da seleção com base em diferentes 

modelos, deve ser o foco para obter resultados compatíveis com a realidade. 

1() Recebido para publicação em 8 de agosto de 2012 e aprovado em 15 de fevereiro de 2013.
2() Engenheiro-Agrônomo,  Doutor, Empresa de Pesquisa Agropecuária e Extensão Rural de Santa Catarina - Epagri,  
Servidão  Ferdinando  Tusset,  s/n°,  Bairro  São  Cristóvão,  CEP  89801-970  Chapecó  (SC), Brasil.  E-mail: 
cristiano@epagri.sc.gov.br 
3() Engenheira-Florestal,  Doutoranda no  Departamento de Ciências  Florestais da  Universidade Federal  de Lavras  – 
UFLA. Caixa Postal 3037, CEP 37200-000 Lavras (MG). E-mail: andressa.florestal@gmail.com
4() Estatístico,  Mestre.  Professor no Setor de Ciências  Exatas,  Laboratório de Estatística  e  Geoinformação -  LEG, 
UFPR.  Av.  Cel.  Francisco  H.  dos  Santos,  210,  Jardim  das  Américas.  CEP  81531-970  Curitiba  (PR).  E-mail: 
wagner@leg.ufpr.br
5() Engenheiro-Agrônomo, PhD. Professor no Setor de Ciências Exatas LEG, UFPR. E-mail: paulojus@leg.ufpr.br

1

1

2

3

4

5

6

7

8

9

10

11

12

13

14

15

16

17

18

19

20

21

22

23

24

25

26

1
2
3
4
5
6
7
8
9

10

11



Termos para indexação: modelagem geoestatística, função de correlação, estimação.

SUMMARY: LIKELIHOOD IN THE SELECTION OF MODELS FOR SPATIAL PREDICTION 

Statistical modeling of spatial attributes aims to estimate dependence parameters, used to  

interpolate  values at unsampled locations within the study area.  Thus, the modeling process is  

conducted with some statistical  criteria that ensure reliable predictions  representing the actual  

local variability. This study evaluates different formulations of the Gaussian geostatistical model to  

reconstruct  the  surface  of  phosphorus  over  the  area  from  the  available  measurements  on  48  

experimental  plots  located  in  Xanxerê/SC  with  emphasis  on  the  methodological  framework.  

Choices of covariates in the model and for data transformation define four modeling options to be  

assessed.  The  Matèrn  correlation  function  was  used,  evaluated  at  values  0,5;  1.5  and 2.5  for  

smoothness  parameter.  Models  were  compared  by  the  maximized  logarithm  of  the  likelihood  

function and also by cross validation. The model with transformed response variable, including  

coordinates  of  the  area as  covariates  and the value of  0.5 for  the smoothness  parameter  was  

selected based. The cross validation measures did not add relevant information to the likelihood,  

and the analysis highlights care must be taken with globally or locally atypical data, as well as the  

need  of  objective  choice  based  on different  candidate  models  which  ought  to  be  the  focus  of  

geostatistical modeling to ensure results compatible with reality.

Index terms: geoestatistical modeling, correlation function, estimation.

INTRODUÇÃO

Os solos apresentam variabilidade  em seus atributos,  quando é analisada a sua estrutura 

vertical  e  horizontal.  Essa  variabilidade  não  é  puramente  aleatória,  mas  geralmente  apresenta 

correlação ou dependência espacial, como pode ser observado nos trabalhos de Souza et al. (2006, 

2008), Nanni et al. (2011) e Gontijo et al. (2012). Hoeting et al. (2006) apresentaram os problemas 

que podem ser encontrados quando a correlação espacial entre as amostras é ignorada e avaliaram o 

desempenho de alguns critérios para seleção de covariáveis em estudos de ecologia.  Considerar 

amostras  georreferenciadas  é uma abordagem importante  na análise  de dados com dependência 

espacial,  uma vez  que  valores  observados  em localizações  mais  próximas  são,  em geral,  mais 
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similares do que aqueles mais distantes e, assim, cada realização da variável contém informação de 

sua vizinhança. Nesse sentido, os modelos geoestatísticos descrevem a distribuição espacial de uma 

variável, associando o grau de dependência a medidas de distância e de direção entre os pontos 

amostrados (Diggle & Ribeiro Júnior, 2007).

Na modelagem estatística da variabilidade espacial, estimam-se os parâmetros que definem a 

estrutura da dependência espacial e esses são utilizados na interpolação de valores em locais não 

amostrados. Para que a interpolação produza predições confiáveis e represente a real variabilidade 

local, o processo de modelagem deve ser realizado com critérios estatísticos objetivos como pode 

ser observado nos trabalhos de Mello et al. (2005), Oda-Souza et al. (2008), Ribeiro Junior et al. 

(2009), Ávila et al. (2010) e Borssoi et al. (2011). Nesse caso, a inspeção de pontos discrepantes, a 

verificação  da  necessidade  de  transformação  da  variável  resposta,  além  da  correta  seleção  do 

modelo, são procedimentos importantes para a qualidade das inferências.  

O estudo da variabilidade  espacial  das propriedades  do solo tem grande importância  na 

escolha  da  área  experimental,  na  locação  das  unidades  experimentais,  na  coleta  de  amostras  e 

interpretação de resultados, no levantamento e na classificação de solos e nos esquemas de uso 

racional de fertilizantes (Leão et al., 2007). Portanto, o conhecimento da variabilidade espacial do P 

no solo pode ser determinante para melhor administrar o diagnóstico de áreas com deficiência desse 

elemento, bem como para a adoção quantitativa da adubação (Carvalho et al., 2003; Bottega et al., 

2013). Diante do exposto, o objetivo deste trabalho foi avaliar diferentes formulações do modelo 

geoestatístico Gaussiano para reconstituir a superfície dos teores de P sobre uma área experimental. 

MATERIAL E MÉTODOS

As amostras de solo foram coletadas em uma área no município de Xanxerê, SC, cultivada 

com milho no verão e aveia para cobertura de solo no inverno. O solo do local pertence à classe de 

Latossolo Vermelho distroférrico, o clima é mesotérmico úmido, com verões quentes e invernos 

frios, e temperatura média anual de 18,7 ºC. A área foi dividida em 48 parcelas contíguas, cada uma 

medindo  2,4  x  5,0  m.  Nas  parcelas,  foram  coletadas  cinco  subamostras  simples  de  solo  na 

profundidade de 0-20 cm, que compuseram uma única amostra, para determinar o teor de P no solo, 

pelo método de Mehlich-1, conforme descrito por Tedesco et al. (1995). As coordenadas de cada 

parcela foram estabelecidas de forma arbitrária, análogas ao plano coordenado (X1i e X2i, em que i 

se refere à parcela). As bordas da área foram determinadas, considerando-se as coordenadas X10 = 0 
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e X20 = 0 para o primeiro ponto. 

O formato básico considerado para os dados foi (xi, yi), i = 1, 2, ..., n, em que xi = (x1i, x2i) 

identifica a localização espacial; e  yi é o teor de P na posição  xi  , que, potencialmente, pode ser 

medido em qualquer ponto dentro da região de estudo. Os dados foram inicialmente submetidos à 

análise exploratória espacial, a necessidade de transformação foi verificada pelo método de Box-

Cox (Box & Cox, 1964), assim como foi avaliada a tendência espacial em diagramas de dispersão 

do teor de P (mg dm-³), em razão das coordenadas. 

Para o modelo geoestatístico utilizado, assumiu-se que as observações yi = y1,...,yn seguem o 

modelo linear Gaussiano, podendo-se descrever: 

yi = Dβ +S(xi)+ei                                                                                                                  (1)

em que yi é uma realização da variável aleatória observada na posição espacial xi; D, uma matriz n x 

p de covariáveis; e β, o correspondente vetor de parâmetros da regressão. O termo S(xi) denota um 

processo estacionário gaussiano latente na posição  xi, com média zero, variância  σ² e função de 

correlação  ρ(u;  ,  к),ϕ  com argumento  dado pela  distância  u de  separação  entre  observações  e 

parametrizada por  ,  ϕ que  descreve o grau de associação espacial e  o  parâmetro de suavidade da 

função de correlação  к. Para um conjunto finito de observações, os valores de  S(xi) seguem uma 

distribuição normal multivariada (S ~ NMV [0, σ² R(ϕ)]), em que R(ϕ) é a matriz de covariâncias n 

x n com (i, j)-ésimo elemento ρ(u), sendo u=||xi-xj|| a distância euclidiana entre xi e xj. O termo ei 

denota variáveis aleatórias, independentes e normalmente distribuídas com média zero e variância 

τ².   Seguindo a terminologia usual de geoestatística, τ² é o efeito pepita (nugget); e σ², o patamar 

(sill). A distância a partir da origem até o patamar é chamada de alcance prático (range), que é uma 

função do parâmetro  ϕ (Kitanidis, 1997). A relação entre o alcance prático e o parâmetro de escala 

ϕ depende do kappa, com alcances práticos dados por 3ϕ, 4,75ϕ e 5,92ϕ para kappa igual a 0,5; 

1,5; e 2,5, respectivamente (Diggle & Ribeiro Junior, 2007). 

Neste estudo, a presença de covariáveis no modelo (coordenadas da área) e a necessidade de 

transformação  para  normalidade  dos  dados  definiram  quatro  especificações  do  modelo 

geoestatístico: com os dados originais; com os dados transformados; com os dados originais e a 

inclusão de covariáveis (coordenadas); e com os dados transformados e a inclusão de covariáveis 

(coordenadas).

Os  parâmetros  dos  modelos  foram  estimados  por  maximização  da  função  log-

verossimilhança,  considerando-se o modelo apresentado em (1) com especificação de tendência 

espacial nas coordenadas (μ(xi)), feita com a inclusão de uma superfície de tendência linear. Assim, 
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para μ(xi) = Dβ, Y ~ N (Dβ, G(θ)), com G(θ)= σ² R(ϕ)+τ²I, em que R depende do escalar ou vetor 

de parâmetros  e do parâmetro de suavidade к (Roa-Ureta & Niklitschek, 2007). Isto posto, aϕ  

função de log-verossimilhança do modelo geoestatístico é expressa por

L ( β, τ2 ,σ 2 , ϕ )=−0,5 {n log (2π )+log {∣G (θ )∣}+ ( y−Dβ )T [G (θ ) ]−1
( y−Dβ ) }                         (2)

e para os casos em que não se considera a superfície de tendência, a matriz D é um vetor unitário. A 

função de correlação utilizada foi a de Matèrn (Matèrn, 1986), considerando-se possíveis valores do 

parâmetro  de  suavidade  (kappa)  iguais  a  0,5,  1,5  e  2,5.  No  caso  de  kappa=0,5, a  função  de 

correlação Matèrn reduz-se à função de correlação exponencial; aumentando-se o valor de kappa, 

aproxima-se da função de correlação Gaussiana. Os valores de kappa 0,5, 1,5 e 2,5 correspondem, 

respectivamente, ao processo não diferenciável, uma e duas vezes diferenciáveis. Processos com 

maior  grau  de  diferenciabilidade  apresentam  variação  espacial  mais  suave  (Diggle  &  Ribeiro 

Junior, 2007). 

Para comparar a capacidade preditiva dos modelos, é prática comum adotar o procedimento 

de validação cruzada,  que consiste  em retirar  uma observação,  reajustar  os modelos e  prever a 

observação  retirada,  repetindo-se  o  processo  para  cada  uma  das  observações  que  compõem  a 

amostra (Isaaks & Srivastava, 1989). Para cada ponto existirá o valor verdadeiro e o valor estimado 

e,  portanto,  o  erro  de  estimação.  Com  o  erro  de  estimação,  foram  calculadas  medidas  de 

adequacidade de predição, como o desvio-padrão dos erros médios (DPEM), erro médio reduzido 

(ER) e  desvio-padrão dos erros  reduzidos  (SER),  conforme proposto por McBratney & Webster 

(1986): 

DPEM=
1
n
∑
i=1

n

( zxi
− ẑxi );                                                                                                           (3)

ER=
1
n
∑
i= 1

n ( zx i
− ẑx i

)
σ ( ẑx i )

;                                                                                                               (4)

S ER=√ 1
n
∑
i=1

n ∣z xi
− ẑ xi

∣

σ ( ẑ xi )
,                                                                                                            (5)

em que  n é o número de observações;  zxi
, o valor observado no ponto xi  ;  e ẑxi

 e  σ ( ẑ xi
)  são, 

respectivamente,  o valor predito por krigagem e o desvio-padrão da krigagem, ambos no ponto xi 

sem considerar a observação zxi
. Considera-se o melhor ajuste aquele que apresenta menor DPEM, 

ER mais próximo de zero e  SER mais próximo de um.  Para melhor comparação dos modelos, foi 

calculado o nível de cobertura dos intervalos de predição, definido como o percentual de intervalos 
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construídos que contém o verdadeiro valor da observação retirada (Bonat et al., 2011), assumindo-

se o nível nominal de 95 %.

Após o ajuste dos modelos, realizou-se a predição espacial (krigagem) com uma malha de 

predição de 10.000 pontos, utilizando os modelos ajustados e os teores de fósforo observados nos 

pontos distribuídos na área. Com os resultados das predições, elaboraram-se mapas para identificar 

zonas diferenciadas do teor de fósforo no solo.

Todas as análises foram realizadas com o ambiente R, versão 2.13.2 (R Development Core 

Team, 2011), utilizando-se o pacote geoR (Ribeiro Junior & Diggle, 2001). 

RESULTADOS E DISCUSSÃO

A análise exploratória dos dados evidenciou três valores discrepantes com teores de P acima 

de 12 mg dm-3. Tais observações foram detectadas como discrepantes, mesmo após a transformação 

dos  dados.  A  presença  de  valores  discrepantes  influencia  principalmente  a  parte  inicial  do 

variograma, impactando em conclusões errôneas sobre a variância do ruído  e/ou  a existência de 

correlação  espacial  (Diggle &  Ribeiro  Junior,  2007).  Borssoi  et  al.  (2011)  apresentaram que a 

presença  de  valores  atípicos  entre  dados  amostrados  pode  exercer  forte  influência  nos  mapas, 

alterando  a  dependência  espacial  e,  consequentemente,  as  interpretações.  Valores  discrepantes 

quando presentes e isolados são anomalias locais que se não retirados podem influenciar fortemente 

o  modelo  global,  assumido  como  válido  para  toda  área.  Em  virtude  disso,  as  três  amostras 

discrepantes  foram excluídas  para  adequado  ajuste  dos  modelos  e  interpretação  dos  mapas.  A 

verificação  da  normalidade  da  variável  resposta,  mesmo sem os  valores  atípicos,  evidenciou  a 

necessidade de transformação dos dados, utilizando como parâmetro de transformação Box-Cox o 

valor de λ=0,5 na modelagem espacial. Kitanidis (1997) relatou que a suposição de normalidade é 

inapropriada  em  alguns  casos,  mas  para  atributos  contínuos  pode  ser  contornada  com 

transformações, obtendo-se distribuição aproximadamente normal.

Na figura 1, estão ilustrados os gráficos exploratórios dos dados, após a retirada dos valores 

discrepantes. No gráfico superior esquerdo, os símbolos representam os quartis de uma distribuição 

empírica  dos  valores  medidos,  em  que  se  observam  regiões  com  teores  de  P  semelhantes 

(agrupamentos de símbolos). No gráfico superior direito e no inferior esquerdo, tem-se a dispersão 

dos teores de P amostrados na área, plotados em razão das coordenadas espaciais, com uma linha 

suave para facilitar a visualização de tendências. Nesses gráficos, observa-se a redução nos teores 
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de P na direção das duas coordenadas, indicando tendência linear em razão das coordenadas. Nesse 

caso, não há estacionaridade na média e a superfície de tendência deve ser escrita como um modelo 

de regressão polinomial, usando potências e produtos cruzados das coordenadas cartesianas como 

variáveis  explicativas  (Diggle &  Ribeiro  Junior,  2007).  Lark  et  al.  (2006)  destacaram que,  na 

maioria dos estudos reportados na literatura da área de solos, o variograma é estimado com métodos 

seriamente viesados, se a estrutura de efeitos fixos é mais complexa que apenas um modelo de 

médias  constantes.  No estudo de Chai et  al.  (2008),  a  inclusão de variáveis  topográficas  como 

padrão externo no modelo geoestatístico melhorou a predição espacial do teor de matéria orgânica 

no solo. O gráfico inferior direito apresentou um histograma dos teores de P medidos na área, com 

maior densidade entre os valores 4 a 6 mg dm-3.

No quadro 1, são apresentadas as estimativas dos parâmetros do modelo geoestatístico e do 

logarítmo da função de verossimilhança para cada estratégia de modelagem e valor de  kappa. Os 

modelos  1  e  2  referem-se  ao  ajuste  do  modelo  sob  pressuposição  da  média  constante, 

respectivamente sem e com a transformação da variável resposta. Para esses modelos, têm-se as 

estimativas da média geral do processo sobre a área (β0); dos parâmetros adicionais que definem a 

estrutura de covariância dos dados, ou seja, a variância do processo espacial (σ2) e a variância do 

ruído ou erro de medição (τ2); e do parâmetro da função de correlação ( ). Incluindo-se uma funçãoϕ  

linear para descrever a média variando espacialmente (modelos 3 e 4), observa-se que a média do 

processo estocástico é agora representada por uma relação linear com as coordenadas X1 e X2 por 

meio da equação μ (x i )=β0 +β1 X1 +β2 X2 , em que β0, β1 e β2 têm suas estimativas apresentadas no 

quadro 1.

Independentemente do valor do parâmetro de suavidade  kappa,  observou-se redução nas 

estimativas dos parâmetros de covariância com a transformação. Com a inclusão de covariáveis, há 

redução nas estimativas de σ² e ϕ, além de casos em que foram zeradas, indicativos de ausência de 

dependência espacial. Quanto maior a proporção da variância proveniente do sinal (σ²) em relação 

ao total (τ² +  σ²), mais forte é a dependência espacial e melhor serão as predições (Bonat et al., 

2011). Nessa situação, a variação espacial no teor de P é totalmente explicada pela relação linear 

com as coordenadas, quando se aumenta o parâmetro de suavidade (1,5 ou 2,5), pois o maior valor 

de kappa substitui a tendência nas coordenadas, o que acarreta em alcances práticos estimados pelos 

modelos 3 e 4, inferiores aos dos modelos 1 e 2. No modelo de Matèrn, a correlação aproxima-se de 

zero  apenas  assintoticamente  e  o  alcance  prático  é  definido  como  a  distância  para  a  qual  a 

correlação é 0,05 (Diggle & Ribeiro Junior, 2007). Foram estimados valores de alcance prático de 
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até  29 m para  o modelo  2 e  kappa=0,5 (Quadro  1). Os  valores  de log-verossimilhança  (L-V) 

aumentaram com a transformação nos dados e com a inclusão das coordenadas no modelo, o que 

aumenta o número de parâmetros.

No quadro 2, estão listados os resultados de validação cruzada. Pelo critério proposto por 

McBratney & Webster (1986) e utilizado por Faraco et al. (2008) e Ávila et al. (2010), a escolha do 

modelo é difícil, pois não há um modelo que atenda, simultaneamente, ao critério de menor desvio-

padrão do erro médio,  erro médio  reduzido próximo de zero e  desvio-padrão do erro reduzido 

próximo de um. 

Observaram-se nos modelos com tendência linear,  em geral,  maiores desvio-padrões dos 

erros médios (DPEM), erro médio reduzido (ER) distante de zero e piores coberturas dos intervalos 

de predição. Esses fatos se devem à maior proporção de τ2 em relação ao  sill total e aos maiores 

valores  de  kappa que,  aliados  à  amostra  pequena,  tornam mais  difícil  a  estimação  e  predição, 

conforme observado por Bonat et al. (2011). Entretanto, com transformação nos dados (modelo 4) e 

processos  menos  suaves  (kappa=0,5),  têm-se  boas  medidas  de  adequacidade  da  predição,  com 

menor valor de  DPEM e ER próximo a zero, além do nível de cobertura do intervalo de predição 

próximo a 90 %. Isso corrobora com os resultados, quando o modelo é escolhido pelo maior valor 

do logarítmo da função de verossimilhança, como observado no quadro 1.  

Esses fatos evidenciaram os bons resultados com critérios com base na verossimilhança para 

a  seleção  de  modelos,  principalmente  em  situações  com  poucas  observações,  já  que  a 

verossimilhança é uma medida de compatibilidade do modelo com os dados observados. Com os 

recursos  computacionais  atuais,  o  método  da  verossimilhança  deve  ser  a  técnica  de  estimação 

padrão, pois esse tem propriedades estatísticas ótimas, ou seja, quanto maior o tamanho da amostra,  

mais próximas as estimativas estarão dos verdadeiros valores (estimador consistente); sua esperança 

matemática é igual ao valor estimado (não viesado) e é eficiente,  uma vez que quanto maior a 

amostra, maior é a precisão das estimativas (Azzalini, 1996; Oda-Souza et al., 2008). Além disso, 

esse método possibilita a comparação efetiva de modelos e a construção de testes de hipóteses, o 

que torna a escolha mais objetiva.

Com base nos valores de log-verossimilhança e da validação cruzada, a escolha da estratégia 

de modelagem recai no modelo com transformação na variável resposta e inclusão de superfície de 

tendência  (modelo  4),  com  parâmetro  de  suavidade  kappa=0,5.  Esse  modelo  evidencia  a 

dependência espacial “ruidosa” do teor de P e da sua relação com as coordenadas da área. Nesta 

situação, o patamar no semivariograma seria composto por metade sinal (σ²) e metade ruído (τ²).
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Em todos os mapas de predição obtidos por krigagem (Figura 2), independentemente do 

modelo,  observaram-se zonas diferenciadas do teor de P no solo,  com maiores diferenças entre 

modelos sem (1 e 2) e com (3 e 4) tendência linear nas coordenadas. Para modelos com médias não 

constantes (3 e 4) e valores de  kappa iguais a 1,5 e 2,5, a variabilidade espacial no teor de P é 

função apenas das coordenadas. Diante disso, o mapa que proporciona o gerenciamento correto de 

sítios específicos do teor de P no solo é aquele obtido a partir do ajuste do modelo com tendência 

nas  coordenadas,  dados  transformados  por  raiz  quadrada  e  função  de  correlação  exponencial 

(kappa=0,5).

CONCLUSÕES

1. A transformação raiz quadrada na variável resposta, a inclusão das coordenadas da área 

como covariáveis no modelo de médias não constantes e a inclusão do parâmetro de suavidade 

adicional para a função de correlação (kappa=0,5) definiram o modelo com melhores características 

de inferência e permitiram aumentar a acurácia na reconstituição da superfície contínua do teor de 

fósforo.

2. As medidas de validação cruzada pouco acrescentaram aos resultados de comparação por 

verossimilhança,  evidenciando  o  fato  de  que  na  modelagem  geoestatística  o  cuidado  com 

observações global e localmente influentes, além da seleção com base em diferentes modelos, deve 

ser o foco para obter resultados compatíveis com os dados. 
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Figura 1. Pontos de locação (superior esquerdo), dispersão dos valores contra as coordenadas 

da área (superior direito e inferior esquerdo) e histograma (inferior direito) para o teor 

de fósforo no solo (mg dm-³) em 45 pontos amostrais (excluídos os valores discrepantes) na 

camada 0-20 cm de profundidade do solo.
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Figura 2.  Mapas de teores  de fósforo estimados por krigagem em uma malha regular  de 

10.000 pontos com base em 45 pontos amostrais para diferentes valores do parâmetro de 

suavidade  (kappa 0,5,  1,5  e  2,5).  1:  modelo  ajustado  aos  dados  originais;  2:  modelo 

ajustado  aos  dados  transformados;  3:  modelo  ajustado  aos  dados  originais  com 

covariáveis  (coordenadas);  e  4:  modelo  ajustado  aos  dados  transformados  com 

covariáveis (coordenadas).
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Quadro  1. Parâmetros  do  modelo  geoestatístico  Gaussiano  estimados  por  máxima 

verossimilhança para o teor de fósforo no solo

Modelo kappa
Estimativa

AP L-V
β0 β1 β2 τ² σ² τ²+σ² ϕ

Modelo com média constante
0,5 5,557 - - 1,807 3,010 4,820 8,881 26,64 -92,32

1 1,5 5,587 - - 2,277 2,650 4,930 4,927 23,40 -91,88
2,5 5,588 - - 2,324 2,603 4,930 3,596 21,29 -91,70

0,5 2,609 - - 0,297 0,685 0,980 9,749 29,25 -89,92
2 1,5 2,623 - - 0,402 0,601 1,000 5,214 24,77 -89,47

2,5 2,624 - - 0,413 0,586 1,000 3,770 22,32 -89,30
Modelo com tendência linear

0,5 8,028 -0,118 -0,085 2,022 1,227 3,250 3,321 9,96 -89,60
3 1,5 8,068 -0,121 -0,090 3,210 0,000 3,210 0,000 0 -90,10

2,5 8,068 -0,121 -0,090 3,210 0,000 3,210 0,000 0 -90,10

0,5 3,805 -0,055 -0,042 0,309 0,308 0,620 3,454 10,36 -87,12
4 1,5 3,839 -0,057 -0,044 0,605 0,000 0,610 0,000 0 -88,08

2,5 3,839 -0,057 -0,044 0,605 0,000 0,610 0,000 0 -88,80
β0: teor médio de fósforo na área; β1 e β2: parâmetros relacionados às covariáveis (coordenadas); τ², σ² e ϕ: parâmetros 
de  covariância;  AP:  alcance  prático,  dado  em  razão  de  ϕ: 3ϕ,  4,75ϕ e  5,92ϕ para  kappa  0,5;  1,5;  e  2,5, 
respectivamente; L-V: logaritmo da função de verossimilhança;  1: modelo ajustado aos dados originais; 2: modelo 
ajustado aos dados transformados; 3: modelo ajustado aos dados originais com covariáveis (coordenadas); e 4: modelo 
ajustado aos dados transformados com covariáveis (coordenadas). 
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Quadro 2.  Desvio-padrão do erro médio (DPEM)  e  do erro médio reduzido (ER) e  desvio-

padrão do erro reduzido (SER) e do nível de cobertura dos intervalos de predição obtidos 

por validação cruzada, para diferentes estratégias de modelagem do teor de fósforo

Modelo(1) kappa DPEM ER SER Cobertura (%)

Modelo com média constante

0,5 0,0210 0,0171 1,0702 93,33

1 1,5 0,0183 0,0145 1,0473 93,33

2,5 0,0166 0,0130 1,0395 93,33

0,5 0,0153 0,0116 1,0322 91,11

2 1,5 0,0122 0,0091 1,0140 91,11

2,5 0,0105 0,0079 1,0088 91,11

Modelo com tendência linear

0,5 0,0513 0,0441 1,1279 24,44

3 1,5 0,0258 0,0212 1,0701 13,33

2,5 0,0310 0,0261 1,1093 8,89

0,5 0,0078 -0,0057 1,0252 88,89

4 1,5 0,1558 -0,1133 1,0029 17,78
2,5 0,1479 -0,1127 1,0369 2,22

(1) 1: modelo ajustado aos dados originais; 2: modelo ajustado aos dados transformados; 
3:  modelo ajustado aos dados originais com covariáveis (coordenadas);  e 4: modelo 
ajustado aos dados transformados com (coordenadas). 
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