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1.6 Prinćıpio da Amostragem por repetição . . . . . . . . . . . . . . . . . . . . . . . . . . 14

1.7 Estat́ıstica e Problemas reais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .. . 15

2 Introduç ão 19
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CAPÍTULO 1

INTRODUÇÃO E REVISÃO

1.1 Inferência Estat́ıstica

Este texto trata sobre a teoria da inferência estatı́stica, ou pelo menos sobre uma consideravel parte.
Para explicar o significado do termo ”inferência estatı́stica”, vamos começar com o que a enciclopedia
fala sobre isso.

Estat́ıstica Pode ser definido como o corpo de uma concentração de ḿetodos com uma abstração da
informaç̃ao sintetizada dos dados observados, com o propósito de caracterizar os aspectos do
fen̂omeno de interesse que são relevantes para um particular objetivo. Assim, as estatı́sticas pos-
suem um amplo campo de aplicações no estudo de todos os fenômenos onde se supõem que algum
fator de erro esteja presente em adição em alguns fatores sistemáticos cuja os efeitos estão em
destaque; Acontece que o resultado destes fatores, que podem ser descritos por alguma “lei ma-
teḿatica”, é sobreposto por um componente que transforma esta lei em “regularidade estatı́stica”.
Para examinar as caracterı́sticas esŝenciais do fen̂omeno, a teoria estatı́stica faz um amplo uso de
técnicas de teoria das probabilidades, especialmente quando as obesrvaç̃oes dispońıveis ñao co-
brem todas as possibilidades do fenômeno sob observação. Neste caso, o problema de “inferência
estat́ıstica” chega, onde o objetivóe inferir sobre caracteŕısticas de tod ocom a observação de
uma parte disto.

Portanto, a fim de realizar uma investigação estat́ıstica,é necesśario estabelecer qualé o fen̂omeno
exato sob consideração, e estabelecer explicitamente quais são as caracterı́sticas observaveis, chamadas
variáveis relevantes para nosso propósito . Deve-se também especificar um subconjunto de casos nos
quais queremos focar. Por exemplo, suponha que a variável de interessée a altura das pessoas. Talvez
considerar o total geral(para toda população humana) ou focar em certo contexto geográfico (como uma
naç̃ao) e/ou em certo tempo. Este conjunto de casosé chamado de população, e cada casóe chamado
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de indiv́ıduo; algumas vezes termos casos e unidades são usados. Esta derivação desta terminologiáe
histórica, a estatı́stica originalmente se desenvolveujunto e em interação com a demográfia; hoje em dia,
os termos “indiv́ıduo e populaç̃ao” não se referem necessariamentea seres humanos, quando eles são
usados no sentido técnico. Em alguns estudos, a população todaé examinada, istóe chamado de censo.
Em outros casos, somente uma *amostra* i.e um subconjunto dapopulaç̃aoé examinado, mas o objetivo
continua sendo investigar toda a população. *Infer̂encia Estatı́stica* constitue a operação atrav́es da qual
a informaç̃ao fornecida pela amostráe usada para tirar conclusões sobre caracterı́sticas da população.
Este tipo de procedimentóe um passo a diante no que diz respeito a aproximação estat́ıstica puramente
descritiva, que simplesmente tenta resumir as caracterı́sticas mais relevantes dos daos observados. O
texto presentée sobre a teoria e os métodos que direciona as operações de infer̂encia estatı́stica.

Exemplo 1.1. Para ilustrar os conceitos introduzidos, vamos introduzirum exemplo bastante simples.
Uma ind́ustria que produz bombas hidraulicas compra de diferentes fornecedores muitos componetes
necesśarios para sua produção. em particular, juntas de plástico usados para unir elementos mecânicos
são fornecidos por uma companhia em lotes de 5000. Obviamente, o comprador precisa avaliar a quali-
dade das juntas fornecidas a fim de eliminar, ou ao menos reduzir significativamente, a possibilidade de
uma junta com defeito ser usada. Sendo que o custo de reparo deuma banheira encontrada com defeito
seja muito maior do que o custo da junta em si, poderia ser desejável testar todas as juntas colocando-as
para trabalhar sob uma pressão por um curto tempo, antes de adotar para produção. Por outro lado, o
tempo necessário para criar e executar o teste das juntas representa um custo.
Uma saida para ñao examinar todas as juntas fornecidas mas apenas algumas, digamos 50, e usar a
informaç̃ao fornecida por estes testes para avaliar o número de juntas com defeito no lote todo, e para
decidir sobre possibilidade de devolver o lote ao fornecedor se o resultado ñao for satisfat́orio. Ao fazer
isso, ńos temos que considerar que o subconjunto testado no geral não iŕa conter a quantidade de juntas
com defeito exatamente na mesma proporção que o lote. Neste exemplo, podemos considerar o lote de
5000 juntascomoa população de interesse ,e cada junta como um individúo. Neste momento, nosso inte-
resse no indiv́ıduo esta restrito a um aspecto em especı́fico, sobre se está “conforme” ou “ñao conforme”
as especificaç̃oes . As caracterı́sticas observadas nos elementos daa amostra não s̃ao de interesse direto,
exeto como um meio de fazer inferência a respeito de caracterı́sticas da população como um todo.
Vamos agora discutir o motivo de frequentemente examinarmos apenas uma amostra ao invéz de toda a
populaç̃ao, o quée aperentementée prefeŕıvel, uma vez que evitaria qualquer indeterminação em nossas
conclus̃oes (quando realizado com plena exatidão).

• O custo da inspeção na populaç̃ao toda pode ser muito alto, seja pelo grande número de in-
divı́duos ou pelo alto custo de cada inspeção. Mesmo quando recursos economicos possam estar
dispońıveis para o censo da população, o dano causado por um estudo amostral pode não exeder o
custo do censo.

• Uma vez que a investigação completa da população frequentemente leva muito tempo, isso pode
facilmente entrar em conflito com pedidos urgentes.
Por exemplo, o censo geral de uma população humanaé feito em intervalos muito longos
(normalmente a cada dez anos), e os resultados destas pesquisas s̃ao publicados muito depois. Por
outro lado, existem muitos problemas econômicos e socias, tais como os relacionados ao custo
de vida ou desemprego, para os quais informações defasadas não s̃ao aceit́aveis , uma vez que o
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governo e as aĝencias devem tomar suas decisões muito mais rapidamente.

• Em muitos casos, existe uma população virtual queé efetivamente infinita esta situação ocorre
quando casos do fenomeno sob estudo pode ser replicado tantas vezes quanto se queira . Suponha,
por exemplo, que queiramos estudara capacidade de uma drogabaixar a prss̃ao sangùınea em
seres humanos; a população relevantée ent̃ao formadas por todas as pessoas a quem a droga
poderia possivelmente ser dada, i.e. toda raça humana, presente e futura. Claramente apenas em
estudo amostral e exquecı́vel aqui:
Observe que a maoir parte dos experimentos cientı́ficos e tcnoĺogicos caem nesta situação.

• Em alguns casos, a inspeção de unidades amostrais destrói a propria unidade. Por exemplo, a
ańalise da duraç̃ao de um lote de lâmpadas envolve deixa-las ligadas por muito tempo, possivel-
mente at́e queimarem.
Contudo, no fim da inspeção,as l̂ampadas estão comprometidas. Sea população for finita,
claramente o censo da população é invaríavel, a ñao ser que a população depois do teste seja
irrelevante.

1.2 Amostragem

É evidente que a amostra deve representar, tanto quanto possı́vel, as caracterı́sticas da população,
afim de permitir a expansão das caracterı́sticas da amostra para a população. Este requisito algumas
veześe referido dizendo que amostra deve ser representativa.
Para ilustrar este ponto, suponha por exemplo que membrosdeuma sociedade cientifica amadora
desejam levantar uma pesquisa sobre atitudes e comportamentos dos habitantes da cidade deles a cerca
de problemas raciais.
Inicialmente, os membros da sociedade podem pensar em recorrer aos seus conhecidos , e administrar
a estas pessoas m questionário adequado. Istóe , entretanto f́acil de ver porque esta condutaé
grsseiramente inadequada. Os membros da sociedade formam um grupo de pessoas compartilhando,
para alguma projeção, caracterı́sticas relevantes tais como, culturais, status sociais, epossivelmente
inclinaç̃ao poĺıtica. Estes elementos em comum podem ser esperados entre seus parentes, amigos,
vizinhos e colegas, mesmo a mais fraca conexão. Contudo, este procedimento de seleção de elementos
da amostra tendo a selecionar integrantes com caracterı́sticas relacionadas, que em adição ñao s̃ao
independentes quanto ao tópico do questionamento. Em poucas palavras, este método poderia gerar
uma amostra ñao representativa.
Contudo, mpara obter uma amostra adequada, o grupo poderia ser selecionado para inclusão na amostra
nas bases da caracterı́stica que s̃ao independentes das caracterı́sticas em estudos.
Por outro lado, issóe um tanto dif́ıcil, e em alguns casos virtualmente impossı́vel, escolher carac-
teŕısticas que envolvam esta propriedade.
Uma soluç̃ao para o problemáe solecionar os elementos da amostra aleatóriamente, sendo por definição
independente de qualquer caracterı́stica. Para visualizarum processo de seleção aleat́orio, é conveniente
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imaginar uma urna com bolas numeradas. Cada uma dessasé associada a um elemento da população.
Bolas s̃ao tiradas da urna, e elementos asociados a cada bola irão continuar a amostra *****.
Mesmo este regime super simples nos leva duas variantes, comou sem reposiç̃ao das bolas. Além disso,
aleat́oriamente ñao siginfica selecionar com a probabilidade constante; Contudo, diferentes variantes
chegam a associar diferentes probabilidades de seleção para as bolas. Todas essas variações ocasionam
diferentes tipos de amostragem, das quais apenas a mais simples (mas ñao a mais importante) será
discutida aqui com atenção especial ao caso de uma população “infinita”. Nós antecipamos que o
procedimento amostral adotado produz efeito no procedimento de infer̂encia.

1.3 Estat́ıstica e Probabilidade

Nós j́a apontamos que a inferênciaé um assunto com um certo inevitável grau de incerteza,pois
ela é completamente irrealista, rxeto em circunstâncias exepcionais, imaginar que a amostra representa
exatamente todas as caracterı́sticas da população.
O grau de proximidade entre as caracterı́sticas da amostra e da população é uma entidade variável que
pode ser estudado com ferramentas de teoria de probabilidade. Estaárea da mateḿatica joga, ent̃ao,
uma tacada essêncial no desenvolvimento da teoria estatı́stica, assim algumas vezes se torna difı́cil se
estabelecer fronteiras entre as duas disciplinas.
Observe quée na verdadeo fatoda seleção de amostrade acordo com um esquema aleatório que permite
ańalise mateḿatica do grau de correspondência entre amostra e a população. Assim uma ańalise ñao
poderia usar diferente critério de seleç̃ao, assim como a seleção subjetiva das unidades amostrais
decididas pelo experimentador, ou uma auto-seleção da amostra, i.e., situação onde as unidades se
colocam a frente para entrevista.
Para começar a explicar como a teoria da probabilidade entra na teoria de inferência estatı́stica vamos
voltar para nossa amostra de 50 juntas de um lote de 5000.
É conveniente pensar no lote como uma urna com 5000 bolas numeradas, onde uma proporção θ
desconhecida são pretas, e a proporção restante s̃ao brancas. Das 50 bolas retiradas, um certo númeroY
são pretas; suponhaY = 4.
Para estimar o totalX de bolas pretas na urna, ou equivalente para estimar a proporção θ , é natural
considerar a igualdade.

4÷50= x÷5000 (1.1)

que nos leva a

θ = 4/50

• Existem alternativas razoáveis por este raciocı́nio, por esta escolha deθ?



1.3 Estat́ıstica e Probabilidade 9

• Quão precisóe a presente estimativa deθ , comparado ao verdadeiro valor? Podemos obter um
intervalo dos valores plausı́veis deθ?

• Se o fornecedor garantiu que o lote contém uma proporç̃ao de defeitos ñao maior que 5%, existe
evidência suficiente para afirmar que o lote seja inadequado e se retornar para o fornecedor ?
Leve em consideração que o fornecedor pode facilmente alegar que nós simplismente retiramos
uma amostra ”ruim”que 5% nãoé diferente de 8%, e que o teste no lote todo poderia certamente
resultar que existem menos de 5% de defeitos.

• A equaç̃ao 1.1é certamente um critério razoavel, mas pode ser usada somente para avaliar o
tamanho de uma sub-população,X neste caso, ou equivalentemente uma proporção,θ neste caso.
Podemos construir um critério geral usavel em situações praticas,mesmo para uma situação mais
complicada que nosso teste de juntas? Um exemplo de um problema estat́ıstico ñao-trivial é o
seguinte: em um estudo médico, um gupo de pacientes afetados por um certo tipo de câncer
passando por quimioterapia usando uma combinação apropriada de diferentes drogas. Idealmente,
as doses de drogas deveriam ser suficientemente altas para combater o tumor, mas não t̃ao alta a
ponto de gerar toxidade (definido como colocar a vida do paciente em risco); Se necessário, os
ciclos do tratamento são repetidos até que a doença desapareça. Depois que todos os pacientes são
tratados e exonerados os dados são analisados para estudar a relação entre a intensidade de toxidade
e a dosagem da droga, onde o alvoé identificar a dosagem minı́ma para uma mistura otimizada de
drogas necessárias para remover o tumor, evitando toxidade desnecessária de conhecidos fatores
concominantes como sexo do paciente, idade, estágio do tumor, tipo histologico do tumor também
poderiam ser incluidos no estudo. Claramente, um problema desta esṕecie ñao pode ser trabalhado
com o resultado da equação 1.1.

Retornando para nosso exemplo simples de controle de qualidade, do ponto de vista da teoria de pro-
babilidade, da relação entre a proporção desconhecidaθ e os ńumeros observados de defeitos,Y. Neste
contexto, o ńumero observado Y pode ser considerado como um valor amostrado variavel aleat́oriaY a
qual a distribuiç̃ao de probabilidade depende deθ e do esquema amostral adotado. Especificamente, a
distribuiç̃ao deY é binomial ou hipergeoḿetrica, dependendo se a amostraé com ou sem suposição,desde
que a populaç̃ao seja finita. Contudo, estas distibuiçoes são bem pŕoximas neste caso, por causa da pe-
quena fraç̃ao amostrada, 50 tiradas em 5000. Assim, por simplicidade, podemos restringir a discussão
ao caso binomial.
Uma priori com respeito a amostra, a probabilidade queY resulte o valor observadoY é

P{Y = y} =

(
50
y

)
θ y(1−θ)50−y (1.2)

Onde Yé um inteiro entre 0 e 50. O conjunto de possı́veis valores deθ é o conjunto de raz̃oes
do tipo K/500, ondeKE0,1, ...,5000; Contudo este conjunto pode ser razoavelmente bem aproximado
pelo conjunto de todos os números em[0,1] Comoθ varia em[0,1], a aproximaç̃ao 1.2 abrange uma
faḿılia toda de distribuiç̃oes, apesar de termos apenas um valor deθ que atualmente controla a geração
de dados.
Desde o ponto em diante, inferência pode ser considerada como uma operação distrindo o par̂ametroθ
que identifica a verdadeira distribuição de probabilidade de Y dentro da famı́lia de distribuiç̃oes 1.2
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Conseqûentemente, de agora em diante, nós ñao iremos mais falar sobre populações, mas preferivel-
mente sobre variaveis aleatórias e a infer̂encia sobre os parâmetros das distribuiçõesé entendido como
uma conex̃ao entre populaç̃oes e varíaveis aleat́orias.

1.4 Alguns Problemas T́ıpicos

O foco de todo este textóe , na verdade, para discutir quesatões que aprareceram na seção 1.3.
Apesar de uma discussão mais sisteḿatica ser representada nos próximos caṕıtulos, é util introduzir
aqui algumas id́eias chaves inicialmente em um padrão informal.

1.4.1 Verossimilhança e estimativas

Uma das questões na seç̃ao 1.3 perguntava por um critério geral para construção das estimativas
pode ser informalmente tratavel como um valor plausivel , digamosθ̂ , no lugar do valor desconhecido
θ .
Uma vez que o dado amostralé dado por,Y = 4 em nosso exemplo, 1.2,é uma funç̃ao deθ , a saber

L(θ) =

(
50
4

)
θ 4(1−θ)46 (0≤ θ ≤ 1)

Esta funç̃aoé mostrada na figura 1.4.1

Esta express̃ao fornece, como função deθ , uma probabilidade a priori da observação que tem
sido realmente observador. Contrariamente, isso pode ser considerado como uma medida de con-
cord̂ancia entre qualquer valor nominal deθ e as observaç̃oes, consequentemente explicando o nome
verossimilhança dado paraL(θ). Note que, apesar de todos os valores deL(θ) serem probabilidades a
funçãoL(θ) em si ñaoé uma distribuiç̃ao de probabilidade.
É ent̃ao um tanto natural selecionar o ponto de maior verosimilhança, caso uma estimativa deθ seja
requisirada. Um simples exercı́cio mateḿatico mostra que o ḿaximo deL(θ) ocorre em

θ̂ = 4/50,

Issoé chamado, por razão obvia de estimativa de máxima verossimilhança
Podemos imediantamente expandir o método para uma situação um pouco mais geral considerando um
número geńerico n de elementos amostrados, com um número de defeitos observados denotados por Y,
um inteiro entre 0 e n. Então a varíavel aleat́oria Y ossui distribuiç̃ao binomial com indice n e parâmetro
θ , e a verossimilhançáe agora

l = L(θ) =

(
n
y

)
θ y(1−θ)n−y (1.3)

que corresponde a estimar
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θ̂ = y/n (1.4)

Apesar de o crit́erio de maximizaç̃ao da verossimilhança não ter produzido nada diferente do que
obtivemos antes por um mais simples, mais direto argumento,a presente critério possui vantagem
que pode ser aplicado a problemas onde 1.1 não faz sentido, na verdade, isso pode ser aplicado onde
passamos escrever a verossimilahnça, assim , cobrindo um número enorme de situações pŕaticas, como
seŕa demostrado nos capitulos seguintes.

1.5 Estimaç̃ao de intervalo e teste de Hipotese

Num primeiro momento, pode parecer que a etimaçãoé oúnio atributo da ańalise de dados.
A discuss̃ao na seç̃ao 1.3 mostra o erro desta crença, levantando, un número adicional de questões, cuja
a discuss̃ao ńos gostariamos de iniciar.
Sabendo que ñaoé esperado que a estimativa tinha coincidência com o verdadeiro valor do parâmetro,́e
natural olhar para um intervalo que deve ser presumivelmente conter o par̂ametro. No exemplo anterior
com θ̂4/50 ńos olhamos para um intervalo em termo de 4/50 no quaĺe plauśıvel queθ esteja. Como
um intervalo no chamado intervalo estimado deθ .
Um diferente, mas relacionado, problema aparece quandoé necesśario comparar a estimativa, ou mais
genericamente as observações, com um valor de referência do par̂ametro. Por exemplo, na discussão
da seç̃ao 1.3, a quest̃ao considerada de querer decidir se o dado fornecia evidencia a favor ou contra a
alegaç̃ao de que a proporção de defeitos no lote não exeda 5%. Problemas deste tipo são chamados de
teste de hiṕoteses.
Vamos explorar, previamente seguindo informalmente, por que intervalo de estimação e teste de
hipóteses s̃ao problemas similares, na compreensão. Se ńos tivermos selecionado algum intervalo es-
timado(θ1,θ2) paraθ ent̃ao qualquer valor deθ contido neste intervalo e de alguma forma compatı́vel
com a evid̂encia empirica contida na amostra. Por outro lado, se o hipotético valorθ = 5% considerado
no problema de testes de hipóteses está no intervalo(θ1θ2), ent̃ao, a hiṕotese sobreθ nãoé conflitante
com o dado.
Pra escolher o intervalo(θ1θ2), nós novamente fazemos uso da função de verossimilhança. Se 4/50 é
o ponto preferido por ter a maior verossimilança, então tamb́em é verdade que outros pontos no inter-
valo [0,1] são mais ou menos plausı́veis dependendo de seu valor de verossimilhança. Esta observaç̃ao
implica que o crit́erio de inclus̃ao de um ponto no intervalo de confiança deve ser baseado no valor
da verossimilhança naquele ponto, comparado ao valor máximo. Somos então levados a considerar a
verossimilhança relativa.

L̃(θ) =
L(θ)

L(θ̂)

Que varia em [0,1]. Figura 1.5 representa a verossimilhança relativa correspondente a
verossimilhança da Figura 1.4.1, dicartando a proporção do intervalo[0,1] onde a verossimilhança em
si é descartada. SendoL(θ̂) constante com respeito aθ , o gŕafico é essencialmente os mesmos que o
anterior, exeto pelo fator escala.
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Se tivermos que escolher um intervalo paraθ , poderiamos selecionar um conjunto de pontos satis-
fazendo a condiç̃ao.

L̃(θ) > 1/2

Ou outra constante semelhante, por exemplo

L̃(θ) > 1/5

Para esta escolha a Figura 1.5 mostra o intervalo de confiança correspondente.
Considere agora a questão de decidir sobre o valor referênciaθ = 5%. A verossimilhança relativa
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para este pontóe 0,668, um valor razoavelmente alto, então 5% ñao parece em conflito com o dado
observado. Uma inspeção na Figura 1.5 mostra a conexão entre intervalo de confiança e teste de
hipóteses: a plausividade do valor 5% deriva da verossimilhanc¸a relativa, e está em correspondencia
com o fato de que 5% esteja no intervalo de confiança.
Isto é interessante para examinar o efeito do aumento do tamanho da amostra, consequentemente ”o
montante de informação”, sem mudar a estimativa do parâmetro. Em nosso exemplo, suponha que
ambos, o tamanho da amostra e quantidade de defeitos, são dobrados. Apesar dêθ não mudar, a
função de verossimilhança e a verossimilhança relativa mudam; A Figura 1.5 mostra o delineamento da
verossimilhança relativa para ambos os casosn = 50 en = 100. Para a nova função da verossimilhança
relativa, valores deθ diferentes dêθ são agora menos plausiveis; a nova função de verossimilhançáe
dita ser “mais concentrada” em torno deθ̂ .
Em particular a verossimilahnça relativa emθ = 5% vai de 0,668 para 0,446. Apesar de ñao ser
extremamente baixo, o novo valoré um tanto menos razoavel que o anterior. A questão é śeria ou
não este decréscimo de confiança no valor de 5% suficiente para rejeitar com o valor plausivel; Este
problemaé essencialmente relatado como uma escolha do valor limitante para a verossimilhança
relativa, 1/5 na discuss̃ao acima e na Figura 1.5. Esta discussão seŕa ampliada nos próximos caṕıtulos,
por enquanto, estamos restritos a colocar de lado alguns elementos b́asicos.

1.6 Prinćıpio da Amostragem por repetiç̃ao

Até agora a motivaç̃ao dos principios e dos ḿetodos dicutidos foram inteiramente intuitivos. Istoé,
entretanto, possı́vel examinar estes ḿetodos por uma perspectiva diferente, estudando suas propriedades
mateḿaticas.
Fazendo isso, adotamos o critério de considerar estimativas e outras quantidades relacionadas as técnicas
estat́ısticas como valores amostrados de variaveis aleatórias. Por exemplo a estimativaθ̂ = y/n depende
deY, queé um valor amostrado de variavel aleatória; θ̂ é da mesma natureza. Este ponto de vista faz
chegar no principio da amostragem por repetição que consiste em considerarθ̂ como uma quantidade
amostrada variavel aleatória e no estudo das propriedades desta variavel aleatória.
A palavra repetiç̃ao surge da seguinte consideração.
Se a amostra for retirada, um grande número de vezes e, para cada amostra, a etimativa de máxima
verossimilhança for computada, então cada valor indiv́ıdual da estimativa poderia realmente ser
considerado como uma amostra de variável aleat́oria. No exemplo discutido até agora, o lote especı́fico
de juntas poderia ser um de um fornecimento regular; Assim essa situaç̃ao poderia cair facilmente
dentro do prinćıpio da amostragem por repetição. Em muitos outros casos, esta replicação de amostras
não acontecem realmente, mas ainda argumentamos como se ocorressem.
Adotando o principio da amostra por repetição é uma escolha completamente separada do critério que
foi produzido pelo ḿetodo estatı́stico sob consideração; o mesmo principio pode ser aplicado para
técnicas ñao relacionados com a verosimilhança, como métodos podem ser adotados puramente de
consideraç̃oes quantitativas , não envolvendo o prı́ncipio da amostragem por repetição.
Para demostrar como o principio da amostragem por repetição funciona na prática, considere 1.1 onde
Y é amostrado de uma amostra aleatória Y com distribuiç̃ao binomial com indiceN e o par̂ametroθ .
Usando resultados elementares da teoria de probabilidades, imediatamente obtemos.
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E[θ̂ ] =

[
Y
n

]
=

E[Y]

n
= θ

Que diz que em ḿediaθ̂ é concentrado emθ , qual seja este valor claramente, nós ñao temos certeza
de que o valor observado dêθ seja igual aθ , de fato na maioria dos casos isto não pe verdade, maśe
razóavel saber que o ḿetodo ñao possui um v́ıcio sisteḿatico.
Para saber o grau de precisão de estimativa, ńos podemos considerar uma medida de variabilidade deθ̂ ,
em particular.

var
[
θ̂
]
= var

[
Y
n

]
=

var[Y]

n2 =
θ(1−θ)

n

Uma importante implicaç̃ao deste resultadóe que a varîancia vai para 0 quandon ⇒ ∞, uma
caracteŕıstica altamente desejada. Se uma quantificação nuḿerica da varîancia acima for necessária, é
obtida substituindoθ pelo valor observadôθ na express̃ao final.

1.7 Estat́ıstica e Problemas reais

A teoria da infer̂encia estatı́sticaé sobre pŕıncipios gerais e critérios que motivam certas construções
mateḿaticas, em particular ḿetodos que possam ser usados para abranger problemas encontrados no
mundo real.
O caminho ĺogico desses princı́pios b́asicos para solução de problemas reaiśe extremamente longo, e
cruza diversos territórios. A primeira partée inteiramente dentro do domı́nio da mateḿatica no est́agio
final, deve-se entrar no mundo da evidência emṕırica.
Este texto abrange apenas o primeiro estágio, exeto por alguns componentes resumindos em outros as-
pectos. Quando desejamos mover para aplicação de ḿetodos estatı́sticos em problemas reais, como
temos que a tarefa de unir os dois mundos da dedução formal e da evid̂encia emṕırica, estée o campo da
est́ıstica aplicada.
No decorrer dos anos, esttı́sticos aplicados desenvolveram um amplo apanhado de técnicas para aju-
dar esta operação. Algumas dessas ferramentas são extremamente poderosas e sofisticadas ao ponto
de envolver ḿetodos de inteligencia artificial. Contudo, estas ferramentas ñao s̃ao auto-suficientes para
resolver estes problemas, uma vez que muitas aplicações do ḿetodos de infer̂encia estatı́stica tamb́em
envolvem algum desentendimento do fenômeno sob consideração.
Nos casos mais simples, o conhecimento comum pode bastar, nos casos menos triviais, interação com
o especialista será necesśaria. Uma integraç̃ao frut́ıfera de diferentes contextos acadêmicos ñao é, no
geral, algo f́acil de se alcançar. Isso requer de ambos ods lados, estatı́stico e pesquisador, uma mente
aberta para entender e aceitar os princı́pios e ḿetodos de umáarea diferente.
Trabalhando a estatı́stica sozinho ou em parceria com algum pesquisador,é muito importante que
os ḿetodos estatı́sticos sejam aplicados levando em conta os princı́pios b́asicos do contexto dáarea.
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Em algumas aplicaç̃oes, a motivaç̃ao da ańalise estatı́stica é mais pragḿatica do que exploratória do
fenômeno, e muitas vezes não existe um “contexto dáarea” pŕoprio; Contudo, ao menos alguma forma
de informaç̃ao acerca do fen̂omeno sob estudo está sempre virtualmente presente. De qualquer forma
alguma informaç̃ao est́a dispońıvel e o estatı́stico deve fazer uso dela, evitando a tentação de uma
manipulaç̃ao nuḿerica cega dos dados.
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Figura 1.1: Duas funç̃oes de verossimilhança relativa associada comY = 4,n = 50eY= 8,n = 100
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CAPÍTULO 2

INTRODUÇÃO

Este cursóe sobre infer̂encia estatı́stica, ou seja, aprender o máximo posśıvel com um particular
conjunto de dados, sobre o real mecanismo ou processo que o gerou. Nos vamos considerar problemas
envolvendo modelos probabilı́sticos complexos, potencialmente com muitos parâmetros desconhecidos.
Assim a classe de problemas que nos vamos estudaré diferente daqueles vindos de M232 porque aqui
nos vamos ter muitos parâmetros desconhecidos, e ainda difere daquela vinda de M235, porque nos
não nos restringiremos a uma simples classe de modelos. Nos vamos falar um uma simples e unificada
abordagem para fazer inferência baseada na função de verossimilhança e suas propriedades, istoé, a
abordagem que gerou o termo Inferência baseada em verossimilhança.

2.1 Exemplos motivacionais

Exemplo 2.1. X1, . . . ,Xn são i.i.d v.a com distribuiç̃ao N(θ ,1), ondeθ é um par̂ametro desconhecido.
Qualé o melhor estimador deθ , se a amostra observadaéx1, . . . ,xn qual a melhor estimativa ?

Este problema envolve um simples parâmetro e varíaveis i.i.d, assim foi mostrado em M232, que o
melhor estimadoŕe x̄ = n−1∑n

i=1xi com um intervalo de confiança de 95% dado por ¯x± 1.96√
n , com suas

respectivas estimativas. Relembre a diferença entre estimador e estimatia, um estimadoré uma v.a, e
uma estimativáe um ńumero. Assim, o estimador de um intervalo de confiança de 95%é um intervalo
aleat́orio que cont́em o valor verdadeiro deθ com probabilidade 0.95, ou seja, repetindo-se a avaliação
da amostra para esta variável, os intervalos que contém o verdadeiro valor deθ com probabilidade 0.95,
onde a estimativáe um intervalo que pode conter o verdadeiro valor deθ ou ñao.

Exemplo 2.2. X1, . . . ,Xn são i.i.d v.a com distribuiç̃ao deXi sendoN(α + βi,σ2) parai = 1, . . . ,n onde
θ = (α,β ,σ) é um vetor de parâmetros desconhecidos. Suponha que estamos interessado emencontrar
uma aproximaç̃ao paraθ . Como o problemáe multi-par̂ametros, ou seja,θ é um vetor, isto esta dentro
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do escopo de M232, mais desde que o modelo probabilı́stico seja:

Xi = α +βi + εi

ondeεi ∼ N(0,σ2), ou seja, uma regressão linear com erros normais. Este problema foi resolvido em
M235 dando os melhores estimadores para o vetor de parâmetrosθ .

Exemplo 2.3.X1, . . . ,Xn são i.i.d com distribuiç̃aoN(µ,σ2), ondeθ = (µ,σ2) é um vetor de parâmetros
desconhecidos. Suponha que osX′

i s correspondem a mensurações de algum componente manufaturado,
que falha quando combinado com outro componentem, se esteé maior do que um nı́vel u. Em vez de
estar interessado em encontrarθ aproximadamente, aqui a inferência estatı́sticaé necesśaria para uma
combinaç̃ao de par̂ametros:

• Seu é fixo, ent̃ao a probabilidade do componente ser inútil é, P(Xi ≥ u) = p, é o par̂ametro de
interesse, mais

p = 1−φ(
u−µ

σ
) = g1(θ)

ondeg1(θ) é uma funç̃ao deθ .

• Seu pode ser designado somente dado o valor da probabilidade de falha, chamadap1, ent̃ao o
par̂ametro de interesséeu satisfazendo

u = µ +σ−1Φ−1(1− p0) = g2(θ)

ondeg2(θ) é uma funç̃ao deθ .

Exemplo 2.4.X1, . . . ,Xn são v.a independentes com distribuição sendo

N(α +
n

∑
i=1

β jwi, j ,σ2)

parai = 1, . . . ,n ondewi, j são covaríaveis (varíaveis explanatórias),θ = (α,β1, . . . ,βd,σ) é um vetor
de par̂ametros desconhecidos. SuponhaXi representa a idade de morte de uma pessoai com atributos
wi,1, . . .wi,d correspondente (fuma ou não, sexo, peso, etc), ou seja,

wi,1 =

{
0 se a i-́esima pessoa fuma
1 se a i-́esima pessoa não fuma

Consequentemente, os parâmetrosβ j , j = 1, . . . ,d mostra o impacto no tempo de vida, destes fatores
explanat́orios. Um ḿedico pode estar interessado no impacto do fumo. Assim,β1 mostra o impacto que
o fumo tem sobre o tempo de vida, dado todos as outras variáveis explanatórias, mais o interessée śo em
β j . Dado a estimativa deθ é sua incerteza o que pode ser dito apenas sobreβ1 ?
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2.2 Instalaç̃ao geral

Suponha queX1, . . . ,Xn são v.a observada tendo distribuição conjunta que depende de parâmetros
desconhecidosθ = (θ1, . . . ,θ2), que tem espaço paramétricoΩ, assimθ ∈ Ω. TomadaX = (X1, . . . ,Xn)
a distribuiç̃ao conjunta deX é dada para variáveis aleat́orias cont́ınuas por

f (x;θ) a funç̃ao densidade de probabilidade conjunta deX

e para v.a discreta por
p(x;θ) a funç̃ao de probabilidade deX

Esta funç̃ao avaliada nos dados observadosx = (x1, . . . ,xn) (uma realizaç̃ao deX) é chamada de função
de verossimilhança deθ . Como esta funç̃aoé uma funç̃ao estritamente dex e θ , isto pode ser denotado
por L(θ ,x), mais os dadosx são conhecidos e fixos, assim, nos estamos interessados somente em como
varia a verossimilhança comθ , isto gera uma notação simplificadaL(θ). Consequentemente a função
de verossimilhançaL(θ) é

L(θ) =

{
f (x;θ) caso cont́ınuo
p(x;θ) caso discreto

Para evitar repetiç̃oes, na discussão geral da funç̃ao de verossimilhança nos usamosf (x;θ) irrespec-
tivamente, para variáveis cont́ınuas e discretas. Nos ainda vamos trabalhar com o log da func¸ão de
verossimilhança, a log-verossimilhança,l(θ) é

l(θ) = logL(θ)

Como logé um funç̃ao mońotona

L(θ1) > L(θ2) se e somente sel(θ1) > l(θ2) (2.1)

1. Nos podemos pensarL(θ) e l(θ), como uma mensuração do quanto os dados suportam os valores
de θ , como sendo os valores verdadeiros do vetor paramétrico, de outra forma, podemos pensar
em quanto ”plauśıvel”queθ tenha gerado os valores observados.

• SeX é discreta, para cadaθ , L(θ) da a probabilidade de observarx seθ for o verdadeiro
valor do par̂ametro.

• No caso contı́nuoL(θ) é a probabilidade do elemento

lim
δx→0

P(xi ≤ Xi < xi +δxi, i = 1, . . . ,n;θ)

δx1, . . . ,xn

2. L(θ1)
L(θ2)

é uma mensuração da verossimilhança relativa deθ1 e θ2. Usualmente, a verossimilhança

relativa de par̂ametros e estudada por examinar logL(θ1)
L(θ2)

= l(θ1)− l(θ2), ou seja, a diferença em
log-verossimilhança. O valor absoluto da verossimilhanc¸a tem um importante papel para comparar
diferentesθ .

3. Um importante caso especial para o qual a função de verossimilhançáe facilmente obtidáe quando
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X1, . . . ,Xn são i.i.d v.a sendo assim

L(θ) =
n

∏
i=1

f (x;θ) θ ∈ Ω

Outro caso simpleśe quandoX1, . . . ,Xn são independentes v.a mais não s̃ao identicamente dis-
tribúıdas, ou seja,Xi tem funç̃ao densidade de probabilidadefxi(xi;θ) ent̃ao

L(θ) =
n

∏
i=1

f (xi ;θ) θ ∈ Ω

Dado esta definiç̃ao a verossimilhança parece apreciável, para trazer bons estimadores para o ver-
dadeiro valor deθ , sendo que este valor deθ ∈ Ω que maximiza a verossimilhançaL(θ). Este
estimador,θ̄ , é denominado estimador de Máxima Verossimilhança deθ e satisfaz;

L(θ̄) = max
θ∈Ω

L(θ) (2.2)

Similarmente, vinda da propriedade 2.1θ̄ satisfaz

l(θ̄) = max
θ∈Ω

l(θ)

É aprecíavel tomar o conjunto de valores de parâmetros que s̃ao mais consistente com os dados
observados, ou seja, intervalo/região de confiança paraθ , sendo aqueles valores deθ para os quais
a verossimilhançáe relativamente grande, sendo possı́veis pontos de ḿaximo. Tomamos como
regĩao de confiança aquele conjunto de valores deθ para os quais

1≤ L(θ̄)

L(θ)
≤ c′ ou equivalentementel(θ̄)− l(θ) = logc′ = c

para alguns valores dec′, ou equivalentec. Estes argumentos para a estimação e regĩoes de
confiança paraθ , s̃ao toda a infer̂encia baseada em verossimilhança. Todo o restoé tecnicali-
dades que as vezes tiram o foco da simplicidade das idéias b́asicas.
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CAPÍTULO 3

VEROSSIMILHANÇA PARA UM
PARÂMETRO

Neste caṕıtulo nos vamos considerar problemas envolvendo umúnico par̂ametro, ou seja,θ = θ ,
e para simplificar as discussões fazemosX1, . . . ,Xn são i.i.d varíaveis aleat́orias vindas de um modelo
probabiĺıstico f (x;θ), com valores observadosx1, . . . ,xn. Assim, o conjunto geraĺe como em M232
caṕıtulo 4, assim a maioria desta seçãoé uma revis̃ao natural.

3.1 Prinćıpios

Para o problema de inferência na situaç̃ao, a verossimilhançaL(θ), e a log-verossimilhança,l(θ)
são funç̃ao uni-dimensionais, assim todas as propriedades que são de interesse podem ser discutidas
geometricamente. Desde que as variáveis sejam independentes

L(θ) =
n

∏
i=1

f (xi ;θ) (3.1)

e

l(θ) = logL(θ) =
n

∑
i=1

log f (xi ;θ) (3.2)

Um gŕafico t́ıpico da funç̃ao de log-verossimilhançáe dado como segue:

Toda a informaç̃ao vinda dos dados sobre o verdadeiro valor deθ est́a na funç̃ao de verossimilhança
ou log-verossimilhança. A estatı́stica trata de assuntos onde a informação (dados) s̃ao resumidas
de forma mais compreensı́vel posśıvel, infer̂encia estatı́stica ñao é diferente, vindo da função de
verossimilhança nos queremos procurar o melhor estimadorposśıvel paraθ , e o conjunto de valores
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1.01

deθ mais consistente com os dados observados. Seguindo a discussão introduzimos:

• O melhor estimador deθ provavelmentée o estimador de ḿaxima verossimilhança.̂θ , que maxi-
miza a verossimilhança, veja o gráfico.

• O melhor estimadoŕe o conjunto de valores mais prováveis, denominado de intervalo de confiança,
é o conjunto(θ̂l , θ̂u) onde

L(θ̂)

L(θ̂l )
=

L(θ̂)

L(θ̂u)
= c (θ̂l ≤ θ̂ ≤ θ̂u)

Para alguma escolha conveniente dec, equivalentemente

l(θ̂)− l(θ̂l ) = l(θ̂)− l(θ̂u) = logc′ = c

veja o gŕafico. Claramente, aumentando oc alarga o intervalo de confiança.

• O termo
D(θ) = 2{l(θ̂)− l(θ)} ≥ 0
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frquentemente no curso, vamos chamar este termo de função deviance. Aqui o intervalo de
confiançáe o conjunto

{θ ∈ Ω : D(θ) < c∗}
ondeC∗ = 2c. A função de verossimilhança mostrada acimaé t́ıpica mais em alguns exemplos
não usuais podem ocorrer, a verossimilhança pode apresentar diferentes formas, como a seguir:

Aqui em(a) θ̂l = θ̂ , assim o melhor estimador coincide com um ponto final do intervalo, enquanto
em(b) para algum valor dec o intervalo de confiançáe a unĩao de dois intervalos disjuntos, mais
para outros valores dec é um simples intervalo.

Para um problema básico de infer̂encia a abordagem básicaé derivar a funç̃ao de verossimilhança
e obter a curvatura para os valores dêtheta, θ̂L e θ̂U . Isto nem semprée satisfat́orio, e as vezes requer
soluç̃oes ńumericas, issóe um tanto insatisfatório, porque ñao nos permite sentir qual a influência da
amostra sobre as estiamtivas. Nos vamos contornar isso, no ińıcio considerando duas abordagens:

• Olhar exemplos onde se pode trabalhar analiticamente.
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• Aproximar a verossimilhança, usando resultados para quando n→ ∞ e ainda trabalhar analitica-
mente.

Nos consideramos o primeiro caso aqui, e o segundoé estudado na seção 2.3.

Exemplo 3.1.Xi ∼ N(θ ,1) assim

L(θ) =
n

∏
i=1

(2π)−
1
2 exp−

1
2(xi−θ)2

= 2π− n
2exp−

1
2 ∑n

i=1(xi−θ)2

paraθ ∈ (−∞,∞), portantoΩ = (−∞,∞), sim

l(θ) = −n
2

log(2π)− 1
2

n

∑
i=1

(xi −θ)2 = C− 1
2

n

∑
i=1

(xi −θ)2

ondeC é uma constante que não depende deθ . Assim a funç̃ao de log-verossimilhançáe uma funç̃ao
quadŕatica exata, ée completamente definida por:

• θ̂ a posiç̃ao do ḿaximo.

• l(θ̂), a altura da log-verossimilhança no máximo.

• ∂ 2l(θ̂)
∂θ2 = l ′′(θ̂), a curvatura da log-verossimilhança no máximo.

Voltando ao exemplo, temos

∂ l(θ)

∂θ
= l ′(θ) =

n

∑
i=1

(xi −θ)2

e
∂ 2l(θ)

∂θ 2 =
∂ l ′(θ)

∂θ
= −n

assim a log-verossimilhançaé exatamente uma função quadŕatica deθ . Resolvendol ′(θ) = 0 temos

l ′(θ) =
n

∑
i=1

(xi − θ̂) = 0→ θ̂ =
∑n

i=1xi

n

Queé um ponto de ḿaximo, poisl ′′(θ) < 0. ResolvendoD(θ) = c∗ dadosθ̂L e θ̂U . Temos que

D(θ) =
n

∑
i=1

(xi −θ)2−
n

∑
i=1

(xi −x) = n(x−θ)

Assim,θ̂L = x−
√

c∗
n e θ̂U = x+

√
c∗
n .
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Nota. 1. O intervalo de confiançáe siḿetrico sobreθ̂ desde que a log-verossimilhança seja simétrica
sobreθ̂ . Para o intervalo acima ser de 95% de confiança

√
c∗ = 1.96, ou seja,c∗ = 3.84.

2. A distribuiç̃ao deD(θ) é umaχ2
1 , uma Qui-Quadrado com 1 grau de liberdade, assimx∼ N(θ , 1

n),
ou equivalentemente

√
n(x−θ) ∼ N(0,1).

3. Como o quadrado de uma Normal padrão é uma Qui-Quadrado segue o resultado. Note que
P(χ2

1 ≤ 3.84) = 0.95

Exemplo 3.2.Xi ∼U(0,θ), assim

f (x;θ) =

{
θ−1 : θ > max(xi)

0 : θ < max(xi)

Assim

l(θ) =

{
θ−n : θ > max(xi)

0 : θ < max(xi)

ou seja,Ω = [max(x1, . . . ,xn),∞] , assim a verossimilhançaé como segue

Note que neste caso a posição do ḿaximoé óbvia olhando para o gráfico,θ̂ = max(x1, . . . ,xn), mais
nãoé dado por resolver a equação l ′(θ) = 0. Por que ?
Aqui θ̂L = max(x1, . . . ,xn) assim, a

D(θ̂U) = 2n(log(θ̂U)− log(θ̂)) = c∗

Nota. 1. A log-verossimilhança ñao é quadŕatica, nem tornandon→ ∞. A raz̃ao para istóe que h́a
uma informaç̃ao desigual sobreθ em um lado da verossimilhança. Nos sabemos que oθ não pode
ser menor que o maior valor observado, mais istoé pouca evid̂encia, vinda dos dados sobreθ em
θ̂ .

2. A funç̃ao de verossimilhança depende do max(x1, . . . ,xn), en, somente vem de uma amostra.

3. A dimens̃ao da varíavelé dado pelo parâmetro.

Exemplo 3.3.Xi ∼ E(θ), assim
f (x;θ) = θ exp−θx, x≥ 0

L(θ) =
n

∏
i=1

θ exp−θxi

comΩ ∈ (0,∞), assim

l(θ) = nlog(θ)−θ
n

∑
i=1

xi → nlog(θ)−θnx

Aqui temos que,

l ′(θ) =
n
θ
−nx

l ′′(θ) = − n
θ 2
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assim a log-verossimilhançáe ĉoncava, de ordem infinita,́e uma funç̃ao polinomial. Resolvendo
l ′(θ) = 0, temos

l ′(θ) =
n

θ̂
−nx = 0→ θ̂ =

1
x

Queé o ponto de ḿaximo, j́a que,l ′′(θ) < 0. ResolvendoD(θ) = c∗ dadoθ̂L e θ̂U , temos

D(θ) = 2(l(θ̂)− l(θ)) =

2n(log(
θ̂
θ

)−x(θ̂ −θ))

mesmo este sendo um exemplo simples, uma solução nuḿericaé necesśaria para encontrar̂θL e θ̂U .
Para issóe útil examinar a forma deD(θ) para ver o que ela diz sobre os valores. A figura 3.1 mostra a
D(θ) paran = 10,n = 25 en = 100.
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Nota. 1. O gŕafico acima mostra que quandon é grande a vizinhança do máximoé aproximadamente
quadŕatica, ou seja, nesta região

D(θ) = 2(l(θ̂))− [l(θ̂)+(θ − θ̂)l ′(θ̂)+
1
2
(θ − θ̂)2l ′′(θ̂)]) =

n

(
θ − θ̂

θ

)2

assim os intervalos ficam dados por:

θ̂U = θ̂(1+

√
c∗

n

e

θ̂L = θ̂(1−
√

c∗

n



30 3 Verossimilhança para um parâmetro

A figura ?? mostra a funç̃ao de log-verossimilhança e a aproximação quadŕatica usada para cons-
truir o intervalo.

2. Paran pequeno a funç̃ao de log-verossimilhançáe assiḿetrica sobre o m.l.e, consequentementeé
assim o intervalo de confiança exato.
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3.2 Invariância

Em aplicaç̃oes pode ser de interesse alguma função do par̂ametro do modelo, por exemplo, na expo-
nencial(θ) (Exemplo 3.3) o interesse pode ser em

φ = P(X ≤ u)1−exp−θu
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Para algum ńıvel u fixado. Ou em alguma parametrização alternativa do modelo probabilı́stico.

f (x;φ) =
1
φ

exp−
x
φ

ondeφ = 1
θ = E[X]. Nesta seç̃ao nos mostramos que o estimador e o intervalo de confiança para este

par̂ametro pode ser derivado diretamente da função de verossimilhança paraθ , e especificamente vindo
de θ̂ , θ̂L e θ̂U .

Geralmente, supomos que estamos interessados em algum parâmetroφ = g(θ), uma funç̃ao um-a-
um deθ , e que a verossimilhança, o m.l.e e o intervalo de confiançasão requeridos paraφ , ou seja,L(φ),
φ̂ , φ̂L e φ̂U .

Desde queL(φ) = L(g(θ)), a funç̃ao de verossimilhança paraφ é obtida vinda da funç̃ao de
verossimilhança deθ por transformaç̃ao na escala dex, no gŕafico:
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Consequentemente, vindo destes gráficos fica claro quêφ = g(θ̂) ; θ̂L = g(θ̂L) ; φ̂U = g(θ̂U). Para
ilustrar isto a figura 3.2 mostra isto para a exponencial(θ) (Exemplo 3.3) comn = 25 ondeφ = 1

θ .
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Nota. 1. Invarîanciaé uma propriedadéutil quando somente uma maximização da verossimilhança e
derivaç̃ao de intervalos de confiança são necesśario mesmo que o interesse seja em muitas funções
do par̂ametro desconhecido. Nos consequentemente podemos escolher a parametrização mais con-
veniente, para posteriormente derivar os estimadores e intervalos de confiança para os parâmetros
de interesse.

2. Embora nos possamos ter uma razoável aproximaç̃ao quadŕatica da log-verossimilhança paraθ ,
isto pode ser difı́cil parag(θ) e vice-versa.

3.3 Aproximações assint́oticas da verossimilhança

O exemplo da seção 3.1 mostra que mesmo para problemas simples, soluções analı́ticas s̃ao compli-
cadas de serem obtidas, quando não s̃ao imposśıveis. Quandóe necesśario usar um ḿetodo nuḿerico
para encontrar a estimativa, não temos como entender como as caracterı́sticas amostrais influenciam na
fórmula do intervalo de confiança. Além disso, nos ainda não temos nenhuma idéia de quais valores de
c∗ são necesśarios para fazer intervalos de confiança baseados na verossimilhança, dados por:

θ ∈ Ω : D(θ) < C∗

sendo de 95% ou 99% de confiança. Nesta seção nos usamos aproximações da verossimilhança que
ocorre quandon→ ∞. Todos os resultados vem da seguinte expansão em śeries de Taylor, em torno do
m.l.e.

l(θ) = l(θ̂)+(θ − θ̂)l ′(θ̂)+
1
2
(θ − θ̂)2l ′′(θ+) para|θ+−θ | ≤ |θ̂ −θ | (3.3)

l ′(θ) = l ′(θ̂)+(θ − θ̂)l ′′(θ+) para|θ+−θ | ≤ |θ̂ −θ | (3.4)

Para simplificar a notação nos fazemosU(θ) = l ′(θ), denominamos de função escore, e fazemos
Io(θ) = −l ′′(θ), denominamos de informação observada, e

IE(θ) = E{Io(θ)} = E{−∂ 2 logL(θ ;x)
∂θ 2 },

é denominada de informação esperada, ou informação de Fisher. Note que aqui nos olhamos as pro-
priedades deU e Io, considerando propriedades amostrais, ou seja, trocandox por X. Estes dois
termos s̃ao fundamentais para determinar o comportamento das expansões da verossimilhança (3.3) e
(eq:l.deriv.taylor). Assim, a função de verossimilhança e log-verossimilhança são varíaveis aleat́orias,
determinando a posição do ḿaximo,θ , o gradiente da funçãoU(θ) e a curvaturaIo(θ).

3.3.1 Resultados e definiç̃oes

Definição 3.1. SeT = T(x) tem a propriedadeE(T) = g(θ), para alguma funç̃ao g de θ , ent̃ao T é
chamado de estimador não viciado deg(θ).
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Lemma 3.1. E(U(θ)) = 0 e V(U(θ)) = IE(θ).

Lemma 3.2. Se T= T(x) é um estimador ñao viciado paraθ , ent̃ao E[T] = θ , e V[T] ≥ [IE(θ)]−1, é o
denominado limite de Craḿer-Rao.

Lemma 3.3. Se T= T(x) é um estimador ñao viciado para g(θ), ent̃ao V[T] ≥ [g′(θ)]2[IE(θ)]−1.

Prova. Sabemos que

IE(φ) = E

{
−∂ 2l(φ)

∂φ2

}
(3.5)

Entretanto,
∂ l
∂φ

=
∂θ
∂φ

∂ l
∂θ

assim
∂ 2l
∂φ2 =

∂ 2θ
∂φ2

∂ l
∂θ

+

(
∂θ
∂φ

)2

=
∂ 2θ
∂φ2U(θ)+

(
1

g′(θ)

)2

l ′′(θ

segue ent̃ao, que

E

{
−∂ 2l(φ)

∂φ2

}
= 0+

IE(θ)

[g′(θ)]2

Aqui o último passóe baseado no lema 3.3.2 e na definição de informaç̃ao esperada. O resultadoé
obtido por inserir a expressão da derivada em 3.5.

3.3.2 Principais resultados

Embora os resultados clássicos da teoria de verossimilhança, que são dados nesta seção, s̃ao usual-
mente aplicados, eles não s̃ao v́alidos universalmente, nos devemos assumir as seguintes condições de
regularidade:

1. Ω é finito dimensional e o verdadeiro valor deθ é um ponto interior deΩ.

2. Para nenhum dois valores diferentes deθ , a verossimilhançáe igual.

3. As primeiras 3 derivadas del(θ) existem em uma vizinhança do verdadeiro valor deθ .

Estas condiç̃oes em esŝencia, dizem que a dimensão da distribuiç̃ao ñao pode depender deθ , e assegura
que comn → ∞ a log-verossimilhança converge para uma forma quadrática em uma vizinhança do
m.l.e, e assim depende somente da posição do m.l.e e da curvatura da verossimilhança no m.l.e.

Teorema 3.4.Para um problema de estimação regular, no limite quando n→ ∞, seθ é o verdadeiro
valor do par̂ametro ent̃ao √

IE(θ)(θ̂ −θ) ∼ N(0,1)
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ou seja,θ̂ ∼ N(θ , IE(θ)−1), nos denominamos isso de distribuição assint́otica deθ .

Prova.
U(θ) = −(θ − θ̂)Io(θ+)

Desde quêθ → θ comn→ ∞, ent̃aoθ+ → θ , tamb́em. Nos podemos aproximarIo(θ) por IE(θ) ent̃ao

IE(θ)

Io(θ)
→ 1

ComoU(θ) é a soma de variáveis aleat́orias, aplicando o teorema do limite central, vindo do lema ,

U(θ)

[IE(θ)]−
1
2

→ Z ondeZ ∼ N(0,1)

Desde que
√

IE(θ)(θ − θ̂) =
U(θ)

[IE(θ)]−
1
2

IE(θ)

I0(θ)

= Z x 1 = Z

Corolário. Seφ = g(θ) ent̃ao φ̂ ∼ N(φ , [g′(θ)]2IE(φ)−1 com n→ ∞. A conseqûencia importante do
corolário 1, é que V(φ̂) = [g′(θ)]2V(θ̂).

Corolário. Em termos assintóticos s̃ao equivalentes a IE(θ) e podem ser usadas no teorema, as quanti-
dades ; √

IE(θ̂)(θ̂ −θ) ∼ N(0,1)
√

Io(θ)(θ̂ −θ) ∼ N(0,1)
√

Io(θ̂)(θ̂ −θ) ∼ N(0,1)

mais as propriedades de convergência s̃ao diferentes em cada caso.

Teorema 3.5.Para um problema de estimação regular, no limite com n→ ∞, seθ é o verdadeiro valor
do par̂ametro, temos

D(θ) = 2[l(θ̂ − l(θ)] ∼ χ2

Prova. Este resultadóe baseado na expansão de Taylor (3.3).

D(θ) = 2[l(θ̂)− [l(θ̂)+(θ̂ +θ)U(θ̂)

(θ̂ −θ)2Io(θ+)

Como na prova do teorema 3.4,θ+ → θ assim

D(θ) = [
√

IE(θ)(θ̂ −θ)]2
Io(θ+)

IE(θ)

≈ Z2 x 1 = Z2
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Vindo do teorema 3.4, Z∼ N(0,1) e Z2 ∼ χ2
1.

3.3.3 Discuss̃ao dos principais resultados

O teorema thm:assim.dist assoaciado com os corolários d̃ao que:

1. O m.l.e,θ̂ deθ é assint́oticamente ñao-viciado,E(θ̂) → θ .

2. θ̂ atinge assint́oticamente o limite de Crámer-Rao,V(θ̂) → [IE(θ)]−1.

3. Nos denominamos[IE(θ)]−
1
2 de erro padr̃ao deθ̂ , as vezes escrevemosse(θ̂).

4. Nos podemos construir intervalos de confiança válidos assint́oticamente com 100(1− α)% de
confiança paraθ na formaθ̂ ±Zα

2
, ondeZα

2
é o quantil da distribuiç̃ao Normal, por exemplo, se

α = 0.05 ent̃aoZα
2

= 1.96, nos podemos denotar este intervalo por(θ̂L, θ̂U).

5. O estimador de Ḿaxima Verossimilhançâφ = g(θ̂) deφ = g(θ) é assint́oticamente ñao viciado,
ou seja,E(g(θ̂)) → g(θ).

6. φ̂ = g(θ̂) atinge assint́oticamente o limite de Crámer-Rao, ou seja,

V(g(θ̂)) → [g′(θ)]2[IE(θ)]−1 = IE(φ)−1

7. Denominamos o termo|g′(θ)|[IE(θ)]−
1
2 de erro padr̃ao deφ .

8. Nos podemos construir intervalos de confiança de 100(1−α)% de confiança paraφ = g(θ) da
formag(θ̂)±Zα

2
|g′(θ)|[IE(θ)]−

1
2 , ondeZα

2
é o quantil da distribuiç̃ao Normal.

9. Em todas as expressõesIE(θ) pode ser trocada pelos termos assintóticamente equivalentesIE(θ̂),
Io(θ̂), Io(θ), similarmenteg′(θ) pode ser substituı́da porg′(θ̂). Muito estudo foi dedicado para
dizer que estes são os melhores termos para serem usados na prática. E foi verificado queIo(θ̂) tem
as melhores propriedades. Isto entretantoéóbvio, como nos queremos obter a melhor aproximação
da funç̃ao de verossimilhança, apenas usando a curvatura observada. Além disso, a informaç̃ao
observadáe a mais f́acil das quatro opç̃oes de ser obtida, o queé sempre uma propriedade muito
boa.

Correspondente ao teorema 3.5.

1. Pelos argumentos da seção 3.3 nos temos que o mais interessante estimador de um intervalo de
confiançaé da formaθ ∈ Ω : D(θ) < c∗, para algum valor dec∗. Para dizer que o intervalóe
exatamente de 100(1−α)% nos precisamos escolherc∗ de tal forma que se retirarmos repetidas
amostras e construirmos intervalos de confiança, estes contenham o verdadeiro valor deθ , com
proporç̃ao 1−α. Istoé geralmente impossı́vel de fazer, a menos se usar métodos computacionais.
Entretanto, comn tomado grande, o Teorema 3.5 sugestiona que uma escolha convenientéec∗ = c,
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com Prχ2
1 ≥ cα = α por exemplo, seα = 0.05, ent̃ao cα = 3.84. Uma simples e conveniente

abordageḿe usarc∗ mesmo quen seja pequeno, e fazer disto uma aproximação do intervalo de
100(1−α)%. Claramente aindáe um intervalo baseado na verossimilhança mais para amostras
pequenas o valor verdadeiro deα pode ser ligeiramente diferente do que o valor de referência.

2. Note que vindo dos teoremas 3.4 e 3.5 nos temos duas abordagens para obter intervalos de
confiança: a baseado no teorema thm:assim.dist que dá intervalos(θ̃L, θ̃U), e a baseada no teo-
rema 3.5 que d́a (θ̂L, θ̂U) para o par̂ametroθ . O intervalo baseado no teorema 3.4, são simples
de serem construı́dos, mais ñao possuem a importante propriedade de invariãncia, sendo assim, se
φ = g(θ) ent̃ao

{
g(θ̃L),g(θ̃U

}
=
{

g(θ̂ −Zα
2
[IE(θ)]−

1
2);g(θ̂ +Zα

2
[IE(θ)]−

1
2)
}
6=

{
g(θ̂)−Zα

2
|g′(θ)|[IE(θ)]−

1
2 ;g(θ̂)+Zα

2
|g′(θ)|[IE(θ)]−

1
2

}

a menos queg seja linear.

3. Intervalos de confiança construı́dos usando o teorema 3.4, são baseados na verossimilhança, mais
eles s̃ao baseados em uma log-verossimilhança correspondente a uma aproximaç̃ao quadŕatica
da funç̃ao log-verossimilhança exata. Entretanto nos podemos vero quanto bom o intervalo
de confiança(θ̃L, θ̃U) como uma aproximação para(θ̂L, θ̂U) por olhar o fechamento da log-
verossimilhança quadrática paraθ . Mesmo se a aproximação for boaé importante lembrar
que se o interessée em algum outro parâmetro φ = g(θ) e se considerar necessário inter-
valo de confiança paraφ . A melhor abordageḿe usar o intervalo baseado na verossimilhança
(φ̂L, φ̂U) = (g(θ̂L),g(θ̂U), mais desde quêθL e θ̂U não possam ser encontrados exatamente uma
aproximaç̃ao seŕa necesśaria. Examinando a log-verossimilhança paraφ acerca do m.l.e nos po-
demos ver que sel(φ) é mais enviesada quel(θ).

• Sel(φ) é menos enviesada a melhor abordagemé usar o intervalo aproximado(φ̃l , φ̃U).

• Sel(θ) é menos enviesada, então a melhor abordageḿe usar o intervalog(θ̃L);g(θ̃U).

3.3.4 Exemplos

Nesta seç̃ao nos consideramos com mais detalhes os exemplos 3.1 - 3.1 e uma faḿılia de
distribuiç̃oes denominada de ’famı́lia exponencial’.
Exemplo 3.1 (Cont):Normal com ḿedia desconhecida. Relembre

l(θ) = C− 1
2

n

∑
i=1

(xi −θ)2

e θ̂ = x̄ , Io(θ) = −l ′′(θ) = n. Note que sempre queIo(θ) é uma constanteIE(θ) = Io(θ). Aqui a
log-verossimilhançáe uma forma quadrática perfeita, assim

• a forma dos dois intervalos de confiança são iguais,(θ̂L, θ̂U) = (θ̃L, θ̃U).
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• Ambos intervalos s̃ao exatos,

consequentemente, o intervalo de 100(1−α) de confiança tem extremos em:

θ̂L = x̄−
√

cα
n

e θ̂U = x̄+

√
cα
n

onde aPrχ2 ≥ cα = α. Para uma amostra den = 25, a verossimilhança e o intervalo de confiança são
mostrados na figura 5.

Suponha agora que o interesse está emφ = PrX ≤ u = Φ(u− θ) parau desconhecido, então φ̂ =
Φ(u− θ̂) e (φ̂L, φ̂U) = Φ(u− θ̂L),Φ(u− θ̂U). A figura 6 mostra a log-verossimilhançaφ e o intervalo de
confiança(φ̂L, φ̂L) e (φ̃L, φ̃U). O trabalho para o intervalo(φ̂L, φ̂L) é como segue

Io(θ̂) = n g(θ) = Φ(u−θ)

assim
V[φ̂ ] = [g′(θ)]2[IE(θ)]−1 ≈ [g′(θ̂)]2[Io(θ̂)]−1 =

[
− 1√

2π
exp−

1
2(u−θ̂)2

]2 1
n

Consequentemente, o erro padrãoé dado por

se(φ̂) =

[
− 1√

2π
exp−

1
2(u−θ̂)2

]
1√
n

Resultados parãφL e φ̃U segue de sua definição.
Exemplo ?? - ExponencialRelembre que

l(θ) = nlogθ −θ x̄

e θ̂ = 1/x̄, Io(θ) = nθ−2. Note que desde queIo(θ) seja uma constanteIE(θ) = Io(θ). Aqui a log-
verossimilhançáe ligeiramente enviesada assim o intervalo de confiança aproximado(θ̃l , θ̃) não vai ser
exatamente igual a(θ̂l , θ̂u). O intervalo aproximado, obtido usando a informação observada, acerca do
m.l.e,é

θ̃l , θ̃l = θ̂(1−zz
α
/
√

n), θ̂(1+zz
α
/
√

n),

ou seja, como encontrado antes usando a abordagem de aproximaç̃ao. O intervalo de confiança baseado
na verossimilhança precisa de solução numerica, veja a Figuras 3.1. Claramente quandon aumenta
a aproximaç̃ao melhora, tomando uma forma razoável quandon > 100. Agora suponhaφ = P(X ≤
u) = 1− exp−θu é o interesse. A figura 7 mostra os três intervalos de confiança(φ̂l , φ̂l ), (φ̃l , φ̃u) e
(1−exp−θ̃uu,1−exp−tildeθl u) ( o menor intervalo) paran = 25 dados examinados eu = 0.75.

Exemplo 3.4.A variável aleat́oria, X, é chamada pertencente a familia exponencial uniparamétrica se

f (x;θ) = exph(θ)+k(x)+c(θ)t(x)

onde h,k,c e t são funç̃oes tais que
∫

R f (x;θ)dx = 1, ondeR é a dimens̃ao de X. E neste caso a
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verossimilhança para uma amostra i.i.dé

L(θ) =
n

∏
i=1

exph(θ)+k(xi)+c(θ)t(xi)

= expnh(θ)+
n

∑
i=1

k(xi)+c(θ)
n

∑
i=1

t(xi)

= expnh(θ)+k(x)+c(θ)t(x)

Assim,

l(θ) = nh(θ)+k(x)+c(θ)t(x), e

U(θ) = l ′(θ) = nh′(θ)+c′(θ)t(x)

= c′(θ)

[
t(x)+

nh′(θ)

c′(θ)

]

= c′(θ)[t(x)− τ(θ)]

ondeτ(θ) = −nh′(θ)
c′(θ) . Denomina-se o termoc(θ) de termo can̂onico et(x) de estat́ıstica suficiente. Vindo

do lema 1, 0= EU(θ) = c′(θ)[Et(X)− τ(θ)] assimEt(X) = τ(θ). A principal propriedade da faḿılia
exponenciaĺe que

Teorema 3.6.Se Xé pertencente a faḿıla exponecial, ent̃ao t(X) atinge o limite de Craḿer-Rao, ou
seja, Et(X) = τ(θ) e

Vart(X) = [τ ′(θ)]2[IE(θ)]−1

Isto é geralmente, visto como uma boa propriedade maisé bastante restritiva e nem sempre assegura
boas propriedades da verossimilhança. A caso particular onde issoé bomé quandoφ = c(θ) é o
parâmetro de interesse, este parâmetroé denominado de parâmetro can̂onico. para ilustrar isto tome
c(θ) = θ ent̃ao

l ′(θ) = nh′(θ)+ t(x) e l′′(θ) = nh′′(θ)

assim a posiç̃ao (altura) do ḿaximo depende dos dados, mas a curvatura e as derivadas de maior ordem
são independentes dos dados, dependendo apenas do tamanho daamostra, assim IE(θ) = Io(θ).

ExemploX ∼ N(θ ,1) ent̃ao,

f (x;θ) =
1√
2π

exp−
1
2(x−θ)2

= exp{−1
2

log(2π)− 1
2
(x2−2xθ +θ 2)}

aquih(θ) = −θ2

2 , k(x) = [− log(2π)−x2]/2, c(θ) = θ e t(x) = x. Aqui o par̂ametro can̂onicoé θ
assim a log-verossimilhança paraθ tem a curvatura independente dos valores amostrais.
Exemplo Uniforme: Relembre que a função de log-verossimilhançáe ñao quadŕatica para todon.
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Consequentemente as aproximações 3.3 e?? não podem ser usadas. Além dos mais este problema
de infer̂enciaé ñao regular, com as condições de regularidade R! e R3 não s̃ao atendidas. Ḿetodos
alternativos s̃ao necesśarios aqui e dadoc∗ = −2log(1−α).

Prova. Desde quêθl = θ̂ < θ̂u nos precisamosP(θ̂u ≤ θ) = 1−α. Entretando,

P(θ̂u ≤ θ) = P(θ̂ expc∗/(2n) ≤ θ)

= P(θ̂ ≤ θd) onde d = exp−c∗/(2n)

= P(max(X1, . . . ,Xn) ≤ θd)

= P(X1 ≤ θd, . . . ,Xn ≤ θd)

= [P(X1 ≤ θd)]n por independ̂encia

=

[
θd
θ

]n

= dn = 1−α

assim exp−c∗/2 = 1−α e segue o resultado.

3.4 Teste da raz̃ao de verossimilhança

Em alguns casos nos estamos interessados em testar se um certo valor de um par̂ametroé consistente
com os dados. Este valor,θ0, vem tipicamente tem alguma sugestão fisica conhecida do fenômeno ou de
ańalises anteriores. Nos podemos testar a hipótese que

θ = θ0 com a restriç̃ao de θ ∈ Ω

por comparar a verossimilhança sob cada uma das hipóteses. A verossimilhança sob o reinvindicaçãoé
L(θ0) considerando que o ḿaximo da verossimilhança paraθ ∈ Ω é

max
θ∈Ω

L(θ) = L(θ̂).

Assim comparando a verossimilhança nos temos que a verossimilhança relativa para a hipótesée

L(θ̂
L(θ0)

oulog

(
L(θ̂

L(θ0)
)

)
= l(θ̂ − l(θ0) = D(θ0)/2

assim a evid̂encia paraθ0 é testada vindo da deviance calculada no valor reinvidicado. Como in-
tervalos de confiança baseado na verossimilhança são derivados usando a deviance, segue que testar a
hipótese queθ = θ0 é equivalente a construir um intervalo de confiança e ver se ovalor reinvidicado está
dentro do intervalo. Tomando como exemplo o caso daN(θ ,1) (Exemplo 3.1). Se ¯x = 6.3 e n = 100
testar a hiṕoteseθ = 6 ao ńıvel de 5%. Aqui nos temos duas abordagens: uma construir o intervalo de
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confiança de 95% ou calcular a deviance em (5). O intervaloé

x̄±1.96/
√

n = 6.3±0.196= (6.104,6.496)

assim exclui a hiṕotese deθ = 6 assim a hiṕoteseé rejeitada ao ńıvel de 5%. Equivalentemente, a
deviancée

D(6) = n(x̄−6)2 = 100(6.3−6)2 = 9 > 3.94

assimé uma deviance significativa ao nı́vel de 5%. A conclus̃ao é que os valores deθ contidos no
intervalo de confiança de 95% são todos os valores deθ que s̃ao aceitos em um teste de hipótese com
ńıvel de 95%. Assim nos não precisamos examinar testes de hipóteses em mais detalhes, porque elas são
idênticos a construir intervalos baseados na verossimilhanc¸a.

3.5 Conclus̃oes

Nos temos visto que a construção de estimadores de Máxima verossimilhança e intervalos de
confiança associados, apresentam boas propriedades vindada funç̃ao de verossimilhança (ou log-
verossimilhança). Frequentemente calcularθ̂ , θ̂l , θ̂u requer ḿetodos nuḿericos, assim nos estudamos
aproximaç̃oes para a funç̃ao de log-verossimilhança, usando aproximações quadŕaticas que s̃ao justifica-
das comn→ ∞ para problemas de estimação regulares. Além disso, nos temos mostrado que além de ser
um estimador ĺogico, o estimador de Ḿaxima verossimilhançáe assint́oticamente omelhorestimador, e
comn→ ∞ é ñao - viesado além de atingir o limite mińımo de Craḿer-Rao.
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CAPÍTULO 4

VEROSSIMILHANÇA COM
MULTI-PARÂMETROS

Neste caṕıtulo ilustramos o corpo da função de verossimilhança para problemas de dimensão Z.
O conceito de estimados de máxima verossimilhançáe extendido de forma simples de um para dois
par̂ametros: no caso de dois parâmetros a posiç̃ao de ponto de ḿaximo na superfie de verossimilhança
sobre o espaço paramétrico. A extenç̃ao de um intervalo de confiança, para dois parâmetros requer o
conceito de região de confiança, ou seja, um conjunto bidimensinal. A enfaseaqui é examinar o corpo
que a regĩao de confiança tome em uma dimensão de problemas. Durante todo o capı́tulo toma-se
X1, ....,Xn sendo independentes v.a.

Exemplo 4.1.XI ∼ N(µ,σ2) comθ = (µ,σ) e aspaço paraḿetricoΩ = (−∞,∞)× (0,∞) . Consequen-
temente

L(θ) =
n

∏
i=1

1√
2πσ

e−
1

2σ2{(xi−µ)2}

l(θ) =
n

∑
i=1

−1
2

log2π − log σ − 1
2σ

2

(xi −µ)2

l(θ) = −n
2

log(2π)−nlog σ − 1
2σ2

n

∑
i=1

(xi −µ)2 (4.1)

Para uma amostra simulada com n=25µ = 10,σ −1 A Figura 4.1 mostra a log-verossimilhança,sob a
forma de contornos, traçado eml(θ) = l(θ̂)− j para j=1,.....,5
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Normal com media e variancia desconhecida
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Note que os contornos são razoavelmente elı́pticos, com maior e menos ares pralelas os parâmetros,
o verdadeiro valor aparece no contorno mais forte, a log-verossimilhançáe quadŕatica com respeito
a µ,assimé siḿetrica sobreµ̂ , já a funç̃ao é assiḿetrica com respeito aσ . Pode-se ver uḿunico
par̂ametro, fixando um parâmetro e olhando a secção transversal para o outro.́E útil considerar isto
porque esta superfı́cie tem contornos razoavelmente elı́pticos: neste caso mudar a média dos dados não
muda a variaç̃ao, assim ñao existe relacionamento entre os parâmetros

Exemplo 4.2.Xi ∼Uni f orme(a,b), ent̃aoθ = (a,b) comΩ = {−∞ < a < b < ∞}

f (x;θ) =

{
(b−a)−1 para a≤ x≤ b

0 caso contŕario

Assim
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L(θ) =

{
(b−a)−n para a≤ xi ≤ b para todoi = 1, . . . ,n

0 caso contŕario

i.e.

l(θ) =

{
−nlog(b−a) se a≤ min(x1, . . . ,xn) emax(x1, . . . ,xn) ≤ b

−∞ caso contŕario

Para uma amostra simulada comn = 25 e(a = 0b = 1). A Figura 4.2 mostra a log-verossimilhança
com seus contornos, delineadas coml(θ) = l(θ̂)− j para j = 1, ....5.

Distribuicao Uniforme
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Aqui θ̂
{

â, b̂
}

ondeâ = minx1, ...,xn e b̂maxx1, ...,xne os contornos estão longe de ser elı́pticos, na
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verdade s̃ao linhas constantes nos valores de b-a. A linha pontilhada abaixo é a verossimilhança em
−in f ty. Para a região de confiança precisamosda deviance e do valor dc∗ . Aqui

D(θ) = n{log(b−a)− log[max(x1, . . . ,xn−min(x1, . . . ,xn))]} ≤ c∗

Assim a linhab = a+{max(x1, ...,xn)−min(x1, ...,xn)}exp{c∗/2n} da forma ao lado da região, ou
seja, a regĩao da confiançáe triangular com a melhor estimativa sendo um cantodestaregião. O valor
dec∗ não pode ser obtida por ḿetodo simples para esse exemplo, para resolver precisamos de métodos
similares aos usados paraU(0,θ) como no Exemplo 3.2 comθ=6.

Exemplo 4.3.
X ∼ Γ(α,β )

θ = (α,β ) e Ω = (0,∞)× (0,∞)

f (x,θ) =
β α

Γ(α)
xα−1eβx

onde

Γ(α) =
∫ ∞

0
sα−1e−sds e E(X) =

α
β

Conseqûentemente

L(θ) =
n

∏
i=1

{
β α

Γ(α)
xα−1eβx

}

=

(
β α

Γ(α)

)n

e−β ∑x
n

∏
i=1

xα−1

l(θ) = nα log(β )−nlog[Γ(α)]−β
n

∑
i=1

xi +(α −1)
n

∑
i=1

log(xi) (4.2)

Para uma amostra simulada comn = 25 eα = 5 β = 4. A Figura 4.3 mostra a log-verossimilhança
e suas curvas de nı́veis em forma de contorno eml(θ) = l(θ̂)− j para j = 1, ...,5.

Aqui o valor verdadeiro está dentro do contorno superior, os contornos são elipticos com os maiores
e menores eixos não alinhados com o eixo dos parâmetros.
ParaX ∼ Γ(α,β ) temos.



4 Verossimilhança com multi-parâmetros 45
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E(X) =
α
β

=
4
5

Para manter constante o valor deE[X] = α/β ao aumentarmosα nós devemos aumentarβ igualmente
,assim ńos podemos esperar o relacionamento entre estes parâmetros , como mostra no gráfico.

Nota. Se fixarmosα = 5 ent̃ao a abrangencia de valores plausiveis paraβ seŕa substancialmente redu-
zido.

Exemplo 4.4.Xi ∼N(α +βz,σ2) i.e. um modelo de regressão com varíaveis (conhecidas) explanatórias
(z1, . . . ,zn), ent̃aoθ = (α,β ,σ) e Ω = (−∞,∞)× (0,∞). Assim

L(θ) =
n

∏
i=1

{
1

(2π)1/2σ
exp{− 1

2σ2(xi −α −βzi)
2}
}
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l(θ) =
n

∑
i=1

{
−1

2
log(2π)− log(σ)− 1

2σ2(xi −α −βzi)
2
}

l(θ) = −n
2

log(2π)−nlog(σ)− 1
2σ2

n

∑
i=1

(xi −α −βzi)
2 (4.3)

Para uma amostra simulada com n=25,Zi = ipara todo i,e(α = 10,β = 0,2,σ = 1). A Figura 4.4
mostra os dados .

5 10 15 20 25

10
12

14
16

i

x i

Embora este seja um problema de três par̂ametros ilustra-se a superfı́cie da log-verossimilhança
separadamente para(α,β ),(α,σ) nas Figuras 4.4,4.4 e 4.4 respectivamente. Em cada figura os três
par̂ametros s̃ao tomados como sendo as verdadeiras valores para o determinado par̂ametro. Em cada
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gráfico a funç̃ao de log-verossimilhançáe mostrada em termos de suas curvas de nı́vel, delineadas em
l(θ) = l(θ̂)− j para j=1,...,5.
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Para(αiβ ) os contornos s̃ao eĺıpticos, mas os maiores e menores eixos não s̃ao paralelos ao eixo dos
par̂ametros, e os verdadeiros valores estão no espaço contido na segunda curva de nı́vel.A raz̃ao para o
relacionamento entreαeβ é tal que

E(Xi) = α +βzi (= α +βi)

Para manter a ḿedia constantée necesśario que seα é almentado então β tem que diminuir e
vice-versa.
Para(α,σ)e(β ,σ) as curvas de nı́vel s̃ao razoavelmente elı́pticas como menos e mais valores do eixo, e
são paralelos aos parâmetros.
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Modelos de Regressao
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Exemplo 4.5. Xi ∼ N(α∗ +β ∗(zi − z̄),σ2), comz̄= ∑n
i=1zi i.e. um modelo de regressão com a mesma

estrutura do modelo no Exemplo 4.4, mas aqui parametrizado por:

β ∗ = β e α∗ = α +β z̄,

Comθ = (α∗,β ∗,σ) e Ω = (−∞,∞)× (0,∞).
Aqui α∗ é o valor esperado para a média da varíavel,

E(Xz̄) = α∗

o qual para dados simulados comZi = i e n=25 forneceE(X13) = α∗. Este par̂ametro est́a menos
dependente deβ queα, o intercepto. De 4.3 resulta
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Modelos de Regressao
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l(θ) = −n
2

log(2π)−nlog(σ)− 1
2σ2

n

∑
i=1

[xi −α∗−β ∗(zi − z̄)]2

Sendo que(α∗,β ∗) são uma simples reperametrização de (α,β ). A Figura 4.5 mostra a
log-verossimilhança baseado nos dados de Exemplo 4.4 com as curvas de ńıvel delineadas em
l(θ) = l(θ̂)− j para j=1,...,5.

Aqui a log-verossimilhançáe muito simples então(α,β ) como os contornos são eĺıpticos, mas aqui
os eixos maiores e menores são paralelos: istóe porque nossa nova parametrização tomou os eixos na
mesma proporç̃ao.

Exemplo 4.6. (N1,N2,N3) são varíaveis aleat́orias multinomiais(θ1,θ2,θ3) ondeθ1 + θ2 + θ3 = 1, e
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Modelos de Regressao
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0≤ θi ≤ 1 parai = 1,2,3. Isso possue a função massa de probabilidade.

p(n1,n2,n3) =
n!

n1!n2!n3!
θ n1

1 θ n2
2 θ n3

3

onden = n1 +n2 +n3.

MOTIVAÇ ÃO: Se um experimento tem 32 possı́veis resultados com probablidadesθ1,θ2,θ3. Em
n dependentes e identicos ensaios se Ni dentro o número de vezes que ocorre o resultadoé ent̃ao
(N1,N2,N3) seguem a distribuiç̃ao trinomial,(N1 +N2 +N3) = N, os valores observadosN1,N2,N3.
Note que se existem 2 possibilidades de resultado então a distribuiç̃aoé Binomial.
A verossimilhançáeL(θ) = p(N1,N2,N3) assim
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l(θ) = log(n!)− log(n1!)− log(n2!)− log(n3!)+n1 log(θ1)+n2 log(θ2)+n3 log(1−θ1−θ2).

Comθ = (θ1,θ2) e Ω = {(θ1,θ2) : 0≤ θi ≤ 1i = 1,2,3}.
Para uma amostra simulada com n=25 eθ1 = 1/3,θ2 = 1/3 a Figura 4.6 mostra a log-verossimilhança,
e suas curvas de nı́vel delineadas coml(θ) = l(θ̂)− j para j=1,...,5.
Aqui por causa das restrições no espaço paramétrico as curvas de nı́vel s̃ao parecidos com um triângulo,
mas proximo do ḿaximo os contornos ainda são razoavelmente elı́pticos.
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Exemplo 4.7.Considere os dados mostrados na Figura 4.7. Aqui os valores deX representam uma morte
(ni −1) ou ñao(xi = 0) que pode ocorrer depois de um tratamento e oZi são varíaveis explicativas, da
pessoa i . Aqui a variável explanat́oria pode ser o peso do indivı́duo. Assim na Figura 4.7 obesrva-se
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que indiv́ıduos mais pesados tem maior probabilidade de morrer.
Um modelo de regressão comum ñao apropriado aqui porque a variável observada certamente nãois egue
o modelo normal. A variável observadaXi é uma v.a Bernoulli com probabilidade de 1 sendo p.
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i

x i

Xi =

{
1 com probabilidadepi

0 com probabilidade 1− pi

Assim E(Xi) = 1× pi + 0× (1− pi) = pi. Consequentemente a tendência no valor esperado cor-
responde a tendência na probabilidade,pi não pode ser uma função linear, porquée restrita a estar non
intervalo[0,1]. Uma abordagem apropriadaé o uso de uma função de ligaç̃ao para transformar[0,1] em
(−∞,∞). aqui toma-se a função de ligaç̃ao como sendo:



4 Verossimilhança com multi-parâmetros 53

log

(
pi

1− pi

)
= α +βzi

= α∗ +β ∗(zi − z̄)

Usa-se a parametrização alternativa para mostrar uma aplicação do Exemplo??assim

pi =
exp{α∗ +β ∗(zi − z̄)}

1+exp{α∗ +β ∗(zi − z̄)}

A verossimilhançapara um indivı́duo ser classificadóe

pIi
i (1− pi)

1−Ii =

{
pi seIi = 1

1− pi seIi = 1

onde

Ii =

{
1 se mortée a i-esima classificação

0 se a i-esima classificaçãoé vida

Consequentemente a verossimilhança para classificar todo os indiv́ıduosé

L(θ) =
n

∏
i=1

pIi
i (1− p)1−Ii

Assim

l(θ) =
n

∑
i=1

{Ii logpi +(1− Ii)log(1− pi)}

∑1 logpi +∑0 log(1− pi)

Onde∑1 é a soma dos indivı́duos que morreram e∑0 é a soma dos indivı́duos que ñao morreram.
Para uma amostra simulado comn= 50 e(α∗ = 0,β ∗ = 0.1). A Figura 4.7 mostra a log-verossimilhança
e suas curvas de nı́vel delineadas coml(θ) = l(θ̂)− j para j=1,....5.
Aqui o verdadeiro valor está dentro da curva superior, e as curvas são s̃ao eĺıpticas e praticamente para-
lelas ao eixo.
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CAPÍTULO 5

RESULTADOS PARA VEROSSIMILHANÇA
COM MÚLTIPLOS PARÂMETROS

No caṕıtulo 4 examina-se a superfı́cie da verossimilhança para uma variedade de problemas. Vinda
do caṕıtulo 2 a definiç̃ao b́asica de intervalo de confiança baseado na verossimilhança é o conjunto

{θ ∈ Ω : D(θ) ≤ c∗}

Entretanto, ainda ñao se sabe como escolher os valores dec∗, no casod-dimensional; aĺem disso,
não se sabe quais caracterı́sticas da amostra influenciam a superfı́cie da verossimilhança, a posição
do estimador de ḿaxima verossimilhança, e a região de confiança. Enfrentou-se este problema no
Caṕıtulo 3 e tem-se um progresso através da funç̃ao de log-verossimilhança aproximada, usando
resultados para quandon→ ∞. .Isto corresponde a aproximar a superfı́cie de verossimilhança por uma
vers̃ao d- dimensional da aproximação quadŕatica usada para verossimilhança simples. Ilustra-se isso
para os problemas com dois parâmetros.

Exemplo 5.1.Xi ∼ N(µ,σ2), ent̃aoθ = (µ,σ). Da equaç̃ao ref()

l(θ) = −n
2

log(2π)−nlogσ − 1
2σ2

n

∑
i=1

(xi −µ)2.

e da Figura 4.1observa-se que os contornos são razoavelmente elipticos, que corresponde a uma
superf́ıcie sendo aproximada por uma superfı́cie quadŕatica bidimensional.Assim, considera-se a
aproximaç̃ao da log-verossimilhança usando séries de Taylor em torno do estimador de máxima
verossimilhança. Primeiro encontra-se o estimador de máxima verossimilhança e as suas derivadas dadas
por:
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∂
∂ µ

l(θ) =
1

σ2

n

∑
i=1

(xi −µ)

∂
∂ µ

l(θ) = − n
σ

+
1

σ3

n

∑
i=1

(xi −µ)2

Para obter o ḿaximo precisa-seθ = θ̂ onde

∂
∂ µ

l(θ̂) = 0 e
∂

∂σ
l(θ̂) = 0.

Consequentemente tem-se que

1
σ̂2

n

∑
i=1

(xi − µ̂) = 0 ent̃ao µ̂ = x

e paraσ tem-se

0 = − n
σ̂

+
1

σ̂3

n

∑
i=1

(xi − µ̂)2 = 0 ent̃aoσ̂ =

(
1
n

n

∑
i=1

(xi −x)2

)1/2

.

As segundas derivadas são:

∂ 2

∂ µ2 l(θ) = − n
σ2

∂ 2

∂σ2 l(θ) =
n

σ2 −
3

σ4

n

∑
i=1

(xi −µ)2

∂ 2

∂ µσ
l(θ) = − 2

σ3

n

∑
i=1

(xi −µ),

que avaliados nos estimadores de máximaverossimilhança são

∂ 2

∂ µ2 l(θ̂) = − n
σ̂2

∂ 2

∂σ2 l(θ̂) =
n

σ̂2 −
3

σ̂4

n

∑
i=1

(xi −µ)2 =
n

σ̂2 −
3n
σ̂4

1
n

n

∑
i=1

(xi −x)2 =
n

σ̂2 −
3nσ̂2

σ̂4 = −2n
σ̂2

∂ 2

∂ µσ
l(θ̂) = − 2

σ̂3

n

∑
i=1

(xi − µ̂),

Assim a aproximaç̃ao em śeries de Tayloŕe

l(θ) ≈ l(θ̂)+(µ − µ̂)
∂

∂ µ
l(θ̂)+(σ − σ̂)

∂
∂σ

l(θ̂)+

+
1
2
(µ − µ̂)2 ∂ 2

∂ µ2 l(θ̂)+
1
2
(σ − σ̂)2 ∂ 2

∂σ2 l(θ̂)+(µ − µ̂)(σ − σ̂)
∂ 2

∂ µ∂σ
l(θ̂)

≈ l(θ̂)+0+0− n
2σ̂2(µ − µ̂)2− n

σ̂2(σ − σ̂)2 +0.
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Sendo assim adeviancée

D(θ) ≈ n
σ̂2(µ − µ̂)2 +

2n
σ̂2(σ − σ̂)2,

queé a equaç̃ao de uma elipse com os maiores e menores eixos paralelos ao eixo dos par̂ametros. Note
que comprimento dos eixos maior e menor são determinados pelas segundas derivadas em relação a cada
um dos par̂ametros.
Os contornos mostrados paral(θ) = l(θ̂)− j são equivalentes paraD(θ)/2= 1, . . . ,5. Do ap̂endice sobre
elipses (veja Seção 6.2), parece que a razão para os contornos da log-verossimilhança serem paralelos
aos eixos paraḿetricosé que o termo do produto cruzado não est́a presente emD(θ) o qual deve-se
porque

∂ 2

∂ µ∂σ
l(θ̂) = 0,

a esta propriedade denomina-seortogonalidadeentre os par̂ametros.

Exemplo 5.2.Xi ∼ N(α +βzi,σ2). Da equaç̃ao ref(), fizandoσ = 1 tem-se

l(θ) = −n
2

log(2π)− 1
2

n

∑
i=1

(xi −α −βzi)
2.

No Caṕıtulo 3 explicou-se que suas curvas de nı́vel eram eĺıpticas, mas ñao paralelas aos eixos. Aqui
examinaremos como encontrar uma superfı́cie para o estimador de máxima verossimilhança através
da aproximaç̃ao da funç̃ao de log-verossimilhança. Inicialmente obtem-se os estimadores de ḿaxima
verossimilhança e suas derivadas por:

Para obter o ḿaximo precisaremosθ = θ̂ onde

∂
∂α

l(θ̂) = 0 e
∂

∂β
l(θ̂) = 0.

Aqui tem-se que

β̂ =
∑n

i=1(xi −x)(zi −z)

∑n
i=1(zi −z)2

e

α̂ = x− β̂z

(veja MATH 235). As segundas derivadas são
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∂ 2

∂α2 l(θ) = −n

∂ 2

β 2 l(θ) = −
n

∑
i=1

z2
i

∂ 2

∂α∂β
l(θ) = −

n

∑
i=1

zi

Al ém disso a śerie de Taylor aproximadáe

l(θ) ≈ l(θ̂)+(α − α̂)
∂

∂α
l(θ̂)+(β − β̂ )

∂
∂β

l(θ̂)+

+
1
2
(α − α̂)2 ∂ 2

∂α2 l(θ̂)+
1
2
(β − β̂ )2 ∂ 2

∂β 2 l(θ̂)+(α − α̂)(β − β̂ )
∂ 2

∂α∂β
l(θ̂)

≈ l(θ̂)+0+0− n
2
(α − α̂)2− 1

2

n

∑
i=1

z2
i (β − β̂ )2−

n

∑
i=1

zi(α − α̂)(β − β̂ ).

Assim a Deviancée

D(θ) ≈ n(α − α̂)2 +
n

∑
i=1

z2
i (β − β̂ )2 +2

n

∑
i=1

zi(α − α̂)(β − β̂ ).

Veja que aqui o produto cruzado da equação da elipse ñaoé zero, estáe a raz̃ao para as curvas de nı́veis
não serem paralelas aos eixos dos parâmetros.

Exemplo 5.3.Xi ∼ N(α +β (zi −z),σ2). Comσ = 1 fixo tem-se

l(θ) = −n
2

log(2π)
n

∑
i=1

(xi −α∗−β ∗(zi −z))2.

Segue que

∂ 2

∂α∗∂β ∗ l(θ) = −
n

∑
i=1

(zi −z) = 0,

que explica o porque que esta reparametrização faz a log-verosimilhança serem curvas de nı́veis paralelos
aos eixos.

Exemplo 5.4.Xi ∼ Γ(α,β ). Recordando a expressão 4.2 tem-se

l(θ) = nα logβ +(α −1)
n

∑
i=1

logxi −β
n

∑
i=1

xi −nlogΓ(α).

Aqui
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∂
∂α

l(θ) = nlogβ +
n

∑
i=1

logxi −n
Γ′(α)

Γ(α)
,

e

∂
∂β

l(θ) =
nα
β

−
n

∑
i=1

xi ,

ent̃ao para encontrar o estimador de máxima verossimilhança precisa-se resolver

∂
∂α

l(θ̂) = 0 e
∂

∂β
l(θ̂) = 0.

Aqui

β̂ =
α̂
x

,

e α̂ satisfaz

nlogα̂ −nlogx+
n

∑
i=1

logxi −n
Γ′(α̂)

Γ(α̂)
= 0,

que necessite claramente de alguma solução nuḿerica. As segundas derivadas emθ̂ são

∂ 2

∂α2 l(θ̂) = −n

[
Γ′′(α̂)

Γ(α̂)
−
(

Γ′(α̂)

Γ(α̂)

)2
]

∂ 2

β 2 l(θ̂) = −nα̂
β̂ 2

∂ 2

∂α∂β
l(θ̂) =

n

β̂
.

Note que aqui a derivada mistaé positiva, enquanto que a derivada mista no Exemplo 4.4 foi negativa,
explicando a diferença na direçao do gradiente em relação aos maiores eixos nos dois exemplos.

5.1 Resultados e Notaç̃ao

Os resultados são muito similares aos da Seção 2.3, exceto a notação da funç̃ao escore quée mais
difı́cil, a funç̃aoU(θ) é substitúıda por um vetorU(θ)

U(θ) = (U1(θ), . . . ,Ud(θ))T

=

(
∂

∂θ1
l(θ), . . . ,

∂
∂θd

l(θ)

)T

,
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é o vetor gradiente para a log-verossimilhança. Também os termos informação IO(θ) e IE(θ) são subs-
tituı́dos pelas matrizes

IO(θ) =





− ∂ 2

∂θ2
1
l(θ) . . . . . . − ∂ 2

∂θ1∂θd
l(θ)

. . . . . . − ∂ 2

∂θi∂θ j
l(θ) . . .

. . . − ∂ 2

∂θ j ∂θi
l(θ) . . . . . .

− ∂ 2

∂θd∂θ1
l(θ) . . . . . . − ∂ 2

∂θ2
d
l(θ)





e

IE(θ) =





E
{
− ∂ 2

∂θ2
1
l(θ)

}
. . . . . . E

{
− ∂ 2

∂θ1∂θd
l(θ)

}

. . . . . . E
{
− ∂ 2

∂θi∂θ j
l(θ)

}
. . .

. . . E
{
− ∂ 2

∂θ j ∂θi
l(θ)

}
. . . . . .

E
{
− ∂ 2

∂θd∂θ1
l(θ)

}
. . . . . . E

{
− ∂ 2

∂θ2
d
l(θ)

}





a matriz Hessiana, a esperança da matriz Hessiana, para a log-verossimilhança.
Lema 4: E{U(θ)} = 0 eVarU(θ) = E{IO(θ)} = IE(θ).
Prova: Similar ao Lema 1.

Note que a varîancia do vetor(U1, ...Ud)
T é a matriz com entradas





Cov(U1,U1) . . . . . . Cov(U1,Ud)
. . . . . . Cov(Ui,U j) . . .
. . . Cov(U j ,Ui) . . . . . .

Cov(Ud,U1) . . . . . . Cov(Ud,Ud)





ondecov(Ui,Ui) = Var(Ui). Uma propriedade geral deIO(θ̂) e IE(θ) é que elas s̃ao matrizes definidaz
positivas, as quais mensuram a curvatura observada deθ̂ e a curvatura esperada, emθ , nas respectivas
superf́ıcies de log-verossimilhança.

Exemplo 5.5.Xi ∼ N(µ,σ2) ent̃aoθ = (µ,σ). Aqui

U(θ) =

{
1

σ2

n

∑
i=1

(xi −µ),− n
σ

+
1

σ3

n

∑
i=1

(xi −µ)2

}T

e

IO(θ) =

( n
σ2

2
σ3 ∑n

i=1(xi −µ)
2

σ3 ∑n
i=1(xi −µ) 3

σ4 ∑n
i=1(xi −µ)2− n

σ2

)

ent̃ao
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IO(θ̂) =

( n
σ2 0
0 2n

σ̂2

)
.

Desde que

E{
n

∑
i=1

(Xi −µ)} =
n

∑
i=1

(E(Xi)−µ) = 0

e

E{
n

∑
i=1

(Xi −µ)2} =
n

∑
i=1

E{(Xi −µ)2} = nσ2,

tem-se que

IE(θ) =

( n
σ2 0
0 2n

σ2

)
.

Exemplo 5.6.Xi ∼ Γ(α,β ). Aqui

U(θ) =

{
nlogβ +

n

∑
i=1

logxi −n
Γ′(α)

Γ(α)
,
nα
β

−
n

∑
i=1

xi

}T

e

IO(θ) = IE(θ) =

(
n
[
Γ′′(α)/Γ(α)− (Γ′(α)/Γ(α))2

]
−n/β

−n/β nα/β

)
.

Finalmente, retornando ao caso geral multi-parâmetrico precisa-se das extensões (2.3) e (2.4) paral(θ),
ou seja, a expansão de Taylor multi-par̂ametros. As correspondentes expansões, dadas na Seção 6.1, em
termos de notaç̃ao de verossimilhança são:

l(θ) ≈ l(θ̂)+(θ − θ̂)TU(θ̂)− 1
2
(θ − θ̂)T IO(θ ∗)(θ − θ̂) para|θ ∗−θ | ≤ |θ̂ −θ | (5.1)

U(θ) = −U(θ̂)− (θ − θ̂)T IO(θ+) para |θ+−θ | ≤ |θ̂ −θ |, (5.2)

onde (5.2)́e uma equaç̃ao vetorial. Da equação (5.1) tem-se que a deviance satisfaz

D(θ) ≈ 2[l(θ̂)−{l(θ̂)+(θ − θ̂)TU(θ̂)− 1
2
(θ − θ̂)T IO(θ ∗)(θ − θ̂)}]

≈ (θ − θ̂)T IO(θ ∗)(θ − θ̂)

≈ (θ − θ̂)T IO(θ̂)(θ − θ̂),

ent̃aoD(θ) pode ser positiva desde queIO(θ̂) seja uma matriz definida positiva.
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5.2 Principais Resultados

Esta seç̃ao foca-se em resultados de teoremas, mas não atrav́es de demonstrações as quais apenas
ser̃ao dadas completamente e como referência na Seç̃ao 4.2.1.

Teorema 5.1.- Para um problema de estimação regular, no limite com n⇒ ∞, seθ é o verdadeiro valor
do par̂ametro, ent̃ao

θ̂ ∼ NMd(θ , IE(θ)−1),

ou seja, a distribuiç̃ao assint́otica deθ̂ é uma normal multivariada com matriz de variância-covarîancia
dada pela inversa da matriz de informação esperada.

Corolário. - Qualquer termo assintoticamente equivalente aIE(θ) pode ser usado no Teorema 4, então

θ̂ ∼ NMd(θ , IE(θ̂)−1)

θ̂ ∼ NMd(θ , IO(θ)−1)

θ̂ ∼ NMd(θ , IE(θ̂)−1).

Teorema 5.2.- Para um problema regular de estimação, no limite com n→ ∞, seθ é o verdadeiro valor
do par̂ametro ent̃ao

D(θ) = 2[l(θ̂)− l(θ)] ∼ χ2
d .

5.2.1 Prova do Principais Resultados

Três resultados técnicos para vetores aleatórios s̃ao necesśarios para as provas dos Teoremas 5.1 e
5.2.
Resultado 1:Para um vetor aleatório d-dimensionalY com matriz de varîancia-covarîanciaΣ, eA uma
matrizdxdent̃ao

Var(AY) = AΣAT ,

ent̃ao, por exemplo, seA = Σ−1 ent̃ao

Var(Σ−1Y) = Σ−1Σ(Σ−1)T

= Σ−1Σ(Σ−1) desde queΣ−1 seja siḿetrica
= Σ−1.

Resultado 2: (Teorema Central de Limite Multivariado) Suponha queY é um vetord-dimensional
com vetor de ḿediaµ e matriz de varîancia-covarîanciaΣ. SeY1, ...,Yn, é uma seqûencia i.i.d de valores
aleat́orios seguindo a mesma distribuição deY, ent̃ao se
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Sn =
n

∑
i=1

Yi (componente soma do primeiron)

tem-se que

n−1/2[Sn−E(Sn)] = n−1/2[Sn−nµ] ∼ NMd(0,Σ) comn→ ∞.

Resultado 3:SeY ∼ NMd(0,Σ) ent̃aoYTΣ−1Y ∼ χ2
d.

Prova do Teorema 5.1:Usando a expressão (5.2), desde quêθ → θ ent̃aoθ+ → θ e U(θ̂) = 0, tem-se
que

U(θ) ≈ (θ̂ −θ)T IO(θ).

Usando a aproximaçãoIE(θ) ≈ IO(θ) tem-se que

(θ̂ −θ) ≈ IE(θ)−1U(θ).

Do Resultado 1 e do Lema 4 tem-se que a variância do vetor no lado direitóe IE(θ) e a ḿedia é 0.
ComoU é a soma de variáveis aleat́orias ent̃ao o resultado do Teorema Central do Limite Multivariado
(resultado 2).
Prova do Teorema 5.2:Usando a expressão (5.1) desde quêθ → θ ent̃ao θ ∗ → θ e mboxU(θ̂) = 0,
tem-se

D(θ) ≈ (θ̂ −θ)T IE(θ)(θ̂ −θ).

Do Teorema 5.1̂θ −θ ∼ NMd(0, IE(θ)−1), ent̃ao usando o Resultado 3 segue o resultado.

5.3 Discuss̃ao dos Principais Resultados

Os Teoremas 5.1 e 5.2 resultam que:

• O estimador de ḿaxima verossimilhançâθ deθ é assint́oticamente ñao-viciado, istóe,E(θ̂)→ θ .

• AssintoticamenteV(θ̂)→ IE(θ)−1, o qual, por uma versão multivariada do limite de Cramer-Rao,
é o melhor posśıvel.

• SeJ = IE(θ)−1, ent̃aoVar(θ̂) = J, sendo que J́e uma matriz siḿetrica e definida positiva, com

elementosJi, j =Cov(θ̂i, θ̂ j) ent̃aoJi,i é a varîancia deθ̂i . Denomina-seJ1/2
i,i , istoé, a raiz quadrada

do i-ésimo termo da diagonal principal, o desvio-padrão deθ̂i .

• Geralmente o desvio-padrão deθ̂i nãoé dado por
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{
E

[
− ∂ 2

∂σ2
i

l(θ)

]}−1/2

= [IE(θ)i,i]
−1/2,

ondeIE(θ)i,i é o i-́esimo elemento da diagonal da matriz de informação esperada, ou seja, a raiz
quadrada da matriz de informação esperada sobθi , pressumindo que os outros parâmetros s̃ao
conhecidos. A diferença entre as duas expressões para o desvio-padrão, dado aqui e no Capı́tulo 3,
aparece vindo da incerteza adicional emθ̂i, vindo das estimativas de todos os outros elementos do
vetorθ .

• Ortogonalidade: Quando

E

[
− ∂ 2

∂σi∂σ j
l(θ)

]
= 0, para todoi e j(i 6= j).

ou

− ∂ 2

∂σi∂σ j
l(θ̂) = 0, para todoi e j(i 6= j).

é dito que os parâmetros s̃ao ortogonais . Nestes casos a matriz de informação esperada, ou
observada,́e uma matriz diagonal e assim o desvio-padrão deθ̂i é dado por[IE(θ)i, i]−1/2. O bom
da ortogonalidaddée que a falta de conhecimento sobreθ j não inflûencia a precis̃ao na estimaç̃ao
de θ̂i.

• Pelos argumentos da Seção 1.3, tem-se que o estimador mais sensı́vel de uma regĩao de confiança
é da forma

{θ ∈ Ω : D(θ) < c∗}

para alguns valores dec∗. Pode-se escolherc∗ baseado em justificativas assintóticas de queD(θ)∼
χ2

d é uma escolha razoavel parac8 = cα , com Pr{χ2
d ≥ cα} = α, por exemplo seα = 0.05 ent̃ao

d cα l(θ̂)
1 3.84 1.92
2 5.99 3.00
3 7.81 3.90
4 9.49 4.75
5 11.07 5.53
6 12.59 6.25

Estas s̃ao as regĩoes de confiança de aproximadamente 100(1−α)%. Assim regĩoes de confiança
foram discutidas no Capı́tulo 3, correspondendo as curvas de nı́vel apresentadas nas figuras.

• Regĩoes de confiança obtidos usando este resultado são as eĺıpses obtidas no inı́cio deste caṕıtulo.
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5.4 Exemplos

Exemplo 5.7.Xi ∼ N(µ,σ2). Do Teorema 4 tem-se quêθ = (µ̂ , σ̂)T é assintoticamente

θ̂ ∼ NM2

(
θ ,

(
σ2

n 0

0 σ2

2n

))
,

desde que

IE(θ)−1 =

(
σ2

n 0

0 σ2

2n

)
.

Disto segue que o erro-padrão paraµ̂ éσ/n1/2 e que o desvio-padrão paraσ̂ éσ/(2n)1/2. Note que eles
são os mesmos para cada um dos parâmetros separadamente se o outro for considerado conhecido. Esta
agrad́avel caracterı́stica de Ñao aumentar a incerteza se os parâmetros s̃ao conhecidos ou nãoé devido a
ortogonalidade dos parâmetros.
Note tamb́em queµ̂ e σ̂ são varíaveis ñao-correlacionadas desde que os elementos fora da diagonal
sejam zero, outra vez uma caracterı́stica da ortongalidade.

Exemplo 5.8.Xi ∼ Γ(α,β ). Do Teorema 4 tem-se quêσ = (α̂ , β̂ )T é assintoticamente

θ̂ ∼ NM2

(
θ ,det−1

(
nσ
β 2

n
β

n
β n[Γ′′(α)/Γ(α)− (Γ′(α)/Γ(α))2]

))
,

onde

det=

(
n
β

)2

(α[Γ′′(α)/Γ(α)− (Γ′(α)/Γ(α))2]−1),

o determinante deIE(θ). Dele segue que o desvio-padrão deθ̂ é

(
α

α[Γ′′(α)/Γ(α)− (Γ′(α)/Γ(α))2]−1

)1/2

n−1/2,

e o desvio-padrão deβ̂ é

(
β [Γ′′(α)Γ(α)− (Γ′(α)/Γ(α))2]

α[Γ′′(α)/Γ(α)− (Γ′(α)/Γ(α))2]−1

)1/2

n−1/2,

note que o desvio-padrão para cada parâmetroé diferente quando o outro parâmetroé conhecido, ou
seja, seα é conhecido o desvio-padrão deβ̂ seŕa
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(
β
nα

)1/2

.

Finalmente, note também que a correlação entreα̂ e β̂ é positiva, a quaĺe consistente com as curvas de
ńıvel da Figura 4.3.
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CAPÍTULO 6

PARÂMETRO DE INTERESSE

No Caṕıtulo 2 cosiderou-se uma variedade de exemplos motivacionais, destes exemplos 1.2,1.3 e
1.4 s̃ao multipar̂ametros. Por exemplo 1.2 os valores de todos os parâmetros desconhecidos foram de
interesse, no exemplo 1.3 uma funçãog(θ) do par̂ametro desconhecido foi de interesse, no exemplo 1.4
um componente do vetor paramâtrico foi o interesse.
No caṕıtulo 4 tem muitos exemplos similares ao exemplo 1.2, mas não fora discutidos as versões parti-
culares dos outros dois exemplos .
Ambos exemplos 1.3 e 1.4 são casos especiais de problemas de parâmetros de interesse , que são formu-
lados como segue:
Suponha que observasões s̃ao realizadas de uma variável aleat́oria com distribuiç̃ao de probabilidade
com par̂ametro desconhecidoθ . Se somente um parâmetroφ = g(θ), chamado de parâmetro de inte-
resses , então restante dos parâmetros s̃ao denominados de parâmetros perfilhados, que podem ser ecrito
comoλ = (λ1, ...,λd−1), ou seja, o parâmetro desconhecidoθ = (φ ,λ ). Não se obteve real interesse nas
estimativas paraλ ou da precis̃ao destas estimativas entretanto desde que são desconhecidos, devem-se
levar em considerações certas caracteristicas da estimação deλ ao estimar a variabilidade dêφ .

Exemplo 6.1. φ = (µ,σ). No primeiro caso

φ = p = 1−φ(
u−µ

σ
) = g(θ)

logo λ = σ . No segundo caso

φ = u = µ +σφ−1
(1− p0) = g(θ), e λ = σ

Exemplo 6.2. θ = (α,β1, ...,βd,σ), agora

φ = β1 = g(θ) e λ = (α,β2, ...,βd,σ).
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6.1 Resultados

Nesta sess̃ao foi examinada duas abordagens para obter um intervalo de confiança para o parâmetro
de interesseφ = g(θ), equanto estée um vetor de parâmetro desconhecido,θ , no modelo probabilistico.
As duas abordagens são extens̃oes multiparametrica dos metodos baseados nos teoremas 1 e 2para
funções de um parâmetroθ .
Primeiro considere estimandoφ = g(θ). A partir da estens̃oes, para o caso multiparametrico, os
argumentos de invariância dados na Seção 2.2, segue que o estimador máximo da verossimilhançâφ de
φ eg = (θ̂)
Agora considere obter a variância deφ̂ . Vindo da extens̃ao multiparaḿetrica do Coloĺario 1 do Teorema
1 tem-se que

RESULTADO 4-
Var(φ̂) = Var(g(θ̂)) = ∇g(θ)T IE(θ)−1∇g(θ)

onde

∇g(θ) =
∂

∂θ1
g(θ), ...,

∂
∂θd

g(θ)
T

Onde d=1 temos∇g(θ) = g
′
(θ) e IE(θ)−1 é a escalar (matriz 1 x 1), assim

Var(φ̂) = [g
′
(θ)]2IE(θ)−1,

Dado o resultado do Teorema 1 e Corolário 1. A prova deste resultadoé similar ao Lema 3.
O que a equaç̃ao do Resultado 4 está a daré a curvatura na direção▽g(θ) multiplicado por um fator
associado com o tamanho do vetor.

RESULTADO 5- Para um problema de etimação regular seφ = g(θ) são o verdadeiro valor, então
quandon⇒ ∞ tem-se que

φ̂ ∼ N(φ ,∇g(θ)T IE(θ)−1∇g(θ))

Vindo do Resultado 5, intervalo de confiança paraφ̂ podem ser construidos, no caso uni-
paraḿetricos istóe o 100(1−α)% o intervalo de confiançáe:

(φ̂ −Zα
2
se(φ̂), φ̂ +Zα

2
se(φ̂)),

onde se(φ̂) = [Var(φ̂)]1/2.
Finalmente, para comparar com a abordagem alternativa são baseada no seguinte resultado:

RESULTADO 6 -Para um problema de estimação regular, seφ = g(θ) são o valor verdadeiro então
comn⇒ ∞ tem-se



6.1 Resultados 69

D∗(φ) = 2[l(φ̂ −Pl(φ)] ∼ x2
1.

OndePl(φ) determina a log-verossimilhança perfilhada avaliada emφ , é
Pl(φ) = max l(φ ,λ ), isto é o ḿaximo no conjunto de valores possı́veis deλ sujeito aφ sendo fixado

Exemplo 6.3. i.e. Xi ∼ N(µ,σ2). Derive a log-verossimilhança perfilhada paraµ
Aqui λ = σ e φ = µ. Assim

l(µ,σ) = −n
2

log(2π)−nlogσ − 1
2σ2

n

∑
i=1

(xi −µ)2.

Maximizando isto com respeito aσ paraµ fixo obtem-se que o ḿaximo ocorre em(φ̂) quando

lσ (µ, σ̂µ) = 0

isto é

0 = − n
(σ̂)µ

+
1

(σ̂)3
µ

n

∑
i=1

(xi −µ)2

ent̃ao

σ̂µ = (
1
n

n

∑
i=1

(xi − µ̂)2)1/2

deste modo

D∗(µ) = −2nlog(σ̂/σ̂µ)+n
1

(σ̂)2
µ

n

∑
i=1

(xi −µ)2−n
1

(σ̂)2

n

∑
i=1

(xi − µ̂)2

ent̃ao

D∗(µ) = −2nlog(σ̂/σ̂µ)

Isto exige muito trabalho analı́tico, ent̃ao geralmente ñao se considera exemplos desta forma.
Desenhar istóe muito f́acil, particularmente seφ é um elemento do vetorθ . Ent̃aoPl(φ) é o perfil do
gráfico do eixo deφ .
Note que o valor ḿaximo dePl(φ) ocorre quandoφ = φ̂ , assimDα(φ) é sempre positiva , e assim
intervalos de confiança de 95% são dados pelo valor de 1.92 emPl(φ) vindo do ḿaximo.
Veja figura 8 e 10 onde tem-se evidência do perfil da verossimilhança
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6.2 Exemplos

Agora ilustra-se a discussão téorica com aplicaç̃oes naN(µ,σ2) e problemas da Gamma(α,β )

Exemplo 6.4. i.e. Xi ∼ N(µ,σ) e temosIE(θ)−1 =

(
σ2

n 0

0 σ2

2n

)

1. Seφ = g(θ) = µ quando∇g(θ) = (1,0) ent̃aoVar(φ̂) = (1,0)

(
σ2

n 0

0 σ2

2n

)(
1
0

)
= σ2

n

2. Seφ = g(θ) = σ2 quando∇g(θ) = (0,2σ)ent̃aoVar(φ̂) = (0,2σ)

(
σ2

n 0

0 σ2

2n

)(
0

2σ

)
= 2σ4

n .

3. Se φ = g(θ) = µ + σφ−1
(1 − p0) quando ∇g(θ) = (1,φ)−1(1 − p0) ent̃ao Var(φ̂) =

(1,φ)−1(1− p0)

(
σ2

n 0

0 σ2

2n

)
=

(
1

φ−1(1− p0)

)
= σ2

2n(2+[φ−1(1− p0)]
2).

Exemplo 6.5. i.e. Xi ∼ Γ(α,β ). Nota queVar(φ̂) seφ = E(X) = α/β .
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CAPÍTULO 7

APÊNDICE

7.1 Três Testes Estatı́sticos Relacionados a Verossimilhança

A atribuição de hipoteses a seguiré esŝencialmente de interesse teórico,

{
H0 : θ∗ = θ0

H1 : θ∗ = θ1

Em situaç̃oes pŕaticas estamos mais sujeitos a deparar com casos mais complexos; por exemplo um
caso que freqûentemente ocorrée

{
H0 : θ∗ = θ0

H1 : θ∗ 6= θ0

Para este problema de teste, uma razoável tratativa,́e o uso da raz̃ao de verossimilhança
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λ (y) = λ =
L(θ)

supθ 6=θ0L(θ ;y)

=
L(θ)

supθ∈ΘL(θ ;y)

=
L(θ0)

L(θ̂)

Onde assumimos a continuidade deL(θ) em respeito aθ para todoy∈Y. Observe queλ (y) = (θ̃0) é a
verossimilhança relativa.
Uma transformaç̃ao mońotona do teste estatı́stico junto com as transformações correspondentes dos
valores cŕıticos ñao mudam a parte do espaço amostral na região de rejeiç̃ao ou de aceitação, uma vez
que ñao muda o procedimento de teste. Assim, teste estı́stico equivalentée

W(y) = 2ln λ (y) (7.1)

Queé chamado, com um pequeno abuso da terminologia, de teste de raz̃ao de verossimilhança.
Obviamente a interpretação de valores extremos deW(y) ser̃ao invertidos em relação aλ (y), uma vez
que a transformação é decrescente. Uma vez queP{0 < λ (Y) < 1} = 1 na maioria dos casos, então
efetivamenteW(y) ∈ (0,∞).
Nós agora gostariamos de derivar alguns outros testes estatı́sticos associados a função de verossimilhança
e aproximadamente relacionados comW(y). Fazendo a expanção por Śerie de Taylor deθ , obtemos

W(y) = −2l(θ) − l(θ̂)

∼= −2{(θ0 θ̂)l ′(θ̂) +
1
2
(θ − θ̂)2l ′′(θ̃)}

Ondeθ̃ ∈ (θ̃ ,θ0) e l ′(θ̂ = 0). Uma vez queθ̂ é um estimador consistente deθ0 sobH0, ent̃ao θ̃ est́a
conduzindo a expanção.

W(y) = −n(θ̂ −θ0)
2)U ′(θ0)+Op(1)

= n(θ̂ −θ0)
2i(θ0)+Op(1) (4.12)

= n(θ̂ −θ0)
2i(θ0)+Op(1)

Sei(θ) for uma funç̃ao cont́ınua, ent̃ao i(θ0) = i(θ̂)+Op(1) sobHO.
Ent̃ao obtemos a aproximação

W(y) = WE(y)+Op(1)



7.1 Tr̂es Testes Estatı́sticos Relacionados a Verossimilhança 73

onde

WE(y) = n(θ̂ −θ0)
2iθ̂

Queé chamado de estatı́stica de teste de Wald. De onde obtemos sobH0√
n(θ̂ −θ0) = U(θ0)

√
ni(θ0)+Op(1)

Que substituindo em(4.12) nos daŕa outra aproximaç̃ao paraW(y),

W(y) = Wu(y)+Op(1)

onde

Wu(y) =
U(θ0)

2

ni(θ0)

A qual chamamos de estatı́stica de teste score.
Agora s̃ao conhecidos três funç̃oes de teste, diferente da outra pelos termosOp(1). Estas funç̃oes de
testes quantificavam três aspectos das funções de log-verossimilhança como ilustrado na figura 4.2

• W(y) mensura a diferença no eixo ordenado entre a log-verossimilhança calculada em̂θ e emθ0.

• WE(y) mensura o desvio na abcissa deθ̂ e θ0, adequadamente normalizados.

• Wu(y) mensura a inclinaç̃ao da log-verossimilhança emθ0, novamente adequadamente e normali-
zado.

Assim podemos resumir estes três testes da seguinte forma:

Raz̃ao de verossimilhança⇒W(y) = −2{l(θ0)− l(θ̂)}

Teste de Wald⇒WE(y) =
(θ̂ −θ0)

2

i−1(θ0)/n

Teste Score⇒Wu(y) =
U(θ0)

2

ni(θ0)

onde

(θ̂)I(θ0)( ˆtheta− theta0) ∼ χ2
p e U ′(θ0)I

−1(θ)U(θ0) ∼ χ2
p
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Figura 7.1: Tr̂es funç̃oes de teste conectados pela verossimilhança.


